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20.yiizyilin baslarinda sosyal bilimler ve davranig bilimlerinde yapilan bilimsel arastirmalarda
bayesyen istatistik oldukca fazla sayida bilimsel ¢alismada kullanilmaktadir. Bu dogrultuda klasik teoriye
alternatif olarak ortaya c¢ikan Bayes teoremi olasilik teorisine dayanmaktadir. Bu nedenle Bayesyen
istatistikgiler 6znel bir bakig agisina sahip olup, onsel dagilimlarla analiz yapmaktadirlar. Dolayisiyla,
MCMC yontemiyle birlikte kurulan bayesyen yontemler, model olusturmada kolaylik saglamaktadir Bu
caligmada Tiirkiye’deki 1983 ve 2014 yillan arasinda komiir madenlerinde meydana gelen kazalarin yillik
olarak kayitlh olan verilerle kazalarin “oranmnin” degisimine bakarak, degisimin oldugu sene tahmin
edilmeye calisilmistir. Bu amagla BoOyle bir degisim aninin neyi gosterdigi ortaya konulmustur. Bu
dogrultuda, degisim noktasi analizinin nasil yapildigi, sonuclarin nasil yorumlandigini ve Bayes formiillerini
hesaplamamizi saglayan Markov Zinciri Monte Carlo Simiilasyon teknigi kullanilmigtir. Kazalarin sayisinin
timiinii iki Poisson dagiliminin ortak dagilimi iizerinden modellenmis ve bu dagilimlarin birinci
Poisson’dan ikincisine gectigi an hesaplanmistir. R paket programi yardimiyla yillar itibariyle meydana
gelen degisimlerin degisim noktasi analizi yapilmistir. Yapilan analiz sonucunda, tek asamali yapilan
poisson degisim noktasi analiziyle 2003 yilinin maden kazalari sonucunda degisim noktas: oldugu
gorilmiistiir.
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Earlier in the 20th century scientific research in the social sciences and behavioral sciences
Bayesian statistics are used in quite a number of scientific studies. This direction is based on the
Bayes theorem of probability theory emerged as alternative classical theory. Therefore Bayesian
statisticians are able to differentiate between a subjective point of view, they do the analysis with
prior distribution. Therefore, MCMC method established with Bayesian methods, providing ease in
creating a model in this study in 1983 and registered annually in accidents in coal mines between
2014 accidents with data Turkey "rate” referring to change, it has tried to predict the year of the
change. To this end, such a change has been demonstrated that moment unfold. In this respect, how
to make the change point analysis, Markov Chain and Bayes' formula enables us to calculate how
to interpret the results of the Monte Carlo simulation technique was used. All via a common
distribution of two Poisson distribution of the number of accidents is modeled and calculated from
the first moment that passed to the second Poisson. R package program changes from year analysis
of the changes that occur as it is made. The results showed that, as a result of a single-point mining
accidents made poisson change point analysis showed that by 2003, the change point.
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ONSOZ

Gilinimiizde her tiirlii istatistiksel tahmin probleminde klasik yaklagima alternatif
olarak kullanilan Bayesyen yaklagim, istatistiksel model seciminde ve hipotez
testlerinde yaygin olarak kullanilmaktadir. Bayesyen model Karsilastirmasi, elde edilen
veri ve diger bilgiler 1s18inda model i¢in tercih yapilmasini saglar. Bu tercihler en iyi
modeli se¢cmekte ya da model ortalamasi yoluyla gelecege yonelik tahminleri
gelistirmekte kullanilabilir. Bu c¢alismanin temel amaci, Bayes analizini MCMC
yontemleriyle hesaplamaktir. Bu ana ama¢ dogrultusunda R yazilim programiyla,
maden kazalar1 verileri kullanilarak Markov Zinciri Monte Carlo Simiilasyonu degisim
noktas1 analizinin teorik yapisini ortaya koymaktir. Yapilan literatiir taramalari
sonucunda Markov Zinciri Monte Carlo Simiilasyonu degisim noktasi yonteminin
uygulamasi konusunda Tiirkiye’de yapilmis ¢aligmalarin yok denecek kadar az oldugu
goriilmiis ve dolayistyla bu baglamda bu tezin Tiirkce literatiire de onemli bir katki

saglayacag diisliniilmektedir.
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GIRIS

Gilinimiizde her tiirlii istatistiksel tahmin probleminde klasik yaklagima alternatif
olarak kullanilan Bayesyen yaklasim, istatistiksel model seciminde ve hipotez
testlerinde yaygin olarak kullanilmaktadir. Bayesyen model Karsilastirmasi, elde edilen
veriler ve diger bilgiler 15181inda model i¢in tercih yapilmasini saglar. Bu tercihler en iyi
modeli se¢mekte ya da model ortalamasi yoluyla gelecege yoOnelik tahminleri
gelistirmekte kullanilabilir. Bu amagla uygulanan Bayesyen yaklasimlardan en temeli
Bayes faktorii olup, model se¢iminde ve hipotez testlerinde Bayesyen prensiplerin
uygulanmasi sonucu elde edilebilen sonsal model olasiliklar1 ve yokluk ya da alternatif
hipotezlerin dogru olma olasiliklarinin oranlanmasi yoluyla hesaplanir. Boylece bir
hipotezin alternatifine kiyasla dogru olma olasiligini dogrudan belirlemeye olanak
saglayip, model seciminde ise kiyaslanan iki modelden hangisinin en uygun model
oldugunu belirlemekte faydalidir. Bayes faktorii hesabinda gerekli marjinal olabilirlikler
kapali formda degilse (integrallenemiyorsa), Laplace yaklasim yontemi, Importance
orneklemesi, Gaussianquadrature veya MCMC simiilasyon yontemi ile integral alarak

Bayes faktor hesaplanabilir (Rosenkranz ve Raftery, 1994: 5).

1701-1761 yillarinda yasayan bir Ingiliz din adami olan Thomas Bayes’in en
onemli eseri, "An essay towards solving a Problem in the Doctrine of Chances” (Sanslar
doktrininde bir problemi ¢6zmeye yonelik bir deneme) adli denemesidir. Bu denemede
18. yiizyilda Ingiliz matematikci ve fizik¢i Thomas Bayes ilk kez “olasilik” sozciigiinii
kulland1. Ancak, ne kadar eski olursa olsun su bir gercek ki Bayesyen analiz istatistikte
hicbir zaman frekans¢1 yaklasim kadar 6n planda olmadi. Bunun nedeni biiytlik 6lciide
hesaplama  giicliiklerine dayanmaktadir. Temelde subjektif olasiliklarin  da
kullanilabildigi bir kosullu olasilik ¢ergevesi olan Bayes teoreminde, 6n dagilim gelen

ek veri ile birlestirilerek bir son dagilim elde edilir ve gerektiginde bu siireg siirdiiriiliir.

Frekans¢1t yaklasim temelde cok sayida tekrarlanabilen deneylere dayanir.
Ornegin; bir paranin yazi gelecek olmasi durumu. Buna karsilik, Bayesyen goriiste
deneyin tek bir kez gerceklesmesine iliskin olasiliklar ve ¢ikarimlar s6z konusudur.

Ornegin; yarin yagmurun yagacak olma olasihig1 (Isigicok, 2015: 9). Ayn1 zamanda


http://www.stat.ucla.edu/history/essay.pdf

gozlenemeyen parametreler hakkinda oOnsel (prior) inanglari belirtmeye ve bunlar
analize dahil etmeye imkan saglar. Bayesyen istatistik ¢cok sayida olasilik dagilislarinin
karmasik islemlerine gereksinim duyar ve bundan dolayr siklikla ileri hesaplama
yontemlerini gerektirir. Frekans¢i yaklasimda, tekrarlanabilir siirecin iginde veriler
degisken, parametreler sabittir; Bayesyen yaklasimda ise veriler sabit, parametreler
degiskendir. Frekansci yaklasim geleneksel bir yaklagim olarak goriilmesine ragmen,
bayesyen istatistik bir tiir geng¢ bir yaklasim olarak goriiliir. Son yillarda arastirmacilarin
artan hesaplama giicii onlar1 bayesyen yoOntemlere yoOnlendirmistir.  Bayesyen
yontemleri, tip, epidemoloji, ¢evre bilimleri, sosyal ve politik bilimler dahil olmak tizere

bir¢ok alanda yaygin bicimde kullanilmaktadir.

“Istatistik nispeten gen¢ bir bilim dalidir. Ornegin, aralik tahmini bilimsel
aragtirmalarda ve karar vermede 75 yil icinde artarak yaygin hale gelmistir. Bu zaman
Olcegi icinde geleneksel yaklagimlar hakkinda konusmak oldukg¢a giic goriiniiyor.
Ancak, frekansc1 bakis acilar1 Bayes yaklasimina gore ozellikle bilimsel arastirmalarda
su anda ¢ok daha iyi kurulmaktadir. Son zamanlarda Bayesyen yontemlerin kullanimi
giderek artmakta, clinkii Bayesyen yaklasimlar frekansg1 yaklagimlara gore daha faydali
sonuglar verebilmektedir (Suess&Trumbo, 2010: 195).

Cok boyutlu verilerle 6nsel dagilimin Bayes’le elde edilmesi, genellikle yiiksek
boyutlu fonksiyonlarin entegrasyonunu gerektirir. Bu isin hesaplamasi ¢ok zor ve
sayisal yaklasim teknikleri ile ¢oziilebilir. Istatistikte zorlu integrallerin sayisal
yakinlastirilmasi i¢in temel teknikler Evans ve Swartz (1995) tarafindan arastirilmustir.
Asimptotik yontemler, dnem orneklemesi, adaptif nem 6rneklemesi, ¢oklu karesel ve
Markov zinciri yontemleri bes genis kategoriye ayrilir. Markov zinciri genellikle
Metropolis algoritmasiyla ilgilidir. Bayesyen yaklasimin tarihsel gelisimine

bakildiginda;
(1763-1960): Conjugate priorlar
1960’1ar: Sayisal kuadratiir — Newton —Cotes yontemleri, Gaussian kuadratiirii
1970’ler: Expectation- Maximization (“EM”) algoritmasi- iteratif mod —bulucu

1980’ler: Asimtotik yontemler — Laplace’s yontemi, eger noktas1 yaklasimlari



1980’ler: Non-iteratif Monte Carlo yontemleri — Dogrudan posterior(dnsel)

ornekleme ve dolayli yontemler

1990’lar: Markov Zinciri ve Monte Karlo Similasyonu (MCMC)- Gibbs

orneklemesi, Metropolis —Hastings algoritmasi yer almaktadir.

Frekansc1 yaklagimda hesaplanan p degeri ve giiven araligi, Bayesyen istatistikte
olasiliklar cinsinden ifade edilir. Parametre rassal bir degisken oldugu i¢in hesaplanan
“p” degeri dogal olarak parametrenin bu araliga diisme olasiligidir. Frekans¢1 birine
gore, popiilasyon ortalamasi veya orani gibi bilinmeyen model parametreleri sabit ve
bilinmeyendir ve sadece belirli bir denemeden verilerin tekrarlanmasi ile tahmin
edilebilirler. Bayesyen savunan birisi ise parametreleri sansa bagli olarak ve dolayisi ile

de olasilik dagilislarina sahip olduklarini (aynen verilerde oldugu gibi) varsayar.

Bayesian 0 parametresi i¢in bir onsel tahmin, p(0), yapar ve 0’nin sonsal
(posterior) dagilisini, p(6]X), elde etmek i¢in bu 6nseli verilerden, X, saglanan bilgi ile
birlestirir. Daha sonra, biitlin istatistiksel yorumlamalar (nokta ve aralik tahminleri,

hipotez testleri) sonsal dagilimin uygun 6zetleri alinarak yapilir.
Burada su hususlar not edilmelidir

Posterior bilgi > prior bilgi > 0,

¢

Buradaki ikinci >’ isaretinin ile degistirilmesi ancak ve ancak onsel bilgi

vermeyen dagilim (genellikle tiniform veya flat) oldugu zaman s6z konusudur.

Bayesyen birine gore frekans¢i yaklasim yanlis olabilir, belki de frekansei
yontemleri ‘igerikte sinirli’ olarak diisiinmek daha dogrudur. Bayesyen yaklasimi,
verilere uydurabilecegimiz modellerin sinifin1 genisleterek asagidakilerin iistesinden
gelmemizi saglar. Tekrarlanan oOlgiimler, dengesiz veya eksik gozlemler, homojen
olmayan varyanslar ¢ok degiskenli veriler ve klasik bakis a¢isindan uygulanabilirligi
olmayan veya zor olan bagka birgok durum vardir. Bayesyen yaklasimi ayni zamanda,

modeller bir defa uydurulduktan sonra yorumlama ve 6grenmeyi de kolaylastirmaktadir.

Frekans¢1 yaklasimin temelleri Fisher tarafindan atilirken, Bayesyen yaklagimin

temelleri Thomas Bayes tarafindan atilmistir. Frekangilar ile Bayesyenler arasindaki



farkliliklar agagidaki bicimde 6zetlenmistir: Bayesyen bakis agisi, bir sekilde 6grenme
stirecini aciklamaktadir. Gergek hayatta kullanilan ek bilginin Bayes formiilii ile
dontstiiriiliip doniistliriilmedigi konusunda tartismalidir, fakat Bayes formiilii 6grenme

siirecini ciddi bir sekilde aciklamaktadir.

Bolstad (2004) Frekang1 ve Bayesyen yaklasimlarin farkina deginmistir. Buna
gore Bayesyen bakis agisindan tiim ¢ikarim, veri kosul oldugunda parametrenin son
dagilimidir. Frekansgi bakis agisi ise, parametrelere iliskin nokta tahmini, giiven
araliklar1 ve hipotez testleri gibi gesitli ¢ikarimlar yapar. Istatistiksel ¢ikarim, bir
orneklem yardimi ile anakiitleye iligskin ¢ikarimlarin yapilmasidir (Bayram, 2012: 12).
Frekans¢1 yaklasim parametreyi bilinmeyen bir sabit olarak diisliniir ve 6rnekleme
dagilimma dayanir. Bir istatistigin 6rnekleme dagilimi, sabit parametre degeri veri
oldugunda, tiim olas1 rassal Orneklemler ilizerinden olusturulan teorik dagilimdir. Bu
durumda olasiliklar ornekleme dagilimina dayanilarak hesaplanir, Bayesyen
yaklagimdaki gibi elde edilen belirli bir rassal ornekleme gore hesaplanmaz. Bir
parametre tahmininde, o6rnekleme dagilimindan hesaplanan beklenen deger gergek
parametre degerine esit oldugunda yansizdir. Frekansgi agidan 6 parametresi i¢in bir %

(1 — a)XlOO seklinde giliven araligi:
Pl<#<u)=1-a

olasiligina karsilik gelir. Bu olasilik, 6’nin tahmincisinin 6rnekleme dagilimi
kullanilarak bulunur. Sonug¢ olarak “Elde edilen rassal araliklarin % (1—a)X100 U

gercek parametre degerini igine alir.” seklinde yorumlanir (Giirsakal& Tiiziintiirk,2015:
78).

Carlin ve Chib (1995) ise model belirsizligini bir model gostergesi yardimiyla
belirleyip MCMC yontemini kullanarak modellerin karsilastirllmasinda Bayes
faktoriiniin elde edilmesini gostermistir. Han ve Carlin (2001) Bayes faktorii hesabi i¢in
MCMC metodunu, Sinharay ve Stern (2002) ise Bayes faktoriin modeldeki
parametrelerin Onsel dagilimlarina duyarliligimi incelemis olup Bayes faktorii ve
alternatif gesitlerinin kullanimi1 Araujo ve Pereira (2007) tarafindan bazi simiilasyon
calismalariyla gosterilmistir. Son yillarda kullanim1 artan bu 6l¢iit, MCMC yontemi ile

elde edilmis modellerin sonsal dagilimlarimi1 kullanan Bayesyen model se¢im



problemlerinde 6zel olarak kullanisli olup,pek ¢ok ¢alismada kullanilir hale gelmistir.
Markov zinciri kullanarak Monte Carlo simiilasyon yontemi sayesinde, gerekli numerik
integrallerin alinmasi saglanabilmektedir. Bu yontemle, sonlu sayida gézlem degeri
kullanarak, sonsuz sayida veri elde etmek miimkiindiir. Béylece ¢6ziimii analitik olarak
zor olan bazi problemlerin, benzetim teknikleri ve bilgisayar yazilimlar1 sayesinde hizli

bicimde ¢oziilmesi saglanabilmektedir.

En c¢ok kullanilan MCMC yontemleri, Gibbs 06rnekleme algoritmasi ve
Metropolis-Hasting algoritmasidir.Bu yontemler ile karmasik sonsal dagilimlardan
orneklem c¢ekme ve sonsal momentleri hesaplamak miimkiin olmaktadir. Her bir
parametreye iligkin ¢ikarsamalar yapmak, marjinal sonsal dagilimlarin grafiklerini elde
etmek i¢in sonsal dagilimlarin hesaplanmasi Bayesyen analizde 6nemli bir parcadir.

MCMC yontemleri bu amaglara da hizmet etmektedir.

Bu calismanin ana amaci Bayes analizini MCMC yontemleriyle hesaplamaktir.
Bu ana amac¢ dogrultusunda R yazilim programiyla, maden kazalar1 verileri kullanilarak
Markov Zinciri Monte Carlo Simiilasyonu degisim noktasi analizi yapilmistir.
Boylelikle her bir parametreye iligkin sonsal dagilimlar1 hesaplayarak, marjinal sonsal

dagilim grafikleri ortaya ¢ikarilmistir.

Yukarida belirtilen amaca wulasmak i¢in, bu c¢alisma {i¢ boliimden
olusturulmustur. Birinci bolimde, Bayesyen istatistik ile ilgili genel bilgiler sunularak
Bayesyen istatistigin temelleri ve MCMC yontemi agiklanmistir. Ayrica MCMC
uygulamas1 yapan yazilim programlar1 gézden gegirilerek kullanici dostu bir program
olan R programi anlatilmistir. Ikinci boliimde Degisim Noktast Analizi’nin temel
asamalar1 detayli bir sekilde agiklanarak, uygulama alanlar1 yapilmis caligmalarla
sunulmustur. Ugiincii boliimde ise maden kazalariyla ilgili bilgi verildikten sonra R
programi kullanilarak MCMC analizini i¢eren uygulama ve sonuglar1 sunulmustur.
Tezin son kisminda terimler sézIliigii verilmistir.

Yapilan uygulamada, maden kazalar1 verisinin yillar itibariyle degisimine
bakilmigtir. Yapilan degisim analizi sonucunda sonsal Ozetler ortaya cikarilmis ve

poisson degisim analizi sonucunda degisim yilinin 2003 y1l1 oldugu goériilmiistiir.



BIiRINCi BOLUM:
BAYESYEN iSTATISTIK

1. GENEL BIiLGILER
1.1. BAYESYEN iSTATISTiGIiN TARIHCESI

20. yiizyilin baglarinda bilimde Bayesyen istatistik olduk¢a popiilerdi. Ancak
1980’lere kadar Bayesyen istatistik klasik teoriye sadece alternatif bir yontem olarak
gorildii. Klasik teori ve Bayesyen yaklasim arasindaki onemli fark, Bayesyen
yaklasimda onsel dagilimdan gelen parametreler rassal degisken olarak ifade edilir.
Istatistiksel ¢ikarsamaya dayanan, 6nsel dagilim olabilirlik fonksiyonu sonucunda elde
edilen sonsal dagilimla birlestirilir. Bayesyen teorisinin temel araci olasilik teorisi
olmasina ragmen, Bayesyenler ¢esitli nedenlerle azinlik olarak goériilmiislerdir. Klasik
istatistik¢ilerin en temel itirazi, Bayesyen istatistikcilerin 6znel bakis agisina sahip
olduklart ve Onsel dagilimlarla analiz yapmalaridir. Tarihin ispatladigi gibi, Bayes
terosinin  kurulamamasinin  esas nedeni veri analizinde sonsal dagilimin
hesaplanmasinda kabul edilebilir sayisal yaklasim olarak goriilmesidir. Asimptotik
yontemler belli basli problemlerde ¢6ziim saglamaktadir, ancak hicbir genelleme
mimkiin degildir. 1990 yilina kadar iki grup istatistik¢i yeniden MCMC yontemini
ortaya koymuslardir (Gelfand&Smith, 1990: 400). Fizik¢iler 1950’lerden beri MCMC
teorisine yabanci degillerdi. Nick Metropolis ve arkadaslar1 ilk elektronik siiper
bilgisayarlar gelistirereck, Monte Carlo tekniklerini kullanarak fizik teorilerini test
etmislerdir. MCMC yonteminin uygulanmast kisisel bilgisayarlarin hizla gelismesiyle
popiiler hale gelmistir. Bayesyen istatistik birdenbire popiiler olarak, istatistiksel
aragtirmalarda yeni yollar a¢mistir. MCMC yontemi kullanilarak geleneksel

yontemlerin ¢ozemedigi karmasik modeller tahmin edilebilir.

1990’1 yillarda MCMC yaklagimi istatistik biliminde ilk yontem olarak
kullanildiginda, bu yontemle ilgili bircok makale literatiirde yer almistir. 1990-1995
yillar1 arasinda, MCMC ile ilgili arastirmalarda, cesitli popiiler modellerin
uygulanmasinda yeni yontemler kullanilmistir. MCMC yonteminin gelistirilmesi de

rassal etkilerin ve hiyerarsik modellerin uygulanmasini tesvik etmistir.
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1990 yili ortalarina kadar, MCMC yontemlerindeki gelisim ve biyiime
istatistiksel arastirmalarda goriilmiistiir. Otomatik 6rneklemlerle herhangi bir veri seti
dogrudan uygulanabilir olacaktir. Kapsamli bir inceleme i¢in, model ve degisken
degerlendirilmesi i¢in tasarlanmis ¢esitli 6rnekler de iiretilmektedir. Uygun érnekleme
ve anakiitle tabanli MCMC yontemleri de MCMC algoritmalarinin daha yeni

gelisiminde ilging 6rnekler olarak kabul edilebilir.

Son olarak, genetikteki gelismeler Bayes teorisinde yeni ivme kazandirmustir.
Orneklem hacmi ve degiskenler agisindan biiyiik miktardaki verilerde geleneksel
yontemler uygulanamaz hale gelmistir. Dolayisiyla, MCMC yontemiyle birlikte kurulan
bayesyen yontemler, model olusturmada kolaylik saglamaktadir (Nyzoufras,2009: 194).

1.2. ISTATISTIKTE BAYESYEN YAKLASIM

Istatistiksel arastirmalar ve gozlem sonuglari genellikle veri setindeki genel
formu D = {x1, . . . , xn}, homojen gbzlem olarak tanimlanir. Istatistiksel yontemler
gozlemlerden elde edilen sonuglar ve benzer siireclerin gelecekteki beklenen
davraniglarini inceler. Ortaya ¢ikan istatistiksel sonuglar agikca olasilik modeli lizerine
kurulur (Bernardo, 2008). Matematigin diger bilim dallarinin aksine, istatistiksel
cikarsamalar geleneksel yontemlerle hesaplandiginda varsayimsal bazda eksiklikler
ortaya ¢ikmaktadir. Bunun sonucunda, farkli analizler neticesinde yapilan ¢ikarsamalar
birbirleriyle uyumsuz ve verilerin analiz sonuglar1 da birbirlerinden farklidir. Lindley
(1972) ve Jaynes (1976)'m, cesitli dgretici Ornekleri vardir. Istatistiksel c¢ikarimin
belirtilenin aksine, bayesyen yaklagim birlestirici bir mantiksal yap1 saglamak ve
Onerilen yontemlerin karsilikli tutarliligi, belirli temeller {izerine kuruludur. Bayesyen
yontemleri istatistiksel ¢ikarim i¢in tam bir paradigma olmakla beraber, Kuhn (1962)
bilimsel bir devrim olusturmaktadir. Bayesyen istatistik matematiksel olarak
olasiliklarin yorumlanmasini gerektirir. Laplace (1812), Jeffreys (1939) ve Finetti
(1970) kitaplarinda “Olasilik Teorisi’nden bahsetmislerdir. Bayesyen yontemler i)
Olasilik teorisindeki istatistiksel yaklasim problemlerini azaltmak ve bu sayede yeni
kavramlara olan ihtiyaci en aza indirmek, ii) geleneksel istatistiksel yontemler arasinda
ayrima hizmet etmek ve bazi mantiksal tutarsizliklar1 mantiksal gerekgelerle
kanitlamaktadir. Biitiin sonuglarin esas temelinde, tiim belirsizlikleri olasilik dagilimiyla

aciklamak, matematiksel bir ihtiyag oldugu kanitlanmaktadir. Ortak olasilik



dagilimindan yola c¢ikilarak bilinmeyen parametrelerin degerleri hakkinda mevcut
bilgiler aciklanmasi Bayesyen yaklasimin temelini olusturmaktadir. Geleneksel
istatistiklere karsin Bayesyen istatistikte parametreler rasgele degiskenler olarak kabul

edilir.

1990 yilindan bu yana Bayesyen yontemlerde dramatik bir biiyiime olmustur.
Bugiin baz1i uygulamalarda, Bayesyen yaklasim neredeyse Oncli bir arastirma
niteligindedir. Verilerin az oldugu veya karmasik yapiya sahip oldugu alanlarda
frekansg1 yontemler hala geleneksel uygulama alanlarinda Bayesyen yontemlere gore
daha baskin hale gelmektedir. Ozellikle sosyal bilimlerde, verilerin yorumlanmasinda
kararlarin rolii oldukg¢a etkili ve Bayesyen yontemlerin Oznelligi daha az direng

gostermektedir (Hagan, 2008: 90).

Istatistikte belli basli zorluklar bulunmaktadir. Bu zorluklar tasarlanan kompleks
caligmalar, karmasik veri setlerini Gzetleyen olasilik modelleri  uydurmak,
su an hakkindaki sonuglar ve gelecege yonelik tahminler yapmaktir (Carlin&Louis,
2000: 15). Istatistiksel calismalar bilimsel kesifte, politika formiilasyonlarinda ve is
kararlarinda 6nemli bir rol oynamaktadir. Istatistiksel uygulamalar her alanda
goriilmektedir: klinik karar verme, c¢evresel risk yonetimi, sigorta oranlarimin
diizenlenmesi, yeni bir liriin piyasaya siiriiliirken nasil karar verilecegi ve fonlarin tahsis
edilmesi gibi. Su anda istatistiksel analizlerin ¢ogu istatistiksel paket programlariyla
yapilmakta olup bu yontemlerin cogu klasik, frekans¢i ve istatistiksel felsefe temelli
analizlerle yapilabilmektedir. Bu g¢er¢evede en g¢ok olabilirlik tahminleri kullanilarak

hipotez testleri p degerine bagli olmaktadir.

Istatistikte Bayesyen yaklasim ve Bayesyen analiz frekansci analize gore gitgide
etkili ve pratik bir alternatif olarak ortaya c¢ikmaktadir. Bununla birlikte, bayesyen
yaklagim nedensel yapinin bir analiz seviyesinden yiiksek bir analiz seviyesine gegiste
nasil calisir sorusunu cevaplamak i¢in olduk¢a uygun bir yaklasimdir. Bayesyen
yaklagimda degiskenler rassal ve temel olarak degiskenlerin degerlerinde emin olmadig1
durumda, ancak belirsizlik durumunda 6nsel yogunluk p(6) olarak karakterize edilebilir.
Stokastik modellemede onsel dagilimlarin degistirilmesinde biiyiik bir esneklik
olmamakla birlikte, arastirmacinin 6 parametresi hakkinda varsayimlar1 gruplar arasinda

farkliliklar yarattigindan j = 1, . . . , J, gruplarin gbzlemlenebilir 6zelliklerinin bir



fonksiyonu olarak, i ~ f (z, v ), y bilinmeyen asir1 parametreler olarak
tanimlanmaktadir. Bayesyen ¢ergevenin en Onemli etkisi daha fazla gercek¢i duruma
dayanmasidir. Son yillarda, ucuz ve hizli islem giicii istatistiksel yaklagimin simiilasyon

tabanli uygulamalar1 kullanan sosyal bilimciler i¢in faydali olmaktadir.
1.3. BAYESYEN ISTATISTiGIN TEMELLERI

Thomas Bayes olasiligin ilk subjektif tanimini1 yapan Bayes teoremini ortaya
¢ikaran bir matematikgidir. Bayes teoremine dayanan Bayesyen ¢ikarsamanin temelleri

1950’lerden sonra kullanilmaya baglanmustir.
Bayesyen analizde asagidaki adimlar izlenmektedir:

1. Veri i¢in olasilik modelinin formiile edilmesi.

2. Onsel dagilimlara karar verirken, veriler gézlenmeden 6nce bilinmeyen
parametre degerleri ortaya koyulur.

3. Ilk adimda gozlenebilen degiskenler ve veriye dayanan olabilirlik
fonksiyonu olusturularak olasilik modeli formiile edilir. Ikinci adimda sonsal
dagilimlart belirlemek igin olabilirlikten sonra Onsel dagilimlar birlestirilir, veriler
gozlendikten sonra bilinmeyen parametre degerleri tanimlanir.

4. Sonsal dagilimlarin 6nemli 6zelliklerini 6zetler veya sonsal dagilima

dayanan miktarlar1 hesaplar.

Bayesyen istatistigin ana hedefi model parametrelerinin sonsal dagilimlarin elde
etmektir. Sonsal dagilim, parametreler hakkindaki bilgilerin agirlikli ortalamalarindan
once Onsel dagilimlar ve parametrelerin igerdigi gozlenen veriler hakkindaki bilgiyi en
iyi sekilde ortaya koyabilir. Bayesyen agidan bakildiginda, sonsal dagilimm uygun bir
analiz yoluyla hemen hemen her c¢ikarimsal soruya cevap olabilir. Bunun yaninda
Bayesyen tahminlerde parametreler 6rneklemi tam anlamiyla temsil ettidi icin en ¢ok

olabilirlikteki gibi asimptotik normallik varsayimina ihtiya¢ yoktur.
1.3.1. Veri Modelleri

Bayesyen analizde ilk olarak, veri i¢in olasilik modellerini segmek gerekir. Bu
siire¢, eger parametreler veri i¢in olasilik dagilimi igeriyorsa veri modeli se¢iminde

klasik yaklagima benzerdir. Eger n degeri yi Yn olarak gozlenir ve bilinmeyen

...................



parametre vektorii 0 olarak gosterilir, daha sonra gozlenen degiskenler bagimsiz oldugu
varsayilir, veri i¢in olasilik fonksiyonu p(yi | 0) olarak belirtilir. Bu durumda regresyon
modellerinde i durum i¢in xi es degiskeni igin olasilik fonksiyonu p(yi | xi, 0) olarak

gosterilir.
1.3.2. Onsel Dagihm

Olasilik modeli olusturulurken, Bayesyen analiz bilinmeyen model parametreleri
icin onceki dagilimmin iddiasim1 gerektirir. Onsel dagilim, bilginin mevcut durumu
temsil olarak gozlenebilirken, model parametreleri hakkindaki belirsizlikte ortadan
kalkmaktadir.

Onsel dagilimlar iki kategoriye ayirabiliriz. ilk yaklasimda bilgilendirici nsel
dagilim segilmesi gerekir. Bilgilendirici 6nsel dagilim ilk basta asir1 subjektif ve bilim
dis1 olarak goriilebilir. Bu endiseye karsilik olarak, bir veri modelinin se¢iminde
frekanscilarin analizleri 6znellikten yoksun degildir. Ayrica, model parametreleri
hakkinda ek bilgi ya da onsel bilginin varligi iddia ediliyorsa, veri analizinde bu tiir

bilgilerin eklenmemesi bilimsel olmayacaktir.

Ikinci temel yaklasim, 6nsel dagilimi secerken model parametreleri hakkinda
bilgi vermeyen yapi1 olusturulmaktadir. Bilgi olmamasinin yani sira, belirsiz ve yaygin,
bazen de referans onsel dagilim objektif dagilim olarak adlandirilir. Ne yazik ki, bilgi
vermeyen Onsel dagilimlar sorunsuz degildirler. ilk olarak, bilgi vermeyen &nsel
dagilimlar olusturulurken ¢ok cesitli yaygin kriterler oldugu i¢in, belirli bir veri
modelinde bu kriterler ayn1 benzersiz énsel dagilim iiretirler. Ikinci olarak ise, bilgi
icermeyen Onsel dagilimlart olustururken, parametrenin Ol¢iim Ol¢eginin degismez
olmasi i¢in herhangi bir ydntem kullanilarak bir 6nsel dagilim olusturulur. Ornegin, bir
onsel dagilim olusturmak i¢in yontem parametresi g veri modeline uygulanir ve bu
durumda parametre h = log (q) ile yeniden ayn1 modele uygulanir, bu parametre g ve h
tizerindeki dagilimlari esit olasilikli bilgileri temsil eden oldugu beklenir. Bunun zor bir
degismezlik Olgiitli oldugu goriilmektedir. Bu degismezlik ol¢iitiinii karsilamak igin
kullanilan tek yaklasim tek parametre veri modelleri ile ancak ¢ok parametreli modeller
icin karmasik sonuglar veren Jeffrey kurali kullanilmaktadir (Dyk & Glickman, 2007:
330).
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1.3.3. Olabilirlik Fonksiyonundan Sonsal Dagilima Gecis

Veri gozlendiginde olabilirlik fonksiyonu olusturulur. Verilerin ortak olasilik
fonksiyonu, ancak gozlenen verilerin islenmesi, parametrelerin bir fonksiyonu olarak
goriilmektedir. Veri degerlerinin y= (y1, . . . , Yn) bagimsiz olarak elde edildigi

varsayildiginda, olabilirlik fonksiyonu asagidaki gibi gosterilir.

L(G]y)= p(yy,eeeveenss ¥, |0) = 1:[ p(y,[0) (1.1)

Bayesyen c¢ercevede, veriden gelen 6 hakkindaki biitiin bilgiler olabilirlik
fonksiyonunda yer almaktadir. Parametrelerin olabilirlie uygun en biiyiik degerleri

veriler tarafindan desteklenmektedir. Gozlenen parametrelerin olasilik dagilimi, sonsal

dagilim elde etmek igin olusturulan olasilik dagilimi olan p(9|y) ’yi bulmak i¢in Bayes

teoremi uygulanir.

p(@)p(dy)  pO)L(Ely)

p(©)p(yle)do  ply) ~p(6)L{6ly) (12)

ploly)= I

Yukaridaki esitlikte co 'nin anlami orant1 ifaden eden deger, en sagdaki donem

0'ya bagli olmayan bir normallestirme sabiti ile ¢arpilarak zaman ifadeleri esitlenir.
1.3.4. Sonsal Dagihim Ozetleri

Sonsal dagilimlar tespit edildikten sonra ¢ikarimsal sonuglar uygun bir analiz ile
Ozetlenebilir. Parametrelerin nokta tahminleri yaygin ortalama veya sonsal dagilim
modu olarak hesaplanir. Aralik tahminleri sonsal dagilimin belirtilen yiizde degerlerine
karsilik bitis noktalarini iireterek hesaplanabilir. Sonsal dagilimi %95°lik bir merkezi

araliga sahip oldugunda, sonsal dagilim %2,5 ve %97,5 arasinda hesaplanmaktadir.
1.3.5. Ongorii Dagihmlar:

Bayesyen yaklasimin faydalarindan biri sonsal dagilim elde edildikten sonra
ongorii ¢ikarimi basit olarak hesaplanabilir. G6zlenen degisken olarak varsaydigimiz y

= (y1, . . ., yn) verisi ve gozlenen y degiskeninin tahmini yapilmak istenmektedir.
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Verilerin analizinde sonsal dagilimlar p(9|y) olarak bulunmaktadir. Gozlenen degisken
olan y hakkinda olasilikli agiklamalar yaparken, y’nin sonsal ©ongorii dagilimi
hesaplanmak istenmektedir. Sonsal tahmin dagilimi p(y|y) seklinde gosterilmektedir.

Bu durumda parametre degerlerinin durumlariyla ilgilenilmeyip, sadece dnceki verilerin

durumlar1 gézlemlenmektedir.

Sonsal 6ngorii dagilimi asagidaki esitlikte goriilmektedir:

p(yly)= [ p(v/0)p(6ly )d0 (13)

Sonsal dagilim ile veri modelinde, model parametreleri sonsal 6ngdrii dagilimi

tiretilerek tahmin ¢ikarimlari 6zetlenmektedir (Dyk & Glickman, 2007: 331).
1.4. BAYES TEOREMI

Bayes Teoremi 1763 yilinda, bir din adami olan Thomas Bayes tarafindan
gelistirilmis olup, istatistikte yeni bir akimin dogmasina sebep olmustur. Cesitli kosullu
olasiliklar arasindaki iliskiyi veren uygun bir formiile “Bayes Teoremi” denir. Bayes
teoremi alisilagelenin disinda, neden-sonug iligkilerine, sonu¢lardan hareket ederek

nedenlerin olasiliklarin1 belirlemek seklinde yeni bir bakis acis1 getirmistir (Gtirsakal,

1982: 8).

Bi1, Ba,.....,Bk S 6rnek uzaymin ayrik ve bilesimleri S olan olaylar1 olsun, burada

P(BJ)¢O(j=1,2, ...... k). A, S Ornek uzaymin herhangi bir olayr olsun, oyle ki
P(A)=0.

O halde Bayes Teoremi kesikli olasilik modeli asagidaki esitlikteki gibi

gosterilir:

P(B, N A)
P(B,nA)+P(B, " A)+.......... +P(B, N A)

P(BjlA)=

P(AB,JP(B,)

~ P(ABP(.)+ P(B,|AIP(B, ) +.....+ P(B[AP(B, )

(1.4)
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P(B,|A)= P(AB, JP(B (i=1,2,.......K) (1.5)

>P WBJ)

j=t

En genel olarak asagidaki esitlikteki gibi ifade edilir.
B.
P(B,|A)= W )( ), P(alB; P8, (L6)

Yukaridaki esitlik Laplace tarafindan bulunmus olup, Bayes Kurali olarak

adlandirilmaktadir. P(B 3 )6n bilgi veya on olasilig1 gosterirken, P(AJ |B) ilave ve yeni
bilgiyi igeren olabilirlik fonksiyonunu ve P(B|AJ) son olasiligl gostermektedir.

F’(AJ |B) kosullu olasiligini F’(B|AJ )kosulu olasilikla iliskilendiren Bayes kanunudur,

yani kosul sirasini tersine g¢evirme yoludur. Bayesyen ¢ikarim bu mantik iizerine
kurulmustur. Ilk bakista basit olan yukaridaki denklem olasilig: veriden dgrenmektedir.
On bilgilerin segimi, 6nceki arastirmalardan, yaymlanmis calismalardan, gecmis
deneyimlerden, arastirmacinin sezgisinden, konu ile ilgili gergek uzmanlarin

goriislerinden ve diger veri kaynaklarindan geldigi sdylenebilir.

Bayes Teoreminin adimlar1 agagidaki bicimde gosterilmektedir.

On olasiliklar — s flave ve yeni bilgi— Tlave veya yeni bilgiden

sonra son olasiliklar

Stirekli olasilik modellerinde ise Bayesyen modelde; siirekli olasilik
modellerinin dagilim fonksiyonlari {izerinden olabilirlikler hesaplanip Bayes Teoremi
uygulanarak uygun kararlar aliir. Siirekli rassal degiskenler icin Bayes Teoremi
asagidaki gibi yazilir:

t(6.y)

f(‘9|Y = y): f(y)
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f(y)= Tf ©)f (v|o)o = f f(0)t(yjo)do
f(l9|Y _ y)= _ f(@)f (y|6) (1.7)

Yukaridaki formiiliin uygulamada hesaplanmasi olduk¢a gligtiir. Paydada
integralin yer almasi formiiliin hesaplanmasini zorlastirir. Formiiliin hesaplanmasini
kolaylastirmak i¢in 6nsel dagilim kullanildigi i¢in hesaplamayla ilgili zorluklari ortadan
kaldiran “eslenik veya "konjugate n dagilimlar" kavramlari kullanilmaktadir. Onsel ve
olabilirlik fonksiyonlar1 ayni aileye mensup ise, sonsal dagilimlar analitik olarak elde
edilebilir. Onsel ve sonsal dagilimlarin aym aileye mensup oldugu durumlarda ele
alman oOnseller eslenik (conjugate) oOnseller olarak adlandirilir. Eslenik Onseller
cikarsama problemlerinde biiylik islem kolayliklar1 saglar. Eslenik aileye mensup
olmayan o6nsellerin kullanilmasi ise, oldukca karmasik sonsal dagilimlara neden olabilir.
Bu durumda da analitik ¢oziimler yeterli olmamaktadir. Eslenik dagilim ailelerinin

sahip olduklar1 6zellikler sunlardir:
Eslenik 6n dagilim olustururken;

1. Beta (a, b) 6n dagilimini ¢iziniz. Bu ¢izim sizin diislincelerinize yakinsa
kullanabilirsiniz. Aksi takdirde, dagilimin ortalamasi ve standart sapmasi ayarlanarak
diisiincelerimize yakin olan én dagilim belirlenir. On dagilimin deger araliklar1 {izerinde
gecerli bir olasiliga sahip olmasi tatmin edici olmaktadir.

2. On dagilimm “esdeger 6rneklem biiyiikliigiinii” hesaplayiniz:

Negdeger— a+b+1

Bu esitlikte, 6n dagilimdaki bilginin bir rassal Ornekleme esdeger oldugu
anlatilmaktadir. Esdeger orneklem biiyiikligii gercek olmayacak kadar biiyiik ise, on

dagilimin standart sapmasini arttirmamiz gerekir (Bolstad, 2007: 146).

Bayesyen analizde modeldeki biitiin bilinmeyenler i¢in daima 6nsel dagilim

belirlememiz gerekir. Onsel dagilim se¢imi subjektiftir. Onsel dagilimlar:
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. Uzmanlardan 6grenilebilir
. Tarihsel verilere dayali olmasi tatmin edici olabilir
o Eger deneme hakkinda ¢ok az Onsel dagilim mevcutsa, ¢ok biiyiik

varyansa sahip belirsiz 6nsel dagilim secilebilir.

. Onsel dagilimlar bunlarin birlesimlerinden de elde edilebilir
J Onsel dagilimlar bilinmeyen olarak varsayilabilirler veya tahmin
edilebilirler

Eslenik 6n dagilimlar;

o Eslenik 6n dagilimlar esnek sekilleri ve iyi 6zellikleri ile iyi se¢imdirler.

o Eger eslenik 6n dagilimi farkli parametrelere ragmen secgersek bu
durumda sonsal dagilim ayn1 dagilisa sahip olur.

o Diger bir ifade ile sonsal dagilim onsel dagilimla ayni aileden oldugu
zaman buna eslenik ad1 verilir. Bunun avantaji, 6nsel parametrelerin genellikle 6nsel bir

ornek gibi yorumlanabilir olmasidir.

Omnekler sunlardir:

Olabilirlik WinBUGS Parametre Prior Posterior
Normal dnorm(theta, tau) Ortalama Normal Normal
Normal dnorm(mu,theta) Kesinlik Gamma | Gamma
Binom dbin(theta,n) Basar1 Olasilig1 Beta Beta
Poisson dpois(theta) Oran veya ortalama | Gamma | Gamma

o Eslenik Onsel dagilimlar matematiksel olarak uygundurlar, fakat biitiin

olabilirlikler i¢in mevcut olmayip kisitlayici olabilirler.

. Eslenik olmayan onsel dagilimlarin hesaplamalar1 daha zordur, fakat
MCMC yaklasimi kullanilarak hesaplanmasi miimkiindiir (Jackman, 2012: 4).

. Eslenik oOnsel dagilim olma o6zelligi yararhidir, ancak artik paket

programlar (R, Winbugs) sayesinde gerekli degildir.
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1.5. STOKASTIK SURECLER

Zamana gore siralanan rassal degiskenlerin toplanmasi sonucunda stokastik
stirecler meydana gelmektedir. Stokastik kelimesi yunan kdkenli olup, rassallik
anlamina gelmektedir. Siire¢ kesikli ise Yy, siirekli ise Y(t) ile gosterilmektedir

(Gujarati, 2009: 796).

Bir stokastik siireci tahmin etmenin bir yolu ty, to,....... , th gibi bir veri setinin Yy,
Y2, .. Y birlesik olasilik dagilimini tanimlamaktadir. Stokastik siireci tanimlamanin
bir diger yolu ise momentlerini olusturmaktir. Bu momentler ortalama, varyans ve
otokovaryans fonksiyonlar1 olarak adlandirilan birinci ve ikinci momentlerdir. Buna

gore Yt degiskeninin birinci momenti ortalama, ikinci momenti varyans olacaktir.
Ortalama pt = E (Yy)

Varyans o =Var(Y,)

ve Yu ve Yy arasindaki otokovaryans;

Otokovaryans Vr, = COV(Y,, Y, ) = E[(Ytl — t4, XYtz — th, )]

seklinde yazilabilir.

Eger Yt normal dagilima sahip ise Yinin dagilimi Gaussian siire¢ olarak
adlandirilir. Dolayisiyla birinci ve ikinci momentler kullanilarak Y¢'nin o6zellikleri

belirlenebilir (Seviiktekin&Cinar, 2014: 61).
1.5.1. Poisson Siireci

Belli bir zaman araliginda [O,t) ya da belirli bir bolge icindeki basarili
durumlarin sayistyla ilgili olan, Xt rassal degiskeninin elde edilmesini saglayan siirece
Poisson siireci denir; t zaman araligi ya da bolge biiyilikliigiidir. Bir kamu kurulusuna
bir saat i¢inde gelen telefonlar, bir giin i¢inde bir magazaya gelen miisteriler, yagmur ve
kar yiiziinden bir yil i¢inde santiyede g¢alisilamayan giinlerin sayist bu siirece 6rnek
olarak gosterilebilir. Rassal silire¢ kesikli oldugunda olasilik kiitle fonksiyonu

Py (i;t)z Pr(x(t)= i) olarak tanimlanir. Meydana gelen durum; varig veya bir nokta
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olarak sayilmaktadir. Bu tiir siirecler sayma siireci olarak adlandirilirmaktadir

(Davenport, 1970: 453). Poisson siireci asagidaki varsayimlara sahiptir:
1. Ayrik zaman araliklarindaki sonug sayilart bagimsizdir.

2. Siire¢ zaman boyutunda duragan, yani(t;,t,], (t,+h,t, +h] araliklaridaki

sonug sayisini gosteren rasgele degiskenlerin olasilik dagilimlar aynidir.

3. Kiiciik At uzunluklu bir zaman araliginda bir basar1 elde etme olasiligi At ile
orantili yani P(N (At) =1)= kAt ve yeterince kiigiik At uzunluklu bir zaman araliginda
iki veya daha c¢ok basart elde etme olasihig yaklagik olarak sifir, yani
P(N(At) > 2)~0°dur.

Bu varsayimlar altinda N(t) rasgele degiskeninin olasilik dagilimini1 bulmaya
calisalim. N(t) nin alabilecegi degerler 0,1,2,... olmak {izere Once P(N(t):O)

olasihgim elde edelim.
P(N(t+At)=0)=P(N(t) =0 ve N(t+At)—N(t)=0)
=P(N(t) =0 )P(N(t + At) - N(t) =0)
=P(N(t) =0 )P(N(At) =0)
— P(N(t) =0 J1— P(N(At) =1)— P(N(At) > 2)]
~ P(N(t) = 0 )1 - kat]
olmak {izere

P(N(t+At)=0)-P(N(t)=0)
At

=—kP(N(t)=0) (1.8)

yazilir. y(t) = P(N (t)=0), t nin bir fonksiyonu olmak iizere yukaridaki ifade At — 0

i¢cin

O _
raa V)
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diferensiyel denklemi bi¢cimine gelir. y(0) =1 baslangi¢ degerine bagl olarak

y(t)=e™

elde edilir. Buna gore tanma kadar veya tuzunlukta bir zaman araliginda sonug

olmamasi olasilig1
P(N(t)=0)=e™
dir.

Simdi P(N )= n) , N=12,... olasihigini hesaplayalim.

P(N(t+At)=n)=zn:P(N(t)= jyN@E+At)—N(@E)=n—j)

i=0

n P(N(@) = j)P(N(t+At)-N(t)=n—j)

j=0

=}

:ZP(N(t) = j)P(N(At) =n— j) (1.9)

j=0

olmak tizere n =1 i¢in,

P(N(t+At) =1)= P(N(t) = 0)P(N (At) = 1)+ P(N(t) =1)P(N (At) = 0)
~ e kAt + P(N(t) = 1)(1 - kAt)
ve

P(N(t+At) =1)— P(N(t) =1)
At

=ke™ —kP(N(t) =1)
yazilir. y(t) = P(N ® =1) gosterimi ile At — 0 i¢in

ay(t) _pew
o =ke " —ky()
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diferensiyel denklemi elde edilir. v(t) =e" y(t) déniisiimii sonucu

() _
dat

ve
v(t) =kt
y(t) =e Mkt
bulunur. Buna gore,
P(N(t) =1)=e ™kt

dir. n>2 igin,
n-2
P(N(t+At)=n)=>_P(N(t) = j)P(N(At) =n—j)+
j=0

+P(N(t) = n—1)P(N(At) =1)+ P(N(t) = n)P(N (At) = 0)
~ P(N(t) = n—1)P(N(At) =1)+ P(N(t) = n)P(N (At) = 0)
~ P(N(t) = n—1)kAt + P(N(t) = n)1—kAt)
=[P(N® =n-1)-P(N{®) =n)kat+ P(N(t) =n)
olmak iizere

P(N(t+At)=n)-P

o (NO=1) _ Nty = n-1)- kPN =n)

yazilir. y, (t) = P(N t) = n) gosterimi ile At — 0 igin

dy, (t)

G Ky, () —ky, (t)

diferensiyel denklemi ve v, (t) =e"y, (t) doniisiimii sonucu
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M) _y 1)

dt

diferensiyel denklemi elde edilir. v (t) =kt olmak iizere n=23,... igin ardisik

¢Oziimler,

o= ype-er

_(k° e (K0

Vi) =" Vo(t)=e

no=5Lygeen
dir.

Buna gore,

P(N(t)=n)=e"“(k%n , n=012,.. (1.12)
elde edilir.

t degerini sabit alip t uzunlugunda belli bir zaman aralig1 i¢in bu zaman
araliginda meydana gelen sonuglarin sayis1 X rasgele degiskeni ile gosterilirse, A4 =kt
olmak iizere,

e A"

f)=P(X=x)=""" ., x=012.. (1.13)

ve
E(X)=4 , Var(X)=4

dir. X rasgele degiskeni Poisson dagilimina sahiptir.
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Bu kismin basinda yapilan varsayimlar altinda tanimlanan N(t) rasgele
degiskenlerinin {N ®:t> O} ailesine Poisson Siireci denir. Poisson Siirecinde ilk sonug

ortaya ¢ikincaya kadar gecen zaman T rasgele degiskeni olmak lizere,

PT >t)=P(N({t)=0)=¢e™
Ft)=1-P(T >t)=1-¢™

f(t) =ke™ (1.14)

dir, yani T dstel dagilima sahiptir. Birinci sonug¢ ortaya g¢iktiktan sonra ikinci sonug
meydana gelinceye kadar gegen zaman da iistel dagilima sahiptir. Poisson Siirecinde
sonuclarin ortaya ¢ikis zamanlart arasindaki farklar bagimsiz ve ayni iistel dagilimh

rasgele degiskenlerdir (Garcia, 2008: 507).

1.5.2. Gauss Siireci

Stokastik siire¢ X = {X (t]t ET} olarak tanimlandiginda Gaussian siire¢ olarak

ifade edilir. Eger her bir n vektorii (X (‘[1 ), X (t2 ), ...... , X (tn )) olarak gosterildiginde biitiin

n’ler i¢in t;,t,,........... ,t, ’ler ¢cok degiskenli normal vektor olarak tanimlanir.

Daha ayrintili olarak, yukaridaki tanimda biitiin stokastik nx1vektorleri,

Fooo o Nttt Clt tyenn )
4(t,,ty st ) NxLolasilik vektdrii oldugu durumda,
u,t)=E(X(t)) i=L....n
nx nkovaryans matris C(t,,t,,.......,t, )= (cij )i:’; __ olarak tammlandiginda,
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C; = Covy (bt )= Ry (bt )— oy (t ety (t, i =L =, n,

Gauss siirecinde ¢ok degiskenli dagilimin biitlin marjinal dagilimi normal
dagilima sahiptir. Bu varsayim altinda kovaryans matrisi i¢indeki girdiler otokovaryans

fonksiyonunun uygun degerleri olmaktadir.
1, (t)=E(Z(t)=0 bitinteT degerleri icin,
X(t)= f(t)+Z(t) nin ortalama fonksiyonu s, (t)= E(X(t))= f(t)olur.

R(t,s) simetrik ve negatif olmayan fonksiyon olarak tanimlansin. Gauss
stokastik siire¢ olan X ile R(t, S)’nin otokorelasyon fonksiyonu ve ortalama fonksiyonu

sifir olarak verilsin.

C(t]_ltZ’ ----- ’tn+l) = (R(tl ’tj ))lnjlljn:l1

F.. <> N(@O,C,

#X, (Spn)= E[eis'"“xw ]: [ 8% xdr, (%) (1.15)

S&i) = (Sl, ......... 1 Sis Sisgrereeeeenes , SM) esitligini ele alalim.

Iki adimda ispatla(nmaktadir.

1. ¢X,  verildiginde, (S, /S, 1SSy, ) in Karakteristik
fonksiyonu asagidaki esitlikteki gibi gosterilir.
Xy = (X)Xt ooy X)) X+ L X(t,.,))

2. ¢X, verildiginde,  ((S;,rrrreen /S, 1SSy, ) in Karakteristik

fonksiyonu her n-1 i¢in Xt(i) degiskeni normal dagilim gosterir.
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Yukarida agiklanan adimlarin detaylari asagida gosterilmektedir.

L% = (X e VX ) X yeeeneen X,.1)
S (. \Si1sSigrennnnSr)
® (S S XS 1K1 oSy Xt ) [T
:L ........ .Loe 1% 1Xi-1+Si41Xi41 *n41 jxi_wdFt“+1 (X)
® S S A S +55.1%041) ( )
:L ........ J_ooe 1 i Fikin 1 ldFt(i) X(i) (1.16)
72 (T AU RERRC-I ) oA (P 1Si1)SigreeernSi1)
n+l  n+l
= Z ZSISkR(tl’tk)
1L k=Tki
=5Cei) S0

_(R( ))n+1,n+1 r o
C, =R, o ositliginde X, kovaryans matrisi olarak  kabul

edilmektedir. X, Gaussian rassal degisken oldugunda,

O (O K -SPRR Y
1.
—=SiCy(;y S
= e 2 t(iy >@) (117)

Yukaridaki bilgileri 6zetledigimizde;

e Her simetrik negatif olmayan R(t,s) fonksiyonu igin bir Gauss siireci s6z

konusudur.
e QGauss siireci, son olarak ortalama fonksiyonu ve otokorelasyon fonksiyonu ile

belirlenir (Koski, 2014: 240).
1.6. YAPISAL KIRILMA

Iktisadi degiskenler birgok faktdr tarafindan etkilenerek zaman iginde egilim
gostermektedir. Trend adi verilen uzun donem egilimi zaman zaman kiigiik degisiklikler

gosterebilir ve bu degisiklikler gecicidir. Iktisadi degiskenleri etkileyen faktdrler bazen
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de degiskenlerin trendinde kalic1 etkilere neden olurlar. Bu tiir degisikliklere “yapisal
degisiklik” ya da “yapisal kirllma” denmektedir (Giiris&Caglayan, 2000: 695). Yapisal
kirilmalarin nedenleri; savaslar, afetler (deprem, sel, yangin, kuraklik vb.), politika

degisiklikleri, grevler, teknolojik degismeler, ekonomik krizler olarak gosterilebilir.

Yapisal kirilmanin olmast durumunda bunun nedenlerinin ve sonuglarmin
belirlenmesi son derece dnemlidir. Ancak bundan 6nce yapisal kirilmanin belirlenmesi
gerekmektedir. Herhangi bir olay nedeni ile baz1 degiskenlerde yapisal kirilma oldugu
yoniindeki bilgilerin olmasi yapisal kirilmanin oldugunu sdylemek icin yeterli
olmamaktadir. Bu nedenle iktisadi degiskenlerin ekonometrik analiz yoluyla

incelenmesi gerekmektedir (Giiris&Caglayan, 2000: 696).

Yapisal kirilmanin analizlerde g6z ardi edilmesi, 6nemli istatistiksel sorunlara
yol agmaktadir. Ekonomide yapisal kirilmalar belirgin bir sekilde ortaya ¢iktiginda fakat
buna ragmen bu tir degismeler bir regresyon modeli c¢ergevesinde dikkate
alinmadiginda ya da ithmal edilerek tahminlerde bulunuldugunda elde edilen sonuglar ve
buna bagli olarak yapilan Onraporlamalar sistematik sapmali(egilimli) olacaktir

(Seviiktekin&Cinar, 2014: 413).
1.7. BAYESYEN ISTATISTiKTE PARAMETRE TAHMINi

Parametre tahmininden oOnce matematiksel modele karar verilmesi
gerekmektedir. Matematiksel modelleme gercek diinyanin daha iyi anlasilmasina ve
aciklanmasina, biiyiik Ol¢ekli modelleme imkani saglamaktadir. Veriler bir araya
getirilerek diizenlendiginde, bilgiye doniisiirler (Oguzlar, 2004: 3). Veriden dogrudan
elde edilen bilgiler sayesinde gergek yasam fenomeni dagilim modeli ortalamasi
tarafindan tahmin edilmektedir. Parametrelerden olusan dagilim modelinin tahmin
edilmesi gereklidir. Bu parametreler modeldeki parametreleri sabitlemek ve verilerin
etkin ve dogru kullanimi i¢in gerekli mekanizmay1 saglamaktadir. Parametre tahminini

frekansc¢1 yaklagim ve bayesyen yaklasima gore inceleyecegiz.

Frekans¢1 yaklasimda; parametre tahmini klasik bir yaklagimdir. Bilinmeyen ve
sabit parametre 6 oldugu varsayilir. En ¢ok olabilirlik yontemiyle tahmin edilen &
degeri segilmektedir. Parametre tahmininde, tim mevcut verilerin dagilimi sabit 6

degeri ile olusturulan tiretken modeller olarak siniflandirilir.
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Buna karsin, Bayes yaklasiminda subjektif olasilik ve 6znel degerler ortaya
¢ikmaktadir. Bu durumda veri sabitlenir ve € ’nin olas1 degerleri ortaya ¢ikmaktadir.
Bayesyen yaklasimda dagilim modelinde tahmin edilen parametreler ayirt edici model

olarak da bilinen kosullu modelde sabit € degeri olusturulur (Eshky, 2008: 4).

Bayesyen yaklasim Bayes kurali olarak bilinen basit bir formiile baghdir. A ve
B gibi iki rassal degiskene sahip oldugumuzu varsayalim. Temel kural zincir kurali
olarak bilinen olasilik teorisi, A ve B’nin ortak olasiliini belirtmek amaciyla 6zel deger
olarak verilen a ve b, P(a, b) olarak belirtilir. Kosullu olasilikta A’nin degeri a ile

gosterilirken B’nin degeri b ile gosterilir. P(a|b) kosullu olasilig1 ifade edilir.
Ortak olasilik = Kosullu olasilik * Marjinal olasilik
P(a, b) = P(alb)P(b)

P(a, b) = P(bla)P(a)

P(alb) = P(bja)r(a)

P(b)

bk
Pl ol o)

(1.18)

Bayes kurali yukaridaki esitliklerde gosterilmistir. A verildiginde B’nin kosullu
olasilig1, B verildiginde A’nin kosullu olasilig1 tahmin edilir. Bu durum 6nsel ve sonsal
bilgiyi agiklamaktadir. Onsel olasilik, herhangi ek gozleme gerek kalmadan bize
onceden verilen olasilik degeridir. Sonsal olasilik, 6nsel bilgiye ulastiktan sonra onsel
dagilimdan elde edilen olasilik degeridir. Onsel olasilik olan P(a), sonsal olasilik P(a|b)

olarak gosterilmektedir. Ek gézlem B, b degerini alarak gézlemlenir.

Bayes kurali giiciinli rassal degiskenler ve olasilik degerlerinden almaktadir.
Parametre tahmini sirasinda @ parametresinin verilen kanit ve b verisinin tahmin
edilmesi gerekli olabilir. Verilerin olasilig1 parametre i¢in verilen en ¢ok olabilirlik

yontemiyle hesaplanir.

Boylelikle parametrelerin verilen olasiliklart asagidaki gibi hesaplanir.
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Bayesyen tahmin ampirik arastirmalarda disiplin ve pragmatik O6nem
saglamaktadir. Modeldeki biitiin bilinmeyen parametrelerin tahmini ve hipotez testleri
tartismalt oldugu durumda, gelecekteki gozlemler icin olasiliklart tahmin etmemiz
gereklidir. Gegmisteki elde edilen verilerin bilgisi Y =y, parametrik olabilirlik
fonksiyonu L(0) ve 6nsel dagilim ise p(0) ile gdsterildigini varsayalim. Onsel dagilimlar
iki tipte incelenir. 1) Informative onsel dagilim: ilgilenilen 6nsel dagilim hakkinda
giiglii bir bilgi mevcut oldugunda kullanilir. Ornegin énceki calismalarda elde edilen
bilgi ilgilenilen veri seti ile iliskili ise yeterli bilgi olduguna karar verilir. 2)
Noninformative onsel dagilim: ilgilenilen 6nsel bilgi hakkinda ¢ok az bilinen olmasi
durumunda kullanilir. Cok seviyeli modellemede daha c¢ok “diffuse” veya “flat”
informative &nsel dagilim kullanilmaktadir. Orneklem dagilimi 6rneklem dist olarak
verilen Y* degeri Y =y olarak ifade edilip, eger 0 bilinseydi, kabul edilebilir bir tahmin
dagilimi olabilirdi. Fakat 6 bilinmedigi zaman bu dagilim kullanilmamaktadir.

Bayesyen olasilik dagilimi tahmini p(y*|y) asagidaki gibi gosterilmektedir.

~p(y..y)
v)= p(y)

p(y.
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y,0)| (1.20)

= E[ply.

Diger bir deyisle, sonsal dagilim olan p(y#y,0) bayesyen olasilik tahmini
fonksiyonudur. Eger ge¢mis ve gelecek degerleri 0 kosulunda bagimsiz olduklar
durumda dagilim p(y#|y, 0) = p(y*|0) esitligi ile ifade edilir (Koop, Poirier &Tobias,
2007: 71).

Cok seviyeli modellerde ilgilenilen parametre sayis1 kadar bilinmeyen parametre
degeri vardir. Bayes yorumlamada parametrelerin ortak sonsal dagilimi bulmak gerekir.
Ortak sonsal dagilisin bulunabilmesi i¢in, ¢ok boyutlu integrasyonlarin ¢oziimii
gerekmektedir. integrasyonlarin ¢dziimii zor oldugundan alternatif bir ydntem olan

MCMC yaklagimi kullanilmaktadir.
Bayes modelleme i¢in pratikte kullanilan iki temel MCMC yontemi vardir.

1) Metropolis-Hastings Ornekleme
2) Gibbs Ornekleme

Gibbs orneklemesinde parametrelerin sartli dnsel dagilimlart standart bir forma
sahip oldugu durumda kullanilir. Eger sartli 6nsel dagilimlar standart bir dagilima sahip

degilse Metropolis-Hastings yontemi kullanilir.
1.8. MARKOV ZiNCIiRi VE MONTE CARLO SIMULASYON YONTEMIi

MCMC yaklasimi; 6rneklemden alinan bir ya da birden fazla 6nsel dagilimimn
boyutu ve onsel dagilimin hareketini incelemektedir. Markov zinciri ve Monte Carlo
simiilasyon yontemi bu siireci ifade etmektedir. Monte Carlo Yontemi rastgele sayilarla
denenerek yaparak sonuca ulagsmayr amaglayan deneysel bir yontemdir. Bu sekilde
matematiksel ve fiziksel problemlerin ¢6ziimii amaglanmaktadir. Los Alamos Bilimsel
Laboratuar’indan John Von Neumann, Stan Ulam ve Nick Metropolis adlarinda ii¢
bilim adami tarafindan ortaya ¢ikarilmistir. Metropolis algoritmasi olarak da bilinir.
Algoritma, kesin ¢6ziim yapmanin zor oldugu problemlerde tahmini ¢dziimlere gitmeyi
amaglar. Yani olasilik teorisi iizerine kurulmustur. 1930 yilinda italyan bir fizik¢i olan
Enrico Fermi’nin, yeni kesfedilmis olan ndtronun 6zelliklerinin hesaplamasi sirasinda

Monte Carlo Yontemi’ni kullanmasi ile bu yontemin adi duyulmustur. Sinirli hesaplama
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kaynaklarma sahip olundugunda siklikla kullanilan bir yéntemdir. Ornek olarak Monte
Carlo Yontemi Ikinci Diinya Savasi sirasinda ilk atom bombasinin gelistirildigi
Manhattan Projesi’nde kullanilmistir. Monte Carlo kismi rasgele simiilasyon siirecini
ifade eder. Markov zinciri ise; 6nceki deger goz Oniine alindiginda 6nsel dagilimdan
yeni bir deger drneklem siirecini ifade eder. Bu iteratif siire¢ degerleri 6nsel dagilimdan
¢ekilen Orneklemin markov zinciri degerini olusturmaktadir. Markov zincrileri bir
optimizasyon aracindan ¢ok simiilasyon modeller i¢in de bir tahmin ve agiklama araci
olarak kabul edilmektedir (Aytag, 2015: 194). 1950’11 yillarda (Metropolis ve dig.,
1953) tasarlanan MCMC, Geman ve Geman (1984) ve Besag (1986) tarafindan goriintii
isleme Onemli uygulamalarin yayimlanmasi ile 1980 yilina kadar istatistiksel
uygulamalarda ¢ok az ilgi gordii. Bu durumla ilgili olarak Besag’in ilgi cekici basligi
“kirli resim istatistiksel analiz” patlama yaratirken, gercekte: MCMC yaklasimi
kullanishiligt  ve kolay uygulanabilirligiyle diinyada ses getirmistir. MCMC
yaklsaiminda bilinmeyen her bir parametre degeri igin iterasyon yapilarak tahminler
iiretilmektedir. Bu tahminler birbirine bagimlidir. Hassas tahminleri elde edebilmek i¢in

cok sayida iterasyon yapilmasi gerekmektedir.

MCMC yontemleri Bayesyen analizin gelisimine ve ilerlemesine ¢ok biiyiik

katki saglamaktadir.
1.8.1. Monte Carlo integrasyonu

Monte Carlo yaklasimi integralleri hesaplayip, rassal sayi liretmek i¢in fizikgiler

tarafindan gelistirilmistir. Karmagik integral hesapladigimizi varsayalim;
b
j h(x)dx
a

f(x) fonksiyonu fretildiginde h(x) fonksiyonu ayrigtirilirsa, olasilik dagilim

fonksiyonu olan p(x) , (a,b) araliginda tanimlanir.

j h(x)dx = j f(X) p(x)dx = E i, [ (x)] (1.21)
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Integralde p(x) degerinin yogunlugu iizerinde f(x) fonksiyonu bir beklenti olarak
ifade edilir. Eger f(x) fonksiyonu c¢ok sayida gézlemden olusuyorsa Xi,.....xn P(X)

yogunlugundan gelen rassal degiskenler esitlik 1.26’da gosterilmistir.

[h(odx = E [ f (x)]:%i f(x,) (1.22)

Bu esitlik Monte Carlo integrasyonu olarak kabul edilir. Monte Carlo

integrasyonu Bayesyen analiz i¢in gerekli olan yaklasik o©nsel dagilimlar

kullanmaktadir. Integralin su sekilde tanimlandigini varsayarsak; I(y) :I f(y|x)p(x)dx

yaklagik olarak asagidaki esitlikteki gibi ifade edilir.
A 1&
I(y):ﬁz f(ylx,) (1.23)
i=1

Fonksyonda xi degeri p(x) yogunlugundan elde edilmektedir. Monte carlo

simiilasyonu standart hatas1 asagidaki gibi hesaplanir.

n

SZE[f(y)]: %(LZ(f (%)~ f(y))zJ (1.24)

n-143
1.8.1.1. Onem Orneklemesi

p(x) ‘in yogunlugunun q(x)’e yakinlastigini1 varsayalim,;

1 C0mtcs = 00 20 oo . 1] 3% 129

Onem 6rneklemesi yonteminin temelini olusturmaktadir.

X )g(x xZEn X: M
J £ ()alex ngf(.{p(xi)] (1.26)

Ornegin, marjinal dagilim fonksiyonu olan y degeri J(y)= I f(y|x)q(x)dx

yaklasik olarak,
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J (y):%Z f(ylx, {%} (L.27)

Onem 6rneklemesi igin alternatif fonksiyon ise;

> w 1)

[ f(x)a(x)dx =1 = w, = 9) (1.28)

Tw, " p(x)

Monte Carlo varyansi ise;

Var(f): il | (1.29)

(Walsh 2004: 20).
1.8.2. Markov Zinciri

Markov zincirleri bilgisayar biliminde siklikla meydana gelen stokastik siiregleri

modellemede 6nemli bir aragtir. Markov zincirinin ¢ok sayida 6nemli 6zelligi vardir.

Markov zinciri k’inc1 siradaki bir dizi rassal degisken Xi, Xz Xa,...., olarak
verildiginde, 6nceki tiim degerler géz Oniine alindiginda bir sonraki degerin olasilik

dagilimi sadece son k degerine baglidir. Bu durum asagidaki gibi gosterilir.
XX X X | = [X X o X X ] (1.30)

Markov zincirleri, zaman iginde gelisen dogal siirecleri agiklar, boylece t zaman
olarak adlandirilir ve X; degeri olarak belirtilir. Gozlemlerin dagilimi zaman iginde

degismiyorsa markov zinciri homojen olarak tanimlanir.
Xt | Xs = Xi=s | Xo. (1.31)

Bazi markov zincirleri duragan dagilima sahipken, olasilik dagilimi A’nin her

bir alt kiimesi i¢in gecerlidir.
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z(A)=P(X, € A) (1.32)

Bu olasilik dagiliminin 6nemli 6zelligi zamana gore "duragan" oldugunu; Xt nin
olasilig1 belirli durum veya durumlara t degeri bagh degildir. Markov zinciri k’ninct
periyot k> 1 oldugunda X¢'nin su anki durumu periyodik (periodic) olarak tanimlanir.
Eger k donemi 1°den biiyiik degilse k periyodik olmayan (aperiodic) olarak tanimlanir.
Markov zincirinin periyodik olmayan (aperiodic) zincir olmasi beklenir. Bir veya birden
fazla asamada bir durumdan diger bir duruma gegis miimkiindiir. Bu 6zelligi ile Markov
zincirinin indirgenemez (irreducible) oldugu séylenir. Markov zinciri indirgenemez ve
periyodik olmayan ise, o zaman 6zel bir duragan dagilima sahiptir. Simetrik rassal
yiirliylis indirgenemezdir. Ayrica, Markov zinciri sinirlayict dagilimi, adim sayisi
sonsuza yaklastikca duragan dagilima esit olacaktir. Bir durumdan tekrar diger bir
duruma gelme olasilig1 olan zincirlere geri doniislii (Recurrence) denir. Eger beklenen
zamanin doniisliniin sonsuz olup olmadiginda, tekrarlanan durumun pozitif doniislii ya

da bos (null) déniislii oldugunu séylemek miimkiindiir.

MCMC teoremi ergodikligi iginde barindirmaktadir. Ergodiklik, pozitif
tekrarlayan ve periyodik olmayan sabit bir dagilim olan 7Z'(A) 'y1 olusturur.

2(A)=1limP(X, € AX,) (1.33)

n—o

1.37°deki esitlikte terimler pozitif tekrarlanan ve periyodik olarak tanimlanir.
Duragan dagilimin varlig1 sadece garanti degil, ayn1 zamanda baslangi¢ degeri olan X1
zincirin asimptotik davranisini etkilemez. Zincirin baslangi¢c degeri A’nin olasilig1 7z'(A)
ile gosterilir. Uygulamada bazi gecikmeli gozlemler, duragan dagilim temsilcisi
olmayan goézlem degerleri olan “burn-in degerleri” zincirden atilmaktadir
(Link&Barker, 2010: 59). Burn-in degerleri o6rnekte baslangic degerinin etkisini
kaldirmak i¢in periyoda ilk B iterasyonun atilmasidir. Eger iiretilen 6rnek yeterince

biiyiik ise, onsel (prior) 6zetlerin hesaplanmasinda bu periyodun etkisi kiigiiktiir.
Bu teoremin 3 tane varsayimi vardir:

1. Markov  zincirinin nerede oldugu ihtimalini diisiindiiglimiizde,

aperiodiktir.
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2. Markov zinciri ¢ogu zaman “kotii karisgim” yani yaklasik olarak
indirgenebilir olarak tanimlandiginda, durum uzaylar1 arasinda nadiren gegisler
meydana gelmektedir. Bu durumda markov zinciri yakinsama olmasina ragmen ¢ok
yavastir.

3. Pozitif geri doniis markov zinciri i¢in zordur. Fakat olumlu yani ise;
markov zinciri simirli sayida ve indirgenemez ise, o zaman pozitif tekrarlanan olmasi

gerekir (Arnold, 1993: 3).
1.8.2.1. Markov Zincirinin Genel Ozellikleri

Markov zincirinin bir¢ok 6zelligi dnemli olup, 6zellikle uzun donem istikrarin
saglanmasi agisindan gerekli olmaktadir. Bir zincirin matematiksel durumu ortaya
konuldugunda, ortak dagilimdan yararlanilarak bir 6rnegi iliretme yetenegine sahip olup
olmadigini belirlenebilir. Gamerman&Lopes (2006), losifescu (1980), Norris (1997),
Nummelin (1984) ve Tierney (1996) markov zinciri hakkinda genis bilgi vermislerdir.

1.8.2.1.1. Homojenlik

Homojen markov zinciri n. inci asamada n’in degerine bagli olmadan gegis
olasihigma sahiptir. Ilk asamada marjinal dagilimin baslangic degerleri homojen
degildir. Bunun nedeni Gibbs orneklemesi ve Metropolis algoritmasi, MCMC
uygulamalarini tanimlayan zincirler bu kritik 6zellige sahip olup, n gercek bir degere

sahip olmadiginda gecis ¢ekirdegi tarafindan yonetilir.
1.8.2.1.2. indirgenemezlik (Irreducibility)

A degeri siirekli ve bir alt uzaya sahip olan her bir noktanin diger noktaya gegisi
saglaniyorsa Markov zincirinin indirgenemez oldugu soylenir. Indirgenemezlik alt
uzayin ve zincirin karakteristik bir 6zelligidir. Bu nedenle indirgenemezlik, uzayda iki
nokta arasindaki yolun varhigmmi ima etmektedir. Indirgenemezlik ve tekrarlanma

arasinda 6nemli kilit bir iligki vardir.
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1.8.2.1.3. Tekrarlanma (Recurrence)

Eger bir alt uzay; kapali, sonlu ve indirgenemez ise alt uzayin igindeki tiim
durumlar tekrarlanabilir. Tekrarlanma markov zinciri i¢in arzu edilen bir 6zelliktir. A
degeri igin, indirgenemez markov zinciri tek bir nokta veya tanimlanan birden fazla
noktanin sifirdan farkli oldugu durumda zincir degeri sonsuzdur. A’ya doniisiin
ortalama siire ile sinirlandirildiginda Markov zincirinin pozitif tekrarlanabilir oldugu ve,

aksi taktirde bos tekrarlanma olacagi Doeblin (1940) tarafindan tanimlanmistir.
1.8.2.1.4. Duraganlhk (Stationarity)

A durum uzaymda markov zinciri 0 i¢in duragan dagilim z(6) olarak tanimlanir.
p(Bi, 6j)’in olasiligi, zincirin Oi'den 6j’ye harecket edecek gecis ¢ekirdeginden rastgele

secilen t adimi ve #t(d) nin marjinal dagilimi olarak belirtilir.

Duragan dagilim agagidaki gibi tanimlanir:

3 7(6,)06,,6,)=7"(6,)  (Kesikli durumda) (1.34)

[7'(6)p(0,.6,]46, = z**(6;)  (Siirekli durumda) (1.35)

Bu nedenle gecis c¢ekirdegi tarafindan ¢arpma ve suanki noktanin

degerlendirilmesi, ayn1 marjinal dagilimi iiretir: @ = 7p.

Zincir duragan dagilima ulastiginda (asimptotik bir durum oldugunda; degismez
dagilim, denge dagilimi ve sinirlayici dagilim olarak ifade edilir) marjinal dagilima gore
alt uzay boyunca #(f) sonsuz dagilim gostermektedir. Eger markov zincirini
olusturacaksak, Bayesyen modelimizde istenen sonsal dagilim bu durumda duragan

dagilima yaklasir. Daha sonra bu alt uzaydaki ampirik ornekler 6zetlenir.
1.8.2.1.5. Ergodiklik (Ergodicity)

Markov zinciri, indirgenemez, pozitif tekrarlanan ve diizensiz ise ergodiktir.

Ergodik markov zinciri tiim 6i, ve 6j i¢in asagidaki gibi tanimlanir.

lim r"(6.6,)=(6,) (1.36)

n—o0
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Ergodik teorem markov zinciri sayesinde biiyiik sayilar kanununa
benzemektedir. 0i+1, . . . , Oi+n’e kadar markov zinciri degerleri olusturdugumuzda,
bunlar ergodik dagilim istatistiksel olarak h(@) asagidaki gibi hesaplanir.

A 1 i+n
h(@)=— > h(6,)~ (o) (1.37)
j=i+l
MCMC tahmini i¢in 6nemli bir 6zelliktir ¢linkii duragan dagilimdan simiilasyon
degerlerini alabilecegimizi ve iiretilen serinin dogasini bozmadan giivenli bir sekilde

analiz edebilecegimizi gostermektedir.
1.8.3. Popiiler MCMC Algoritmalari

Metropolis ve arkadaglari, Markov zincirine dayanan simiilasyonu kullanarak
Metropolis algoritmasini formiile ettikten sonra, Hasting bu orijinal yontemi gelistirmis
ve bu formiilii Metropolis-Hasting algoritmast olarak adlandirmistir. Green ise,
Metropolis-Hasting algoritmasini genellestirerek farkli boyutlu parametre uzaylarindan

ornekleme i¢in reversible jump M-H adin1 vermistir.
1.8.3.1. Metropolis-Hastings Algoritmasi

1953 yilinda yayimlanan Metropolis’le ilgili makalede Boltzman dagiliminin
0zel bir durumu Onerilmistir. Makalede istatistiksel fizikte yaygin olarak kullanilan
bireysel molekiillerin etkilesimleri ve sonradan olusan algoritmalarin 6zelliklerinin nasil

hesaplandig1 anlatilmaktadir.

1970 yilinda, Keith Hastings yazmis oldugu makalede genel olarak bu fikri
genisletti. 2000’11 yillarda bu algoritma en iyi 10 algoritmadan biriydi. Metropolis-
Hastings Metropolis algoritmasinin en genel formu olup, Gibbs oOrneklemesi de
Metropolis-Hastings algoritmasinin 6zel bir seklidir. Metropolis-Hasting 6rneklemi

Metropolis 6rnekleminin 6neri dagiliminin simetrik olmasi diginda, birebir aynidir.

Bayesyen istatistikte, Metropolis-Hastings ve Gibbs 06rneklemi MCMC
algoritmasinin iki genel hali olarak kullanilmaktadir. MCMC simiile edilen bagimsiz ve

yaklagik Onsel dagilimin yontemler siifidir. Buna karsin, Metropolis-Hastings
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algoritmasi hata terimleri ayn1 ve bagimsiz dagilmis olup, rassal degiskeninin genel hali

degildir ve Markov zincirinden iliskili degiskenler olusturulamamaktadir.

Metropolis-Hastings algoritmasinda, simdiki degere bagli olarak rassal sayi
ekleyerek Onerilen yeni bir deger tiretilmektedir. Bu dizi, yaklasik dagilim ya da integral
hesaplamak ic¢in kullanilabilir. Bu siirecte, onerilen deger hesaplandiktan sonra bu
Onerilen degerin yeni deger olarak kabul edilip edilemeyecegine karar verilir. Eger
onerdigimiz deger eski degerle karsilastirildiginda yeterliyse, bunu kabul ederiz ya da
tekrar eski degerini kullaniriz. Onerilen degerin olasilif1 mevcut degerin olasiligindan
yiiksek ise, yeni deger kabul edilir. Bu degerler dizisi histogram olusturmaya ya da

beklenen degeri hesaplamak icin kullanilabilir.

Metropolis-Hastings algoritmasinda simdiki degere rassal bir say1 ekledigimizde
simetrik dagilim kullanabiliriz fakat Metropolis-Hastings algoritmasinda asimetrik oneri

yogunlugu kullanilir.

n dagilimin beklenen degerini bulmak istedigimizi varsayalim, ancak olasilik
yogunluk fonksiyonunun integralini alamayiz. Bu dagilimdan 6rneklem ¢ektigimizde ve

orneklem ortalamasini buldugumuzda, dagilim beklenen degerine yaklasacaktir. Basit

bir sekilde:
E(9(x)) = [ n(x)g(x)dx » Haatls) (1.38)

Monte Carlo’nun anlami © dagilimindan olusturulan 6rnekler integrale yaklasir.
Markov zinciri siirecinde yeni deger eski degerine bagli olup, xi+1 sadece Xi baglidir
biitin degerlere bagl degildir. Ayrica bu siiregte, gecis matrisi indirgenemez ve

diizensiz olduktan sonra zincir denge dagilimina yaklasmaktadir.

Burn-in periyot, 6rnekte baslangi¢ degerinin etkisini kaldirmak i¢in periyoda ilk
B iterasyonun atilmasidir. Eger iiretilen 6rnek yeterince biiyiik ise, sonsal (posterior)

Ozetlerin hesaplanmasinda bu periyodun etkisi azdir.

Stokastik stiregte gelecekteki durumlar ge¢misteki durumlardan bagimsiz olup
su anki durum Markov zinciri adim alir. Bir dizi bagimsiz degiskenin X®’inci markov

zinciri:
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X0 x® x@ X0 (1.39)

X®nin olasilik dagilimi  gegmis degisken olan X*1’e baglidir. Bu kosullu
dagilima gegis ¢ekirdegi veya Markov Kernel denir.

XED X0 XW %@ XO =~ (XO, XE) (1.40)

Metropolis-Hasting algoritmasi1 veya Gibbs 6rneklemi teorik olarak genellikle
yakinsaktir. Bu yakinsamalara ragmen, pratikte uygulama problemi uzun siireli
yakinsama zamani olabilir. Metroplis-Hastings algoritmasi tam bir birlesik olasilik
yogunluk fonksiyonu dagilimi kullanarak, olasilik dagilimindan 6rneklemler iireten bir
algoritmadir. Metropolis-Hastings algoritmasi diger orneklem metotlar: iizerinde ¢ok

degiskenli dagilimlarla ¢alistig1 i¢in bir avantaja sahiptir.
Temel Metropolis-Hastings algoritmasi su asamalara sahiptir:

1. Parametre i¢in baslangi¢ degeri olan S olusturulur. #j=0=S. j=1.
2. Oneri yogunlugundan 6° ‘den a(.) aday parametre ¢izilir.

1@ kla Q)

3. Oran hesaplanir. R = f(Qj’l)a(Qc QH)

4. R degeri ile rasgele ¢izilen u degeri karsilastirildiginda U(0,1), eger R > u

ise, 0] = Oc olur. Aksi takdirde 6j = 0j—1 esitligi saglanmaktadir.

5. j =] + 1 olana kadar 2. adimdan devam edilir.

[lk asamada baslangic parametre degerlerinin Gibbs &rneklemesi gibi
olusturulmas: gerekmektedir. Baslangic degerleri En Cok Olabilirlik tahmini ve diger
yontemlerle tahmin edilebilir. MCMC teorisi algoritmanin baslangi¢ degerleri ne olursa

olsun 6nsel dagilim ile ilgilenmektedir.

Ikinci asamada, 0° parametresi icin olusturulan aday deger, dneri yogunlugundan
bir deger olusturulup simiile edilerek elde edilir. Simiile edilen deger aday olarak ifade
edilir, ¢iinkii dagilimdan otomatik olarak kabul edilemez. Orneklemden olusan Oneri
yogunlugu kolay formlar alabilir. (normal, diizgiin, vb.). Oneri yogunlugunun, ortak

dagilim olmadigr goz Oniine alindifinda, aday parametrenin hedef dagilim olup
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olmadig1r kontrol edilmelidir. Cogu zaman, simetrik Oneri yogunlugu (normal veya

tekdiize) (#)—1) parametresinin simdiki degeri tizerinde durulur.

Uciincii asamada, asimetrik oneri dagilimi kullamldiginda diizeltme faktorii olan
R orani asimetrikligi ayarlamak igin kullanilir. Diizeltme faktorii 3. adimda oranin ikinci
yarisidir. Onem orani olarak adlandirilan orann ilk kismi f(6€)/f(6/ %) normallesmemis
onsel dagilim oran1 aday parametre degeri (6°) bir onceki parametre degeri (#1) olarak
degerlendirilir. Oranim ikinci kism1 [o(6/Y0%)/a (050" 1)] 6neri yogunlugu oram aday
parametre ve onceki degerlere baglidir. (alb) olasilik degerinin anlami, zincir konumu b
gdz Oniline alindiginda, Onerilen a degeri aday deger olacaktir. Bu oran asimetrik
Oneriler ile baz1 aday degerlerin digerlerine gore daha sik segilebilmesine, bdylelikle
algoritma Metropolis-Hastings algoritmas1 yerine sadece Metropolis algoritmasi

kullanilmaktadir.

Dordiinci  asamada, U(0,1) olan bir yogunluga sahip R oraniyla
karsilastirilmaktadir. Eger R>u ise, aday parametre sonsal yogunluk p(.) degeri olarak

ifade edilir. Aksi takdirde bir 6nceki parametre degeri korunur.

Tarihsel olarak, iki popiiler Metropolis-Hastings stratejisi kullanilir. Bunlar i) su
anki durumda olan bir 6neri dagilimi Bagimsiz Orneklem Metropolis-Hastings (MHIS),
i) Rassal yiirliylis Metropolis-Hastings algoritmast (RWMH), su anki durumda 6neri
dagiliminin rassal oldugu durumda Gauss dagilimi ile sabit varyans matrisinden

cekilmektedir.
1.8.3.2. Tek Bilesenli Metropolis- Hastings Algoritmasi

Orijinal Metropolis-Hastings algoritmasi her bir bilesendeki yeni bir durumu
birbiri ardinca sirasiyla 6rnekleme dayandirmaktadir. Zincirdeki her bir durum igin
parametre uzayindaki her bir bilesen drneklenmektedir. Oneri dagilimi genel olarak
simetrik oldugunda, bu yonteme tek bilesenli Metropolis-Hastings algoritmasi

denmektedir.

Parametre uzaymin su anki durumda iki bilesene, yani X' = (X, X;) olarak

boliindiigiinii varsayilim. ilk bilesen olan Y1’in drneklemden gekilen simetrik kosullu

37



oneri dagilimi ql(.‘(Xlt,X;)) ve olasilikla kabul edilen yeni bilesen X" =Y,

oldugunda,

m(X;, X3

. 1’7[(Y1‘X;) A .
o =min ile ifade edilir. (1.41)

Aksi taktirde X;™ = X, olarak gdsterilmektedir. 7Z'(|) ifadesi tim kosullu
olasilik yogunlugunu ve ql(Yl‘Xlt, X;) ifadesi ise, X;ve X;kosulu altinda Y, noktasi

arasindaki hareketli olasilig1 belirtmektedir.

Oneri dagilimidan 6rneklenen ikinci bilesen qz(.‘(Xlt, X;)) benzer bir sekilde

kabul edilme olasiligi,

t t+1
Xy, X,

. 1’7[(Y2‘X1H1) i -
o =min ile ifade edilir. (1.42)

t+1

Aksi taktirde X;™ = X} olarak gosterilmektedir. Yeni durum olan X "*tamamen

tamimlanmustir (Haario, Saksman & Tamminen 1999: 4).

i) Bagimsiz Ornekleyici MCMC: Bagimsiz 6rnekleyici MCMC
algoritmasi, genel Metropolis-Hastings algoritmasinin 6zel bir durumudur. Metropolis-
Hastings algoritmasindan farkli olarak, Markov zinciri i¢in Onerilen yeni degerler
zincirdeki ©nceki degerinden bagimsiz oldugunda ‘Bagimsiz Ornekleyici’ adini
almaktadir. Markov zinciri her bir yeni degerin kabul olasilig1 tanimindan bagimsizlik
ozelligine ragmen algoritma sonuglanmaktadir. Onsel dagilim 72'(X) bilindigini ve hedef
denge dagilimmin  tanimlandigini  varsayalim.  Algoritma asagidaki  gibi

gosterilmektedir. http://www.lancaster.ac.uk/pg/jamest/Group/stats4.htmi

1. t=0 ve baslangi¢ degerini Xo olarak belirleyelim. (Xo= Xyeni)
2. Olasilik yogunluk fonksiyonu olan p(x)’den, zincir igin Xsneri degiskeni
olusturulur.

3. Asagidaki olasilik oran1 hesaplanir:
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ﬂ(xolasﬂas ) p(Xyeni )

(Xyaris Xotoras) = M| 1

“ Xyem XOIaSﬂas it E(Xyeni)p(xolasﬂas )
4 U(0,1) uniform dagilimindan u 6rnegi alinir.

5. U< 1€ Xi=Xolasilik

6 Xi = Xyeni olusturulur.

7 Siire¢ i=1 ‘den N’e kadar devam eder.

Iyi bir 6neri yogunlugunda hedef dagiliminda daha kalin kuyruklar olmalidir. Bu

gereklilik 6nsel dagilimin ne oldugunun bilinmedigi durumlarda daha zor olmaktadir.

ii) Rassal Yiiriiyiis Metropolis-Hastings Algoritmasi: Temelde MCMC
yontemi, tiim bilesenlerin aynm1 anda Orneklendigi tek bilesenli Metropolis-Hastings

algoritmastyla yenilenmistir. Orneklemle olusturulan Markov zinciri oneri dagilimindan

aday nokta olan Y degeri q(.|X): Ay + X, buradaki A, duragan simetrik dagilimi ifade

etmektedir. X 've Y noktasi arasindaki hareketli olasilik asagidaki gibi belirtmektedir.

a(X'Y)= min(l, ﬂﬂg—?)j (1.43)

Formiildeki 72'() ifadesi hedef dagilimin kosullu olasiligini ifade etmektedir.

1.8.3.2.1. Resmi olmayan tiiretme (An Informal Derivation)

Metropolis ve arkadaslar1 tarafindan Markov zincirine dayanan simiilasyonu
kullanarak Metropolis algoritmasin1 formiile etmislerdir. Sonra, Hasting, bu orijinal
yontemi genellestirmis ve bunu Metropolis-Hasting algoritmasi olarak adlandirmustir.
Green, Metropolis-Hasting algoritmasint genellestirerek farkli boyutlu parametre

uzaylarindan 6rnekleme igin Tersinir Atlamali Metropolis-Hastings adin1 vermistir.

Hedef dagilimi dogrudan 6rnekleme miimkiin olmayabileceginden, Metropolis-
Hastings algoritmasi Oneri dagilimi {iretmektedir. Bu dagilimlar diizeltilmis olarak
kabul edilip, asimptotik olarak istenilen denge ve hedef dagilimlar rastgele gézlemler
olarak ele alinir. Metropolis-Hastings algoritmasi tarafindan iiretilen Markov zinciri, her

asama iki adimda gergeklesir. Bunlardan biri 6neri adimi, digeri ise kabul adimidir. Bu
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iki adimdan biri olan 6neri dagilimi ve kabul olasilig: birbiriyle iligkili olup, Metropolis-

Hastings algoritmasinin ¢ekirdegini olusturmaktadir.

Resmi olmayan tiiretmedeki kabul olasilig1 a(X, y), Chib ve Greenberg (1995)
tarafindan Ogretici ¢izimleri yapilmistir. Dengedeki ortak giincelleme Metropolis-
Hastings algoritmasi i¢in, rassal vektér (Xn, Yn+1), gegerli markov zinciri ve Oneri

iceren, ortak yogunluk degeri olan g asagidaki gibi ifade edilir.

gxy)=qxy) (X (1.44)

Fonksiyondaki  degeri denge yogunlugu, ¢ degeri Yn+1’in dneri yogunlugunu,
Xn ise x degerini gostermektedir. q degerinde tersine ¢evrilebilir bir durum varsa, biitiin
(X,y) degerleri igin dogru gegis i¢in Oneri yogunlugu Metropolis-Hasting zincirinin

0zilinii olusturmaktadir.
q(xy)m(x)=q(y. x)m(y) (1.45)
Baz1 (x, y) degerleri i¢in ise bilyiik olasilikla
q (X, y) m(x)>a(y, )z (y) ,

Esitligi elde edebilmek ve tersine gevrilebilirligi saglamak igin, sol taraftaki
olasilik a (x, y) < 1 olarak tanimlanirken, x’den y’ye gegisler (x£y), g (X, y) a (X, y) ‘e

uygun hale getirilir. Sag taraftaki olasilik ise, a (y, X) = 1 olarak tanimlanr.
g y)m(x)alxy)=qy,x)m(y)a(y. x) (1.46)
=q (¥, x) m (y)

Kabul olasilig1 agsagidaki gibi ortaya ¢ikmaktadir.

dxw:ﬂWMWm) (1.47)

7(x)a(x, y)

g y)m (X)>q(y, X) = (y) esitsizlik tersine g¢evrilirse, (X, y) = 1 olarak
tanimlandiktan sonra a (Y, X) yukaridaki gibi uygun olarak elde edilir. Olasiliklar denge
durumunda garanti altina alinmaktadir. Bu bilgiler kabul olasiligi olmas1 gerektigini ima

etmektedir.
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a(x, y)= min(l M

" z(x)alx, Y)J , z(x)a(x,y)>0 (1.48)

g X y) 7 (X)=q(y, x) 7 (y) esitlikte a (X, y) = 1 olarak kabul edildiginde y degeri

denge dagilimdan 6rnekleme dagilimina esdegerdir.

1.8.3.2.2. Resmi tiiretme (A More Formal Derivation)

a(x,y)= mi”(l’ %]

z(x)a(x, y)> 0 (1.49)

Yukaridaki esitlikte verilen resmi tiiretme sonucundaki kabul olasiligi tersine
gevrilebilir MCMC yaklasiminda yardimct olacaktir.  Metropolis-  Hasting
algoritmasinda iki uygulama arasinda farkliliklar vardir. Bunlar es-zamanli ve tek
tarafli olan giincelleme algoritmalaridir. Resmi tiiretmede rassal degiskenler ortaklaga
giincellenmekte, ikincisinde ise, rassal degiskenler bir kez gilincellenmektedir. Tersine
cevrilebilir MCMC yaklagiminda, tek tarafli giincelleme stratejisi olarak oneri dagilimi

ve hedef dagilimi, farkli boyut uzaylar iizerinde yogunluklarina sahiptir.

Metropolis—Hastings es-zamanli giincelleme algortimasi, Xn degiskenindeki n
degeri Metropolis-Hastings algoritmasinin durumunu gostersin, X1,X»... Xn’e kadar olan
degerler Yn+1 zincirinin sonraki durumu igin 6neride bulunsun. Bunun sonucunda es-
zamanli giincelleme kabul olasiligi, Metropolis-Hasting algoritmasiin tersine

cevrilebilme kosulu i¢in tiiretilmistir.
P (Xn €A Xn+l €B) =P (Xn €B,Xn+1 €A) (1.50)

Esitlikte A,B € RY olarak ifade edilmektedir. Esitligin sol tarafi asagidaki gibi

acgilmaktadir.

P(X, € A X,, €B)=[P(X

A

e B[X, = x)r(x)dx (1.51)

n+i

B cRY degeri i¢in 6neri dagilimy,

Q(x.B)=P(Y,, € BX, =x)=[1(y  B)(x, y)dy (1.52)
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B’nin eleman1 olan Yn+1 kosulu altinda Xn = X olarak tanimlandiginda,

Q% (x,B) =P (Yn+1 € B ve Yn+1 kabul edilen |[Xn = x)

=1y e B)a(x, y)a(x, y)dy
s (x) = P (Yn+1 reddedilen [Xn = x)
Xn = X verildiginde kosullu olasilik reddedildikten sonra geg¢is ¢ekirdegi (kernel)
P(Xn+leB|Xn=x)=Q%(x,B) +s(x) I (x € B).
olarak ifade edilir.
Peskun (1973) tarafindan Onerilen biiyiikk kabul olasiligi se¢iminde (y,x=1

oldugunda) ;

a(x,y) = min(l, Mj olarak ifade edilir.
a(x, y)z(x)

Tek tarafli giincellesme algoritmalarinda ise; Xn € RY sadece bir bileseni ayni
anda gilincellenir. Xn = x verildiginde, Yn+1 degeri i’ninci bilesen haricinde x’e esit
oldugunda, X rassal degiskeni Z; ile degistirildiginde tek boyutlu 6neri yogunlugu qi(x)

x alt kiimesi iizerinde bagli olmayabilir.
Yni1€EB & (X1, ..., Xi-1, Zi, Xi+1, . . ., Xd) € B,
Yn+1 degeri olasilign B € RYbagli olan, Xn = X’in 6nerilen olasilik dagilimi;
Q(x,B) =P (Yn+1 € B|Xn = X)
= (X0 Xicas Zi s X e X ) € B (X, 2, )02,
tek boyutlu integral elde edilir.
Gergeklestirilen deger esitliginden hareket edilirse,
X=(x1,...,xi—1,xi, xi+1, ..., xd)

ve gerceklestirilen deger esitligi
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X=(x1,...,xi—1, zi, xi+1, ..., xd) .

Onceki duruma karsilik olarak, X degiskeninden farkli olarak X degeri asagidaki

gibi ifade edilir. B € Rd bagli olan X + 1 ait olan olasilik degeri Xn = X oldugunda,
P(Xn+leBXn=x)=Qa(x,B) +s (x) I (x € B),

Q% (x,B) =P (Yn+1 € B ve Yn+1 kabul edilen|Xn = x) fonksiyonun esitligi
Q* (x,B) = [ 1(x" e Bla(x, x)ai (x, 2, )dz,

Peskun (1973)’a gore kabul olasiligi kriterine gore;

a(x,x') = min(l, Mj
g (X, Z; )ﬂ(X)
(Sorensen, D. & Gianola D., 2002: 502).

1.8.3.3. Tersinir Atlamah Markov zinciri Monte Carlo

Tersinir Atlamali Markov zinciri Monte Carlo Green (1995) tarafindan ortaya
konulmustur. Digerleri arasinda, Richardson&Green (1997), Dellaportas v.d.(1998),
Denison v.d. (1997), Troughton&Godsill (1997), Insua&MAuller (1998), Barbieri
&O'Hagan (1996) ve Huerta&West (1999) sirasiyla, degisken sec¢imi, egri uydurma,
otoregresif modeller, yapay sinir aglari, ARMA modelleri ve AR modelleri i¢indeki

bilesen yapisinda tersinir atlamali markov zinciri monte carlo uygulanmigtir.

Karsilagtirilmalt modellerin sayilabilir ve M = {M +M, ,....}olarak gosterildigini

varsayalim. M, modeli altinda 6nsel dagilim asagidaki esitlikteki gibi gosterilmektedir.

p(6, |y, k kop(y|6,, k)p(6,|k) (153)

p(y|6,.k) ve p(6,|k) sirasiyla, olasilik modeli ve model Mk parametrelerinin

onssel dagilimimi temsil etmektedir.

p(6,. K|y pop(k)p(@, k. y) (1.54)
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RIMCMC yontemleri ile Metropolis-Hastings tipi algoritmalari igeren

simiilasyon analizi tanimlanan modeller arasinda yer almaktadir.
1.9. Gibbs Orneklemesi

Gibbs oOrneklemesi Geman&Geman (1984) tarafindan Onerilen Gibbs
orneklemesi Gelfand&Smith (1990) tarafindan yeniden gelistirilmistir. Metropolis-

Hastings uygulamasinin &zel bir durumudur. Onerilen yogunlugu q(@’@t)olarak alir.

Tam kosullu posterior dagilimi f (Hj ‘«9”) olarak tanimlanir (Congdon, 2006: 350).

Bu gibi 6nerilen dagilimlar, kabul olasiligi o=1 iterasyonunda sonug verdiginde
boylece onerilen deger her adimda kabul edilir. Gibbs 6rneklemesi Metropolis-Hastings
algoritmasinin 6zel bir durumu olmasina ragmen genellikle ayr1 bir simulasyon yontemi
olarak bahsedilir. Bunun nedeni yontemin ¢ok popiiler olmas1 ve kolaylik saglamasidir.
Gibbs orneklemesinin bir avantaji da her bir adimda rassal degiskenlerin hesaplama
araglar1 ¢ok cesitli olan tek boyutlu dagilimlardan elde edilmesidir. Siklikla, bu kosullu
dagilimlar bilinen bir forma sahiptirler ve bdylece rassal sayilar, istatistiksel ve
hesaplama yazilimlarinda standart fonksiyonlar kullanilarak kolaylikla simiilasyonla
tiretilirler. Gibbs Orneklemesi her zaman yeni bir degere dogru gider ve en Onemlisi
onerilen bir dagilim tanimina gerek duymaz. Ancak diger taraftan, parametre uzayimnin
anlasilmasi gili¢/karisik oldugunda veya parametreler oldukga yiiksek iliskili oldugunda
etkili/basarili olmayabilir.

Algoritma asagidaki adimlarla 6zetlenebilir:

1. 0° baslangig degerini alir

2. t=1,2,...,T i¢in asagidaki adimlar tekrarlanir.

a. 6 = 6" almnr.

b. =12,...,diin 6, ~ f<9j‘6jyy) dagilimindan @, giincellenir.

C. 0 = @ alinir ve bu, algoritmanin (t+1). iterasyonunda iiretilen degerlerin

kiimesi olarak alinir.

Zincirin 0zel bir kismi1 kullanilarak yeni parametre degerleri tiiretilir.
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(), y) den o}

p

(), y) den 6!

p

i(6,/600,60....,0Y,6%0......00Y y)den 6}

j+1

Ornegin; Metropolis-Hasting’den alinan tekrarlanan &rneklemler Gibbs

ornekleyicisi gibi say1 dizilerini otekorelasyonu olusturulup, diizenli kosullara bagli
olarak (ergodiklik, vb.), baslangi¢ degerlerini unutarak o° = (6’1(0),492(0), ...... ,(9,(30)) zinciri

baglatmak i¢in kullanilan, duragan bir 6rnekleme dagilimi p(6ly)’a yakinlagsmaktadir.
1.9.1. Gibbs Orneklemesi icinde Metropolis

Baz1 bilesenlerin kolayca simiile edilemedigi durumlarda, bu tiir kabul-ret
algoritmasit olarak ozellestirilmis bir algoritmaya basvurmadan bunun yerine, Miiller
(1991, 1993) Gibbs algoritmast olan Gibbs Orneklemesi icinde Metropolis

onermektedir.  Gibbs Orneklemesinde her bir adim i¢in, Metropolis Hastings

simiilasyonu yerine f, (Xk PES k) fonksiyonundan 6rneklem almak zordur.

i) Gibbs Orneklemesi i¢cinde Metropolis Asamalar

i=1,..... , K’yakadar (x{”l), ..... X Xt ,xﬁt))verildiginde;
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1. X zqi(xi‘xl(”l), ...... XD X X,(é)) olusturulur.

, o f. (x, ‘xl[”l], ......... XD XWX )
' f. (xi(‘)‘xl(”l), .......... U W x(K‘))
q; (xi(t)‘xf”l), ....... D e XU x‘K) e
% ( (D) ©D) o) ot ¢ ) nesaplanir.
q; (x ‘xl ooy X XY XS, X
3. x=x" min(Lr) ve {*)=x' olasiikla geriye kalan olasilig1
hesaplanir.

Bu algoritmada, Metropolis Hasting adimi, her tekrarda sadece bir kez yapilir;

X

’Xk)fonksiyonu duragan dagilim olarak kabul edilir. iMN im bilesenleri

kesikli oldugu durumda Gibbs Orneklemesi Iginde Metropolis, Gibbs &rneklmesinden
daha etkili olabilir. Kesikli Markov zinciri i¢in, Liu (1996) Gibbs o6rneklemesi

Metropolis Hasting adimlartyla h(x(t))’in ortalama ve daha kiiciik varyansa sahip olmasi

agisindan gelistirilebilir oldugunu sdylemektedir. Kosullu dagilim f, (Xi ‘X N i) kesikli
dagilimi ve su anki durum olan xi(t) verildiginde, Liu’nun modifikasyonu asagidaki gibi

aciklanir:

1. vi, Xi’den farkli olarak olasilikla ifade edildiginde;

£y x5 =1)
1- f(xi(‘)‘xﬁ”, j# i) '

t+1) _

2. Metropolis Hasting kabul olasiligi ile Xi(

min{1,1f<xr>\x5~,j¢i>}

1- £y, [x, j #i)

y, kurulup,

ve x"V = xV geriye kalan olasilikla olusturulur,

Degistirilebilir algoritmanin etkinligi durum uzayir etrafinda olan artan
hareketlilik tiiretilmistir. Bu durum, Peskun (1973) konuyla ilgili genel bir sonug ortaya
koymustur. Bu durumda P2 olmayan kosegen elemanlart P1 daha biiyiik olacak sekilde
gecis matrisleri P1 ve P2 ile sayilabilir durum uzayinda iki geri doniistimli Markov

zincirlerini, diisiiniin. Sonra T2 tarafindan uyarilan zincir varyans bakimindan T1
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tarafindan uyarilan zinciri hakimdir. Metropolized Gibbs &rnekleyici bu teoremin bir

uygulama olarak goriilebilir (Liang, Liu & Carroll, 2010: 75).
1.9.2. Gibbs orneklemesi kesiti

Gibbs 6rneklemesi kesiti, Gibbs 6rneklemesinin 6zel bir tiriidir. Ornekleme
stirecini diizenleyen gizil degiskeni aciklamaktadir. Rassal degisken u, kosul degisken x

ve elde edilecek orneklem ise P(x) olarak tanimlanir.
X ~P(x)
ux ~ Tekdiize([0, P(X)])

Ortak dagilim olan P(X, u), x’in marjinal dagilimi degeri P(X)’ye benzemektedir.
P(x, u) olasiligindan 6rneklem elde edebilirsek eger, u degeri ihmal edildiginde sadece
P(X) degeri bize bilgi verecektir. Gibbs Orneklemesinin P(x, u) igin uygun

giincellestirmeleri vardir:
u(i+1) ~Tekdiize([O, p(x(i))])
X(i+1) ~Tekdiize({x : p(x) > u(i+1)})

Tam kosullu sonsal (posterior) dagilimlar uygun bir forma sahip olmadiginda
kullanilir. Bu yoOntem, parametre uzayina, uygun rassal degiskenlerin (yardimci
degiskenler) bir kiimesini ekleyerek parametre uzayin arttirir. Bu yardimer degiskenler
ilgilenilen marjinal sonsal dagilimi degistirmez ancak tiim kosullart dagilimimn standart
formuna doniistiirtir. Bu yolla basit bir Gibbs 6rnekleyicisi direk olarak uygulanabilir.
Bu yontem ayrica yardimci degiskenler yontemi olarak adlandirilir ve 1990’larin

sonlarinda istatistiksel fizikte uygulanmistir (Neal, 2003: 716).
1.10. Metropolis-Hasting ve Gibbs Arasindaki Iliski

Gibbs oOrneklemi ve Metropolis-Hastings simiilasyonla ilgili yaklasimlardir.
Gibbs Orneklemesi Metropolis —Hasting algoritmasinin 6zel bir durumu olan her bir
parametrenin rassal degiskenin Oneri yogunlugu tam kosula sahiptir. Gibbs
orneklemesinde her bir aday segilir. Bunun nedeni R oraninin her zaman 1’e esit

olmasidir. R oraninin bilesenlerini diisiinecek olursak, R degeri:
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Paydaki ilk donem, aday degerin 6nsel dagilimin1 géstermektedir. Paydaki ikinci

(1.55)

donem, verilen Onceki noktaya geri donen sonsal olasilik simdiki noktayi
gostermektedir. %100 kabul oran1 Gibbs orneklemesini daha faydali ve Metropolis-

Hastings algoritmasindan daha hizli oldugunu gostermektedir.

Ikinci olarak Gibbs &rneklemi ve Metropolis-Hastings drneklemi ¢ok degiskenli
yogunluklardan orneklem i¢in Dbirlestirilmektedir. Gibbs oOrneklemesi kosullu
yogunluklar1 kullanarak birlesik yogunlugu bdler. Metropolis igindeki Gibbs
orneklemesi, eger biitiin algoritmalar Metropolis algoritmasi gibi goriiliirse parametre
bilesenleri her seferinde giincellenecektir. Aslinda, Gibbs 6rneklemesi Metropolis —
Hastings ornekleminin 6zel bir durumudur ve bodylece tiim algoritmalar Metropolis-

Hastings algoritmasidir.

Problemdeki tiim parametreler es zamanli olarak giincellendiginde Metropolis
algoritmas1 gerekmedigi i¢in, Metropolis Hastings parametresindeki giincellenen
parametreler Gibbs orneklemesi gibi goriinmektedir. Metropolis Hastings algoritmasi
Gibbs 6rneklemesinden iki onemli yonden farklilik gostermektedir. Ik olarak, aday
parametre otomatik olarak kabul edilemez, ¢iinkii uygun kosul dagilimindan degil 6neri

yogunlugundan gelmektedir. Ikinci olarak, éneri yogunlugu kusatan fonksiyon degildir.

Kisacasi, biitiin Gibbs 6rneklemi Metropolis Hastings 6rneklemidir, fakat biitiin

Metropolis Hastings drneklemi Gibbs 6rneklemi degildir (Lynch, 2007: 113).
1.11. The Metropolis—Hastings—Green Algoritmasi

Green (1995) yilinda baz: fikirler ortaya koymustur. Bunlar:

. Duruma bagh giincellestirmelerin birlestirilmesi

o Radon—Nikodym tiirevini kullanarak Metropolis-Hastings teorik olarak
Olctilmesi

. Her bir durum uzayi giincellemesinin arttirilmasi

o Jacobians ile Metropolis-Hastings

48



Herbirinin bireysel olarak biiyiik katkis1 olmaktadir. A ¢ekirdegi K(x,A) degeri
diizenli kosullu olasilik degerini belirtmektedir. Durum uzayinda sabit bir nokta olan x,
K (X,.) durum alani1 iizerinde sayilabilir katki saglamaktadir. Durum uzaymda sabit
Olgiilebilir A kiimesi igin, K (-, A) durum alam o6l¢iilebilir gergek degerli bir
fonksiyondur. Eger,

K(x,A) >0, her x ve A i¢in,
Bu durumda K degeri negatif degildir. K negatif degilse,
K(x,A) <1, her x ve A igin,

K’nin alt-markov oldugu séylenir. K alt-markov ise;
K(x, S) = 1, her x igin,

S durum uzay1 oldugunda, K’nin markov oldugu séylenir. Bir Markov ¢ekirdegi
diizenli kosullu olasilik ve Markov zinciri veya kombine giincellestirme igin bir temel
giincelleme mekanizmasi tanimlamak i¢in kullanilir. Yaygin olarak kullanilan diizensiz

notasyonda, birlesik giincellemeyi agiklamak igin, asagidaki esitlik kullanilir.
K(x,A) = Pr(Xt+1 € A | Xt = x)

Eger, ol¢iilebilir g ve h fonksiyolari i¢in beklentiler ger¢eklesiyorsa, K ¢ekirdegi
tersine cevrilebilir oldugunda, m degeri asagldaki gibi hesaplanabilir.

1] gGon(y)m(ex)K (x,dy) = || h(x)g X)K (x,dy)

g sinirh fonksiyon ise, Markov ¢ekirdegi olan P degeri olasilik degeri olan 7 ’yi
korur.

[ a(y)z(dx)P(x,dy)= [ g(x)z(dx) (Geyer, 2010: 37).

1.12. R Paket Programm

R dili temel olarak istatistikgiler tarafindan gelistirilmektedir. Ilgili istatistik
tekniklerinin teorik yapisina iliskin bilgi, programlama iizerinde gosterilmektedir.
Ayrica istatistik alaninda meydana gelen gelismeler R for Windows paket programina

kolaylikla adapte edilmektedir.

R for Windows paket programi ¢evre birimi kullanicilara;
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» Etkin bir veri isleme ve depolama olanag,
* Dizi ve matris hesaplamalari i¢in komutlar grubu,
* Veri analizi i¢in ileri diizeyli teknikler toplulugu,

* Verinin ekranda ya da basili bir eserde goriintiilenebilmesine olanak veren

genis grafiksel 6zellikler,

+ Kolay programlamaya uygun fakat karmasik programlama dillerinin
ozelliklerin sahip bir programlama dili olanaklarini sunmaktadir (Er&Soénmez, 2005: 2).
Istatistiksel hesaplamada kullanilan agik kaynak kodlu R sistemi, veri analizi ve grafik
¢izme i¢in bir ¢evredir. R’1in kokii, Bell Labratories’de 1960’11 yillarda John Chambers

ve arkadaslar tarafindan gelistirilen S yazilim dilidir. http://www.R-project.org R’m

resmi web sitesidir. R’1in en onemli 6zelligi {icretsiz olmasidir. R acik kaynakli ve
ticretsiz olan kiitliphaneler ile caligmaktadir. R’in giicii ve kullanim kolaylig1 bu
kiitiphanelere dayanmaktadir. R programinda her konuda hazir fonksiyonlara sahip
kiitiiphaneler yliklenip kullanilabilir. Boylece R, kullanilan en giincel yontemleri

uygulamamiza olanak saglamaktadir (Giirsakal, 2014: 6).

Bayesyen istatistigin sahip oldugu kosullu durumlar, karmasik ve ¢ok bilesenli
bilesik sonsal dagilimlarin elde edilmesine neden olmaktadir. Bunun sonucunda, sonsal
dagilimlarin elde edilmesinde ¢ok boyutlu sayisal c¢oziimleme tekniklerinin
kullanilmasinda fayda vardir. Tez calismasinda kullanilan Monte Carlo similasyon

teknikleri, R programi yardimiyla uygulanabilmektedir.

Learn Bayes paketi, istatistiksel ¢ikarimin temel ilkelerini 6grenmede yararl
fonksiyonlarin bir koleksiyonunu igerir. Parametrelere ait sonsal dagilimlarin ve sonsal
ongorii dagilimlarinin 6zetlemesinde fonksiyonlarin temelini olusturmaktadir. Kullanict
tarafindan tanimlanan sonsal dagilimlar1 6zetlemek i¢cin MCMC algoritmasina ait hazir
algoritmalar olusturulmustur. Bayesyen testler, regresyon modelleri, Gibbs 6rneklemesi

ve hiyerarsik modeller paketin en temel uygulama alanlaridir (Albert, 2015: 24).
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1.13. MCMC Notasyonlari

Bu boélimde MCMC yontemlerinin en 6nemli notasyonlar1 verilecektir. Zinciri
kurmadan ve calistirmadan Once cevaplanmasi gereken bircok kritik soru vardir.
Verilecek kararlar sunlardir: zincirin baslangi¢ degerinin belirlenmesi, burn-in atildiktan
sonra kalan iterasyon degeri, Orneklem gecikmesi, ¢esitli yazilim uygulama

parametrelerinin ayarlanmasi gerekmektedir (Gill, 2015: 333).
1.13.1. Baslangi¢c Noktasi

Simiilasyonun 6nemli bir kismi1 olan baslangi¢ noktasi, belli bir yakinsama
durumu hari¢ oldugunda ¢alismaktadir. Genellikle bu durum, uzaydaki baslangi¢
noktalarin1 denemek ve onlarin 6nsel dagilimlart (priors) arasindaki farkliliklarini fakli
aciklamalara neden olup olmadigimi gozlemlemektedir. Her ne Kkadar sistematik
olmamasina ragmen, bu durum Markov zincirinin yakinsamasi olmadigmnin bir
isaretidir.

Zinciri baslatmak icin kullanilan baslangic degerleri baslangic degeri olarak
adlandirilir. Eger bu baslangic degerleri en yiiksek sonsal (posterior) olasilik
bolgesinden uzak ise, baslangic degerleri sonsal 6zetlerini etkileyebilir ve tiiretilen
orneklem biyiikligi olan T degeri bu etkiyi elemine etmek i¢in yetersiz olmaktadir.
Algoritmanin ilk iterasyonlarin1 kaldirarak veya biiylik iterasyon sayilarit i¢in
algoritmay1 ¢alistirarak veya farkli baslangic degerleri alip farkli 6rnekler elde ederek
baslangi¢c degerinin etkisinden kurtulabilir veya azaltabiliriz. Arastirmacilar, baslangic
degerlerini sonsal (posterior) dagilimin merkezine yakin olacak sekilde saglamak igin,
baslangi¢ noktalarmi sonsal (posterior) mod veya en ¢ok olabilirlik degerlerinde
secerler. Bircok arastirmaciya gore en c¢ok olabilirlik secenegi, genellikle zayif
baglangic noktalar1 saglar. Diger baslangi¢ noktalarinda, bilgi veren onseller
kullanildiginda 6nsel dagilimin modu ve medyani bilinmektedir. Sonugta, ¢coklu modlar1
olan problemler i¢in farkli baslangic noktalar1 olan coklu zincirlerin kullanilmasi

Onerilir.
1.13.2. Zincirin Azaltilmasi

Similasyonlarin ¢ok uzun oldugu zamanlarda, bu durum zaman i¢inde onemli

Olclide azalir olmasina ragmen bilgisayardaki gozle goriilen zincir degerlerinin
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depolanmast sorun olmustur. Sosyal bilimlerdeki modeller, istatistikte ¢cok fazla sayida
model parametresi igerir; gelecekteki arastirmalar igin gerekli olabilir ancak disiplinler
arasindaki simirlar geri ¢ekilebilir,. MCMC’den tiiretilen oOrneklemler bagimsiz
olmamasindan dolayi, iiretilen degerlerin otokorelasyonlarina sahip olmamiz gerekir.
Her bir degerin gecikmeli degeri alinarak otokorelasyonlarin diisiik oldugunu gosteren
bir gecikme alinir. Her iterasyon gecikmesi alinarak bagimsiz 6rneklemler olusturulur.

Cok boyutlu problemlerin hesaplanmasinda yarar saglamaktadir.
1.13.3. Burn-in Periyodu

Burn-in periyot, drneklemde baslangi¢ degerinin etkisini kaldirmak i¢in periyoda
ilk B iterasyonun atanmasidir. Eger tiiretilen 6rneklem yeterince biiylik ise, sonsal
Ozetlerin hesaplanmasinda bu periyodun etkisi kiicliktiir. Baslangic degerlerini iyi
bilmedigimiz i¢in, ilk zayif tahminler MCMC c¢iktisiyla iligkilidir. Herhangi bir ¢ikarim
icin bu erken tahminleri kullanmak istemedigimizden, bu nedenle tahminler burn-in
periyoduna kadar atilmaktadir. Her bir zincir i¢in burn-in periyodu uzunlugu birbirinden
farklidir. Teoride, Markov zincirinin denge yaklasiminin ¢abuk olacag bilinseydi, burn-
in periyodunda c¢ikti i¢in bu bilgiler kullanilabilirdi. Uygulamada, yakinsama oraninin
ne olacagi hakkinda bir bilgi olmamaktadir (Burke, 2012: 1).

1.13.4. Etkin Orneklem Hacmi

Zinciri agiklamada bagimsiz iterasyonlarin esdeger sayilarinin tahminini
orneklem hacmi vermektedir. Monte Carlo standart hata (Monte Carlo Markov Zinciri
simiilasyonunda ne kadar hata oldugunu tahmin eder.) ve otokorelasyon fonksiyonuyla

iliskilidir. Orneklem biiyiikliigii formiilii:

n

M = [ee]
1+ ZZkzl'Ok

(1.56)

Formiilde n degerinin orijinal 6rneklem biiyiikliigiinii ve p, ise otokorelasyon

fonksiyonunun k gecikme degerini gostermektedir (Burke,2012: 5).
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1.13.5. Sapmanin Bilgi Kriteri

Modelde logaritmik olabilirlige dayanan, uygun sapmanin degerlendirilmesi
amaciyla D = -2 log(L) esitligi kullanilmaktadir.

Eger Y bagimli degiskeni r degerine bagimli oldugunda, bagimsiz 6 parametresi
verildiginde, sapma asagidaki gibi faktorize edilebilir.

D =-2log(L) =—2) d;

Kalint1 sapmalarinin kareleri tanimlandiginda;

d; =log(P(Y,|6))

Model karsilastirmada kullanilan sapma bilgi kriteri (DIC), Spiegelhalter ve ark.
(2002) tarafindan &nerilmistir. Onsel ortalam sapma olan D karmasik yap1 olan pp ile
Olciilen esitlik agagidaki gibi tanimlanmaktadir.

P, = D-D(6)

Aragtirmayla ilgili olan parametrelerin seg¢ilmesi biiyiilk dnem tagimaktadir. DIC

sonsal ortalama sapma olan D ve ppnin toplamudir.

DIC=D +pD
1.13.6. Oneri Dagihminin Kanonik Formu

Herhangi bir oneri dagilimi, hedef dagilimdan m(.) Orneklem seg¢mek igin
kullanilir. Oneri dagilimi ve hedef dagilimi arasindaki iliski duragan dagilimin
yakinsama hizinm1 belirlemektedir. Yakinsanmis zincir yavas bir sekilde karisabilir, yani
n(.) etrafinda yavas hareket edebilir. Az simetrik ve ¢cok boyutlu problemlerde, n(.)’nin
form ve oryantasyonunu yaklasik olarak aciklamak i¢in gerekli olan agiklayici analizleri

yapmak gereklidir. Hizla yiikselen karisimin Oneri dagilimi yapisina yardimer

olmaktadir. q(. .)’nm kanonik formun diizensiz olmasina ragmen iyi sonuglar vermesi,

uygulama siirecinde yapilan deney ve ustaliga baglhidir. Hesaplamalarda yeterli olmasi

.)’m kolayca orneklem secilebilen ve degerlendirilebilen bir yapiya sahip

acisindan q(.
olmasi gereklidir (Gilks & Richardson,1996: 8).
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1.13.7. Giincellestirme Sirasi

Sabit giincellestirme gerekli olmamasina ragmen, rassal permiitasyonlarin
giincelleme sirast oldukg¢a kabul edilebilirdir. Her bir iterasyon ig¢in biitiin
parametrelerin giincellenmesine gerek yoktur. Bazi parametreler biitiin iterasyonlarda

giincellenirken, bazilari ise belirli sayida iterasyonda giincellenebilir.
1.13.8. Durdurma Zamani Belirleme

Zincirin durdurma zamanina karar verilmesi 6nemli pratik bir durumdur. Duyarli
tahmincileri elde etmek amaciyla uzun zincir ¢alistirmak gerekir. Tahmin edilen Monte
Carlo varyansi bagimsiz iterasyonlarin zayifligiyla tamamlanir. Caligma uzunlugunun
yani n’in belirlenmesinde en yaygin yontem olan farkli baslangi¢c degerleri ile tahmin
edilen paralel zincirlerin  degerlerini tahmin edilen varyans degerleriyle

karsilastirmaktir. Bu iki deger yeterli degilse, n’in degeri artis gostermektedir.
1.13.9. Cikarsama ve Yakinsama Zamani Belirleme

Markov zinciri simiilasyonu uygulanmasi giiglii bir ara¢ olmasina ragmen ciddi
hatalar icermektedir. Bu nedenle Markov zinciri simulasyonunda karsilasilan sorunlar

asagida belirtilmektedir.

a) Uygun olmayan model: Varsayilan model, esas olarak gergekgi
olmayabilir veya veri uymayabilir.

b) Programlama ve hesaplama hatalari: Simiilasyon siirecindeki duragan
dagilim hedef dagilimla aym1 olmayabilir veya programlanan algoritma herhangi bir
dagilimla yakinsanmayabilir.

) Yavas yakinsama: Baslangi¢c dagilimindan olduk¢a yogun bir sekilde
etkilenen simiilasyonlar bir¢ok iterasyon i¢in kalabilir. Eger iterasyonlar hedef dagilimi

Ozetlemiyorsa, onlar sahte ¢ikarsamalar verebilir.

Ik iki hata diger istatistiksel yontemlere bagl olarak ortaya ¢ikabilir. Ancak
Markov zinciri similasyonun karmagik olan yapist hata yapma riskini artirmaktadir.
Gibbs Orneklemi ve Metropolis algoritmasinda sadece ortak dagilimin biiylik olgekli
ozellikleri model i¢in anlasilir olmaktadir. Yavas yakinsama ise deterministik algoritma

sebebiyle problem olusturmaktadir (Gelman & Shirley, 2011: 170).
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1.13.10. Bloke Etme

Tek bilesenli orneklemlerde bilesenlerin nasil segilecegi hakkinda bir sey
sdylenememektedir.  Ozellikle, diisik boyutlu veya sayilabilir  bilesenler
kullanilmaktadir. Bazi durumlarda, c¢ok degiskenli bilesenler dogal olarak
karsilanmaktadir. Bloke etme, yiiksek boyutlu bilesen igindeki yiiksek korelasyonlu

bilesenler karistirilabilir, ancak dneri segimine baglidir.
1.13.11. Cikt1 Analizi

Bayesyen analizde, Xt bilesenlerinin ortalama, standart sapma, korelasyon,

giiven araliklar1 ve marjinal dagilimlarin sonsal dagilimlar1 6zetlenmektedir.

Ortalama, standart sapma ve korelasyonlar Monte Carlo ¢iktisinda 6rneklem

esitliginde tahmin edilmektedir. Xi’nin marjinal ortalama ve varyans tahmini,

— 1 (1.57)
XI F— n—m t:;‘_l)(t i
2 1 3 Y F

s, ——n_m_lt;ﬂ(xt,i X,) (158)

MCMC ¢iktisi, MCMC c¢iktisinda iiretilen MCMC o6rnegini ifade eder.
Genellikle baslangi¢ iterasyonlar1 (burn-in periyodu boyunca iiretilen) atildiktan sonraki
ornegi ve uygun gecikmeleri ¢iktt olarak alir. Cikti analizi ise, MCMC ¢iktisinin
analizidir. Bu, hem algoritmanin yakinsama prosediiriinii hem de sonsal dagilimin
tanimt i¢in kullanilan 6rnegin analizini ve ilgilenilen parametreler hakkindaki yorumlari

igerir.
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IKINCi BOLUM:
BAYESYEN DEGIiSiM NOKTASI MODELLERI
2. Giris

Degisim noktasi analizi, istatistikte en Onemli konu baslig1r olarak yillardir
stiregelmistir. Son on yildir bir¢ok yazar tarafindan kabul edilip incelenmistir. Degisim
noktas1 analizi gozlemler dizisinin herhangi bir noktada degisiklige sahip olup
olmadigini, gézlemlerin bu noktadan sonra o noktaya kadar dagilimini belirlemek igin
kullanilan istatistiksel bir aragtir. Noktada meydana gelen degisikliklerin tespiti ve
tahmini degisim noktas1 analizi ile ilgilidir.

Bayesyen degisim noktast analizinde bilinmeyen noktalarin  sayisi
varsayildiginda, kesikli zaman degisim noktast modeli ile Gaussian giiriiltiisii sirali
algoritma tahmini Yao (1984)’ya dayanmaktadir. Barry & Harrigtan (1993) kesikli
zaman degisim noktast modelinin tahmini i¢in sirali algoritma onermektedir. Stirekli
zaman degisim noktasi analizinde Green (1995) tersinir atlama algoritmasini kullanarak
analiz etmistir (Fearnhead, 2006). Green (1995)’de kullandigi gibi degisim noktasinin
bir 6ncesi ve degisim noktalarinin sayisi goz oniine alindiginda degisim noktalarinin bir
onceki faktorize edilebilir durumu Barry ve Hartigan (1993) sirali algoritmasina uzanir.

Degisim noktasi modelindeki parametre sayisi diizensiz oldugu igin geleneksel
olabilirlik teorisinin uygulanmasi zor olabilir. Geleneksel yontemleri genellikle
frekanscilar kullanmaktadirlar. Frekans¢i yaklasimlarla 1ilgili zorluklar ortaya
konuldugunda, degisim noktast modellerinde her bir segment i¢indeki parametreler
tizerindeki ¢ikarimlari etkilemektedir. Modeldeki parametre sayisinin degisim noktasi
sayist ile ylikselmesi sonucunda zorluklar daha da artmaktadir. Frekans¢i yaklagim
cikariminda degisim noktasi sayisi i+1 degisim noktasina karsilik, i degisim noktasini
test etmek i¢in hipotez testi kullanilmaktadir. Literatiirin genel bir kismi ikili

segmentasyona odaklanmakta, bunu tek bir degisim noktasi i¢in diisiinmektedir.

Raftery&Akman(1986) degisim noktasi analizinde sadece bir degisiklik noktasi
kullanmis olup, Yang&Kuo(2001) ise tekrarlanabilir ikili segmentasyon yaklasimi
kullanarak bayes yaklasimini ortaya koymuslardir (Lian, 2008: 425).
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Degisim noktast modelleri zamanla degisir ve bu etkileri tahmin etmek i¢in de
kullanilabilir. Rassal yiiriiylisiin aksine, sabit korelasyon yapisint varsaydigimizda,
degisim noktas1 modelleri korelasyon yapisinin zamanla degismesine izin vermektedir
(Ferreira vd., 2002: 235). Degisim noktasinin bir diger avantaji, korelasyon yapisi
onceden tahmin edilebilmektedir.

Y =(Yy, ..., Yn) degiskenleri asagidaki modelde dikkate alinacaktir.

Y, = P, (4 X,) t=Ln. n

Xt pozitif kovaryans degerine sahip olup A =A4,,......, 4, degisim noktas1 modeli

bilinmeyen k degerini barmndirmaktadir (6" <....<8*). Kolaylk saglamak icin
0° =0, 0%V =n ve 6=(0,.....,0%") olarak ifade edilmektedir. 1 parametresi

asagidaki gibi tanimlanmaktadir.

Sekil 2.1’de gosterildigi gibi, degisim noktasi etkisinin tek bir degeri adim

fonksiyonudur. Veri vektorleri $* = (YH(K_M, -------- R ), degisim noktalar1 arasindaki

segmentler, segment oranlari A9 ve segment ortalamalaridir. Segmentlerin degisim
noktalar1 kosuluna gore bagimsiz oldugu varsayilir. Bir model se¢imi probleminde bir
degisim noktas1t modeli oldugunu tahmin etmek istedigimizde, 2K+1 degisim noktasi
sayist OY,....., 0% ve oranlart AY,....., A%V ggsterildiginde parametre sayilarinin
bilinmedigi varsayilir. Ancak, tek bir model ya da degisim noktast sayisi, genellikle
model se¢imi olarak yapildigi gibi, tek ve farkli modelleri ve ya degisim noktasi
sayisinin dagilimin elde edebiliriz. K tane degisim noktasi i¢in sonsal dagilim, degisim
noktas1 0 orani ise A ile gosterilmektedir. Farkli basamak fonksiyonlarinin karisimi olan

marjinal sonsal dagilim orani etkisidir.

h icin k=1,......... ,K+1’e kadar oldugu durumda, verinin Poisson dagilima

eslenigi olan, bagimsiz gamma 6nsel dagilimi oldugu varsayilir.

X ~ Gamma(e, ) K=Looone. K +1
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Degisim noktalarinin sayisi i¢in ve tekdiize onsel dagilim varsayildiginda,

, K=01...... n-1 (2.1)

P(OK )= (n; 1)1 2.2)

Belirli bir t konumunda bir degisiklik noktasinin 6nceden belirlenen kosullu

olasilik sartina gore degisim noktalarinin sayist ;

P(tc oK)= L_l o SR n (2.3)
M2
,\'J»'] | PY
)\;k+lj_ o
A1) | °
SH;—] ] ﬁ{k} 8[}\'—1]

Sekil 2.1: Degisim noktasi etkisinin yapisi

Kosulsuz 6nsel dagilim oldugu durumda ise;

LN

n—

Pltes)=Y K

On_l

X

e B

1
2

=
I

(Held, Hohle & M. Hofmann 2005: 187-199).
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2.1. Model Uzantilari

Model iki uzantiya sahiptir. Ilki, A“’nin 6nseli olan ikinci parametrede asiri

onsellerdir.
B ~ Gamma(a,b)

Onsel Gamma A icin Gamma igin sonuclanmistir (Bernardo&Smith, 1994:

120). A“’nim tahmin oran1 daha gii¢lii tahminler vermektedir.

b

Ikincisi, zamana bagli olarak rassal etki olan o, ilave ederek, t=1,.....,n%

kadar ortalama degeri x4, = A, X, asir1 yayilim ortadan kaldirilmaktadir.

Gamma dagilimi igin varsayilan rassal etki oran parametresi @ ~ Gamma(w, )
seklinde ifade edilmektedir. Yt| 4, °nin marjinal dagilimi, biitiinlestirilmeyen @, degeri,
negatif binom dagilimi ortalamast x ve ayrik parametre v, Zt| M = Nb(,ut,l//) varyanst

ol = (1 u, /y)ifade edilir. w "nin daha kiigiik degeri asir1 yayilimin daha yiiksek
bir miktarina karsilik gelir.ywy —>o0’a giderken, varyans ortalamaya yaklasir
o, —> u,oldugunda Poisson durumuna dénmemiz gerekir. Sekli 2.2°de w 'nin farkl

degerleri i¢in ortalama , ve standart sapma o, arasindaki iligkiyi géstermektedir.
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Sekil 2.2: y’min farkh degerleri icin ortalama y, ve o, standart sapma

arasindaki iliski

2.2. Onsel Dagihm

Degisim noktasindaki kosullu dnsel algoritma P(rt|rt_1) seklinde ifade edilir. Bu

algoritma kendi hesaplama verimliligini saglarken sadece iki sonug¢ da sifirdan farkli

kiitleye sahip oldugu durumda galisma uzunlugu biiyiimeye devam eder ve r, =1, , +1

veya degisim noktas1 I, = Onoktasinda ortaya ¢ikar.

H(r_, +1) r,=0
P(rt|rH)= 1-H(r_, +1) r=r_+1
0 d.d.

H (z') hazard fonksiyonunu tanimlamaktadir. Formiilii ise asagidaki gibidir.

P
H(r)= 29 =70 9= )
Z P (9
t=T
Ozel bir durum olan Po(g)kesikli tistel dagilimlarda zaman 6lgegi olan Aile

birlikte hazard fonksiyonu H(z)=1/1"a esittir. Geri doniisiimlii algoritmada sadece
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tekrarlanan iliski degil, ayrica baslangi¢ durumlarinin da olmasi gerekir. Bu iki durum
gdz oniine alindiginda: a) Ilk veri noktasindan &nce degisim noktas1 dnseli meydana
gelmektedir. Bu gibi durumlarda baslangi¢ calisma uzunlugunu sifir olarak kabul
etmekteyiz. b) Ornegin iklim degisikligini modelledigimizde, bazi verilerin son alt
kiimesini gozlemliyoruz. Bu durumda o6nsel dagilim ilk ¢alisma uzunlugu boyunca

normallestirilmis yasam fonksiyonudur (Adams R.P.& MacKay D.J.C., 2007: 3).

Z degeri normallestirildigi durumda ise;

Z P dlr

t=r+1
2.3. Sonsal Dagihhm

Sonsal dagilim agagidaki gibi modellenmektedir:

P(v|2)P(2le)PlelK JP(K
P(Y)

P(2,6,K|Y)=

A ,bir eslenik Onsel kademeli oran i¢in kullaniliyorsa, degisim noktasina gore
veri durumunun analitik agiklamasinmi ele almak miimkiindiir. P(Y|l9, K) kosulu altinda
verilerin ortak dagilimi ve degisim noktasi sartina bagli olarak marjinallestirildiginde;
kademeli oranlara baglh olarak P(Y,l|l9, K)z P(Y|Z)P(ﬂ,|6?, K) esitligi ortaya
cikmaktadir.

Asagidaki ifadeye gore;

N 4(k Yr pai
P(Y|0,K)=J'P(Y,/1|9, K)dﬂ, lK—Il 1_9[=)9 ( ) B r(aﬂz;kk:?k
k=1 Ht=e<“) Y, ! F a/l)(ﬂﬂ k lk)

(2.4)

g(k)
Q) ax =0+ Y,
t=0%-111
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gk

ﬂi,k—l,k = ﬂz + Xt

=0V 41

P(Y|6,K)dagiliminda béliimlere iliskin faktorlerin degisim noktast iizerinde A

fazla ortalama alma bagimsiz kosuluna sahiptir.
2.4. Degisim Noktas1 Modelinin Markov Durum Uzayir Formu

Degisim noktast modeli Markov durum uzayr modeli olarak diisiiniilebilir.
Ongorii dagiliminin hesaplanmasi igin dzel bir avantaj tasimaktadir ve modelin sirali bir

giincellestirmesi i¢in izin vermektedir.
Kt degisim noktast sayist t zamani i¢inde degisim noktasi sayisi olsun. K= Kn1
ve 6, =1 oldugunda; eger t zamanda degisim noktas1 ve aksi taktirde 6, =0olabilir.

Ancak kolaylik olmasi agisindan 6, =1ve 6, =1lolarak ele alinmaktadir. P(/1|l9)

olasilik dagilimi asagidaki gibi ifade edilmektedir.

ﬂ’t |(9t—l = O) F ﬂ't—l (2.5)
A6, =1)~ Gammala,, 5, ) (2.6)

Ko=0 oldugunda, bu gdsterim Yao (1984) teorisine benzemektedir. Asagidaki
olasiliklar (2.1) ve (2.3)’deki olasiliklar daha 6nceden tanimlanmusti.

P(K, =1) =t%1 (2.7)

—~

P(Qt ::th = I): (2.8)

2.7°de gosterilen olasilik degeri 2.1’den tiiretilmis olup eger Kt ‘nin Onsel
dagilimi t=1 oldugunda; ayrica n ayn1 oldugunda K i¢in 6nsel durumda zaman t+1

olmaktadir. P(K, =1)’in olasiligi n degerine bagl degildir. Tekdiize dagilim igin

gecerli olmaktadir. Bu olasiliklar kullanarak hesaplama yapildiginda,
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t
P(et:l|Kt—1 = k): Zp(et =LK, = j|Kt—1 - k)

j=0

=P(6, =LK, =k +1K = k) (2.9)

P, =LK, =k +1K_, =k)
P(thl = k)

P(6, =LK, =k +1,)

P(thl = k)
i PO |K, K +1P(K, =k +1) .10
P(thl = k)
k+1
= (2.12)

Modeli daha sonra asagidaki markov modeli temsil etmektedir. Parametre

vektorii tammlandiginda t zamanda x, = (X,,6,,, K, ,)asagidaki esitlik goriilmektedir.

P(Xt |XJ_'t ) = P(ﬂ“t O Kt—l‘ﬂ']_'(t—l) ' Hl'(t—z)' Kl‘(t—Z))

= P(ﬂ’t 0,4, Kt—1|/1t—l’ 02 K, )

= P(xt|xH).
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2.5. Degisim Noktasinin Markov Yapisi

Degisim noktasi onsel markov zinciri kurmakta,

P(g(k+1) - s‘e(k) =, 9(”“1)): P(e(k”) = 5‘9(") = t), sonlu  durum  alam  ile

{O, ........ ,n —1}01arak tanim araligi olusturulmaktadir. 2.11°deki esitlikten yola ¢ikarak

asagidaki esitlikler elde edilir.

POt =slo® =t)= 2" s =t+1 (2.12)

Plo% =5lo® =t)= “( ‘::11}:3
i=t+1

k+1
—H(IHJ , S > t+l (2.13)

e s+1
Onceden belirtildigi gibi, segmentler SO, k=1,.......... ,K+1 verilen

degisim noktalarindan bagimsiz, dagilim kosullar1 i¢in degisim noktas1 iizerinde

uygulanmaktadir.

P(sj0)=P(s™ 0% 6).

Veri modeli ve marjinal degisim noktasi segment araciligryla sekil 2.5 tarafindan

temsil edilmektedir.

2 g o _:.":.. )
gik-12) Glk—1] gikl Glk+1) GlE+2)

Sekil 2.3: Segment ortalamalar1 A aracihi@iyla marjinal degisim noktasi
modelinin grafik modelidir. Daireler diigiimleri temsil ederken, diigiimler

arasindaki cizgiler yonsiiz baglantilar1 temsil etmektedir.
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2.6. Degisim Noktas1 Modelinin Tahmini

Degisim noktast modelinin tahmini igin {i¢ yol vardir: tersinir atlama

algoritmasi, partikiil filtresi, ileri-geri algoritmasidir.
2.6.1. Tersinir Atlama Algoritmas1t MCMC Yaklasimi

Oncelikle yeni bir boyut énererek ayristirilmis 6neri kullanilmis olup, dnerilen
q(K*|K) yeni degisim noktas sayis1 olan K", onerilen q(ﬂf‘ﬁ*)q(e*‘e,K*) ve yeni
parametre vektorii (/1*,49*), degisim noktas1 yeri igin Oneriyle ayrisan €, bu mevcut

konumu ve degisim noktasi Onerilen sayisina bagli olan q(H*‘G,K*) ve Onerilen

segment oranlar1 A, q(ﬂ*‘ﬁ*) onerilen degisim noktas1 yerlerine bagli olmaktadur.

Degisim noktas1 sayisi i¢in rassal ylirliylis yontemi kullanilmakta, ayristirildiginda ise,
K'=K+1 0.5 olasilikla onerildiginde veya birlestirildiginde K™ =K -1
onerilmektedir. Eger K=0 ise ayrilma onerilmekte ve eger K =n—1 ise birlesme daima
onerilmektedir. Ayrismada, secilen homojen degisim noktasi eklenir. Birlesmede ise

homojen degisim noktasi ¢ikarilmaktadir.

Segment oraninin tiim kosullar altinda P(/Ik |¢9, K.Y )olasﬂlgl Gamma dagilimina

sahip olup, Oneri dagilimi olarak kullanilmaktadir. Segment oranlar1 mevcut duruma
bagli olmamakla birlikte, ortaya cikabilecek zorluklari 6nlemek i¢in yeterli ve su anki

duruma bagli olup 6neriye izin vererek ortaya ¢ikmaktadir.

Kabul olasilig1 a((/l, o, K), (l*,é?*, K*)) ile gosterildikten sonra,

([ plv|xplr :

o' (o[« (K Jalx|o7 o[k (k-

P(Y|4)P(110)P(EK )P(K Ja(2le)alele™, K JalK|K ")

)

Tiim kosullar altinda A agagidaki gibi ifade edilir.
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P(v|2)P(26)

P(/1|0, K,Y):W

Kabul olasiliginda yerine konulan (Holmes&Mallick,2000) tarafindan onerildigi
gibi,

p(v|o", k" JP(e"Kk (K alo7]o. k™ Ja(k”
P(vj6, K )P(EIK )P(K Jalgle™, K JalK|K")

)

a((2,6,K),(4,6°,K"))=min| 1,

Kabul olasiligi A oranindan bagimsiz degildir. P(Y|9,K)’n1n olasiligr 3.4’te

verilmistir. Degisim noktasi sayisinin 6nsel orani ve onsel oran ve Oneri orani degisim
noktasini 1'e indirmektedir. Degisim noktasi sayisinin Oneri orani olan c degeri

asagidaki gibi hesaplanmaktadir.

0,5 ic¢in k=0
c=<1 igin 2<k<n-3
2 igin (k=1k"=0) vek=n-2,k"=n-1

! X ) m— ,m 129 ,m, m+
1_‘(05)1_‘(&5}L,m—1,m+1XIB/Lm—l,m) mm ( l,m,m+1) g !

min [1 C'Bar(al'm—lrm )l—‘(aﬂ,m,erl Xle—l,m+l )a/l,mfl,m+l j

Eger degisim noktast olan m kaldirilirsa, ikinci asamada en kiiclik fonksiyon

tersiyle degistirilmelidir. Kabul olasiliklar1 segment ortalamalarina bagh olmadig: i¢in
Ak =1,...... ,K+1, degisim noktast modelinin giincellenmesi iki asamaya
ayrilmaktadir. 3.14'de ilk degisim noktalar1 kabul olasilik ile tersine g¢evrilebilir bir
atlama algoritmasi kullanilarak giincellenir. Parametreler A% k=1,...... ,K+1Gibbs
adimina giincellenir. Tim kosullar altinda Ak =1,... ,K+1 asagidaki gibi

tanimlanir.
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29)......~Gammala, , 1\ B 1x)

2.6.1.1. Ongérii Dagilm

Markov yapisina gore degisim noktast modeli 6ngdrii dagilimina uygun
oldugunda P(ﬂmé?t |Yt) orneklem ile her bir iterasyon Ongorii daglimi kosulunda
parametrelerin 6rneklemi P(zmet\vﬂ,zt,Kt,l): P(4.,1]6,, 4 P(6|K,, )esitligi 2.11, 2.5

ve 2.6’dan elde edilmistir.
_k+1

P(Ht:1|Kt—1 = k)— m ) (2.15)
2al6, =0, A =4, (2.16)
Aal@=14 ~Gamma(e,, ;) (2.17)

Bu durum A ve K,,iizerinde P(ﬂt_l,et|Yﬂ,/1t,Kt_1) ortalama almaya karsilik

gelmektedir.
2.6.1.2. Model Uzantilar:

Bu boliimiin basinda degisim noktast modeli igin diistiniilen iki model uzantisi
kolayca MCMC algoritmasi iginde ele alinabilir. Hiperparametre B tiim kosullar altinda

asagidaki gibi tanimlanir.

K+1
ﬁ‘ ....... ~ Gamma[a+ K+1b+ ZWJ, (2.18)

k=1
Ayrica asirt yayilim rastgele etkileri

o,|..Gammaly +Y,,y + 4 X,). (2.19)
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Tim kosullar altinda dagilim bilinmediginden, w igin Metropolis-Hastings

asamasi olusturulur. y >0 oldugunda, y = I:)g(y/) giincellemek igin basit Metropolis-

Hastings Gauss rassal yiiriiylis Onerisi ortaya konulmaktadir. Tiim kosullar altinda

w degeri asagidaki esitlikteki gibi goriilmektedir.
ply ... b [ | pleo )
t=1

Tiim kosullara uyan l; degisken bir degisiklik yoluyla elde edilebilir. Rassal

ylriiylis Onerisi varyanst %30 ve % 50 arasinda uygun bir kabul orani elde etmek
amaciyla algoritma dahilinde otomatik olarak ayarlanmaktadir (Gelman v.d., 1996:
604).

Degisim noktalar1 basit durumlarda ayni sekilde giincellenebilir. Fakat

o)
Ak =0, + Y,
t=6 k‘1)+1
oK)
ﬁl,k—l,k = pA+ @ X, .
t=6" 41

Tersinir  atlama  algoritmas1  diger  parametrelerin  gilincelleme ile
karsilastirildiginda ¢ok hizlidir. Bununla birlikte, adimlarin basit tasarimi nedeniyle,
MCMC algoritmasi ¢ok uzun ve ¢ok yavas calismaktadir. Bu nedenle degisim noktalari

giincellenir ve 10 adimda yinelenmesi gerekmektedir.
2.6.2. Parcacik Filtresi

Eger model, Markov durum uzay1 modeli ise, pargacik filtresi zamanla modeli
sirali  gilincellemek i¢in kullanilabilmektedir. En avantajli yani verileri sirasiyla
gozlemlemektir. Her yeni bir gozlemde modeli tamamen tahmin etmek miimkiin
degildir. Bunun yerine, simdiki zaman noktasina kadar tahmini son zaman noktasina
kadar tahmin edilebilmektedir. Degisim noktasi modeli algoritmasini kurularak, énem
dagilimi ve Markov gecis asamasi tanimlanmaktadir. Ongérii dagiliminda (2.15-2.17)
onem dagilimi gibi modelin markov durum uzay: formu (2.4) kullanilarak, t>1 igin

onem agirliklart asagidaki gibi gosterilmektedir.
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) PP P

L Ve )

Pl |40 (2] 00, 48, ) (o )
P05, 21, JPlof) K )
= p(va")

t=1 icin Onsel dagilim Oneri dagilimi olarak kullanilabilir. Bu durumda t>1

oldugunda ayn1 6nem agirliklarina sahip olur.

2.6.2.1. Model Uzantilar:

Asirt yayilimin diizeltilmesi ve hiperparametrenin dahil edilmesiyle, zaman
sabiti parametreleri B ve w modele tanitilmaktadir. Ancak, giincellenen zaman sabiti
parametreleri, giincellenen parcacik filtrelerini kullanarak giigliiklere neden olmaktadir.
Andrieu v.d. (2001) tarafindan 6nerilen algoritma zaman sabiti parametreleri zamanla
degisen parametreler ile ikame edilebilir diye sdylemislerdir. Bununla birlikte 6rneklem

sayist zamanla katlanarak artmaktadir (Crisan&Doucet, 2002: 740).

Bu tiir problemlerden kaginmak igin alternatif olarak zaman sabiti parametreleri

¢ozilebilir. Ik olarak, MCMC algoritmast N, ’ye kadar caligtirilir. Zaman sabiti

parametrelerinin nokta tahmini yani sonsal ortalamalar bdylece tahmin edilir.

N, +1°€ kadar n modeliyle ardisik olarak tahmin edilmektedir.
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Algoritma degistirildiginde ise; veri igin poisson dagilimi P(Yt‘ﬂgi)) onem

asamasinda kullanilan bir negatif binom dagilimi ile degistirilir. Bu rassal etkilerin

giincellemesini o, asamasinda onler. Markov gecis basamaginda, degisim noktasi i¢in

tersine gevrilebilir atlama adimi kullanmasina izin verdigi i¢in rassal etkiler

giincellenmektedir.
2.6.3. ileri- Geri Algoritma

Degisim noktasinin Markov yapisina baglh olarak, ileri-geri algoritmasi
nedeniyle degisim noktasi sonsal dagilimini tahmin etmek i¢in kullanilir. Biitiin modeli
giincellemek i¢in tersine atlama noktalarinin giincellenen degisim noktalarinin MCMC
algoritmas1 ileri-geri algoritma kullanilarak degisim noktast Onselinden bir kez
ornekleme ile degistirilebilir. Ileri-geri algoritma 6nselden dogrudan &rneklem sagladig
icin, ortaya cikan algoritma biitlin modelin sonsalindan bagimsiz 6rneklem vererek,
basit bir Monte Carlo algoritmas1 ortaya ¢ikmaktadir. ileri adim sadece bir kez

hesaplandig i¢in, algoritmay1 hesaplamak kolaydir.
2.6.3.1. ileri Asama

Degisim noktasi giincellemesi i¢in t=1'den baslarken bunun yerine t=n'de son

o =t-1)

dagilimi hesaplanacaktir. Olasiliklar daha O©nceden bilindiginden; segmentlerin

olasiliklar1 $*) = (Yg(k_l)ﬂ,....,Yg(k) ), =1,.......k+1 3.4'de verilen degisim noktas1 asagidaki

gibi formiiliize edilmektedir.

P(S (k)‘e(k—l)ek ): Hika)(kflm(xt )Yt B ﬂr(ai,kfl,k )

g(k)

Ht:e(“let !F(a/l )(ﬁi,k—l,k )a}"’k’l‘k

(2.20)

o(k)

O ax =, + Z Yi
=01

oK)

ﬁ/l,k—l,k :ﬁ/1+ Z Xt
t=* L)

+1

70



Degisim noktasinin Onsel olasiliklart (2.20) ve (2.13)'den gidilerek asagidaki
formiiller elde edilir.

e

Plo) = ot =
s+1

S=t+1,

s—t-1 .
p@Wﬂ:q¢”:0= t+'|f5i} s>t+1
t+1+1 /s+1

i=1

P(o% = o) =t)= ””(t“— )

i L t+1+1

Istenilen olasiliklar sirastyla hesaplanir.

P{Y,y, 04 =50 =t -1)=Ply,,| 6 =5,6% =t-1)p(6"* = slg* ~t-1)

= p(sH[6" = 5,01 =t-1]ply, , [0 =s)Plpt =0 =t-1)

S+Ln

Olasilik  bilindiginde P(Y, [0 =n—1)=P(s*|g" =n—1,6" =n), sonra

nn

0% Vile marjinallestiginde asagidaki esitlikler ortaya ¢ikmaktadir.

PlY, |p =t-1)= 3" Pls |6t 5,0 =t ~1]ely, .,

s=t
k=n-1,....,1 ve t=n,.....k+li¢in esitlik gecerlidir. Marjinal olabilirlik

0% =s)plpt = g =1-1)

P(Ytn 0 = 0) tarafindan verilmektedir.

2.6.3.2. Geri Asama

Asagidaki olasiliklar1 kullanarak geri asama hesaplanur.

Plo% =glo% =t-1y,,)
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_ P(g(m) _ S‘Q(k) —t _1,Ym)

Pl =5, o) =t-1)

Pl le=t-1)

Pl |0t 25,6 =t-1)p(ot = sl =t 1)

- P(Y,.lo% =t-1)

Pl |6 =5,0% =t -1y, , [0 = s (ot =56+ =t-1)
R P(Y,.[0% =t-1)

Degisim noktasinin sonsal dagilimi asagidaki gibi modellenebilmektedir.

. Carpenter v.d. (1999)’ne gore ilk degisim noktas1 orneklemi

P(t9l = t|YjL'n )01as1g1ndan gidilerek etkili bir algoritma kullanarak modelleme yapilabilir.

o Eger k’ninc1 degisim noktasi t-1 zamanda ise, bir sonraki degisim noktasi

orneklemi olan k+1 P(H(k*l) = S‘H(k) =t-1, Yxn) olasiligindan ortaya ¢ikmaktadir.

Fearnhead (2006) tarafindan sunulan algoritmalar benzer algoritmalardir.
Bununla birlikte, Fearnhead (2006)’mm algoritmasina karsin degisim noktasi
simiilasyonuna tekrarlama olmadan degisim noktas1 sayisina karar verilebilir.
Algoritmanin hesaplama karmagikligin1 ortadan kaldirmak i¢in Fearnhead (2006)
tarafindan ileri asama 1+1’de marjinallesme toplamlar1 102 den daha az oldugunda

ortadan kalkmaktadir.

p(s (k)‘e(k_l)'e(k))P(Ymn old) — |)P<0(k+1) _ |‘9(k) =t—l)
le:t p(s(k)‘g(k—l)’ 9(k))P(Ys+rn o) _ S)P(9<k+l> _ S‘ oM _t _1)
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Eger degisim noktasi sayisi gozlem siiresi olan n ile orantili ise, bu durum
O(nz)’nin hesaplama maliyetini diisiiriirken, toplam uzunlugu n ile artmamaktadir.

Sekil 2.4°de ileri-geri algoritma tarafindan degisim noktasinin 10 bagimsiz 6rneklem

tarafindan 6rneklendigini gostermektedir.

[ I I I I 1
1860 1880 1900 1920 1940 1960

Sekil 2.4: Degisim noktasinin 10 bagimsiz 6rneklemi
2.6.3.3. Model Uzantilar:

Model uzantilar1 ileri-geri algoritmada direkt olarak uygulanabilir olmamasi
durumunda, degisim noktasi problemi t=1,....,n’e kadar hiperparametre olan 3 ve rassal

etkiler @, ’ye baglidir. Bunun sonucunda algoritma MCMC i¢ine dahil edilebilmektedir.
Degisim noktas1 hiperparametre olan 3 ve rassal etkiler o, ’ye baglh olarak tiim kosullar

altinda 6rneklenir. Bu durum degisim noktasi modelinin Gibbs adiminda giincel oldugu
anlamina gelmektedir. ileri asama her adimda calismak zorunda oldugundan, ileri-geri
algoritma tarafindan giincellenen degisim noktasi, tersinir atlama algoritmasindan daha
¢ok zaman almaktadir. Ancak ileri-geri algoritma MCMC ig¢in daha uygulanabilir

olmakla birlikte, markov zinciri kisa ¢caligmaktadir.
2.7. POISSON SURECINDE DEGIiSIM NOKTASI ANALIZi

Raftery&Akman (1996)’da degisim noktasini siirekli olarak varsayarak,

Bayesyen Yaklagimla poisson siirecinde degisim noktasini nasil uygulanacagini ortaya
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koymuslardir. Carlin, Gelfand ve Smith (1992) yaptiklart c¢alismada hiyerarsik
Bayesyen degisim noktas1 model yaklagimini agiklamislardir. Ozellikle istenilen sonsal
dagilimlari, Gibbs 6rneklemini kullanarak elde etmektir. Yaptiklar1 ¢alismada degisim
noktas1 poisson stirecine Jarret (1979)’in yapmis oldugu ¢alismadaki komiir madenciligi
verilerini kullanarak analiz etmiglerdir. Raftery&Akman(1996)’da komiir madenciligi
verilerini kullanmiglardir. Hendersen&Matthews (1993) Tyne ve Birmingham’daki
ulusal bolgeden elde edilen verilerle iki dizili poisson degisim noktasi analizi
uygulamiglardir. Broemeling &Gregurich (1996) dogrudan yeniden 6rnekleme islemi
uygulayarak degisim noktasi analizi i¢in Bayesyen Yaklasimi gelistirmislerdir. Onlar bu
teknigi Poisson siireci i¢in tek bir degisim igeren O6rneklerle agiklamiglardir.

Ik olarak x1,Xa........ Xn dizisinde bilinmeyen nokta k ve tek bir kesikli degisime
sahip olan Poisson modeli:

x, ~ Poisson(4,) i=1,....,.k

x, ~ Poisson(4,) i=k+1,.....,n.

En ¢ok olabilirlik fonksiyonu ise;

L=(4,2,,k|x)= niﬂiy%?e‘“e‘(”‘mz , 1<k<n-1, (2.21)

]i:l[Xi!

K

K
Y1:ZXi ve 'y, = in

i=1 i=k+1

A, A, ve k bagimsiz onseller olup konjeguate forma sahip oldugunu varsayalim,

ﬂza a1 qa-1,-B(4+2,)
A, Al B)= A e 2 2.22
ool )= Ly 7% (222)
k kesikli diizgiin 6nsel oldugunda agagidaki esitlik ortaya ¢ikmaktadir:
INa+y, Na+
f(yl, y2|k,a,,8)= ( yl) ( yz) (2.23)

(k+ ) (n—k+ )"

ve

fy,, vk, a,
2(klY, ¥zo 2 B)= b yala.p) (2.24)

Z f(Yl’Y2|k’a’ﬂ)
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a —0ve B —0'a giderken bilgi vermeyen Onseller olarak gosterilirse, bunun

sonucunda 7z(k|y o (y, J'(y, k¥ (n—k) ™ déniismektedir.

1 . :
a—> 3 ve [ — 0'a giderse, Jeffreys onseli ortaya ¢ikmaktadir.

Dabhasi,
ﬂ’||yi’k’0[7ﬂzr(a+yi7ki+ﬂ)' k, =n—k (2.25)
alaly,a )= (4l k a plrlkly,a. ) =12 (2.26)
k

T= A oranini kullanarak asagidaki esitlik ortaya ¢ikmaktadir.

2

~(2a+y)
ey ke, ﬂ)oo[n —T} rent (2.27)
n—k-p

Bunun sonucunda,

20a+y, K z_‘ Yok Fy, (2.28)

2(c+y, n—k+p)
Yukaridaki formiildeki v, = 2(a +y, )vev, = 2(a + Y, ) gostermektedir.

k kosulsuz, 7 sonsal dagilim icerdigini varsayarsak;

7Z(T|y)= Zk:ﬁ(f|y,k,a,,8)7z(k|y,a,ﬂ). (2.29)

Yukaridaki esitliklerde tek bir degisim noktasi i¢in varsayimlar ortaya
konulmustur. Herhangi bir degisiklik olmadig1 olasilig1 g6z oniine alindiginda asagidaki

esitlik ortaya ¢ikmaktadir.

o
Il

ﬂ(k)—{l—q . f (2.30)

k=0 dizide degisiklik olmadigi, ve Mk k=0,1,2,....... ,n-1'e kadar k gibi bir
degisim noktasina sahip olan modeli gosterir. Olasilik tiim degisim noktas1 modelinde
esit olarak dagildiginda, q'nun Onsel olasiligi modelde degisiklik olmadig1 anlamina
gelir. Eger tek bir degisim noktasi varsa, olasiliklari esit q=0.5 olarak almamiz

gerekmektedir.
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t(yk=0,a,8)=— 2 "Ta+y) 2.31)

r<a>1jxi!<n+ﬂ>w

y= Z X; oldugunda, sonsal olasilikta bir degisiklik olmadiginda asagidaki esitlik

i=1

meydana gelir.

F(yk =
rli=ty)= g TR
>~ flvk)+af(yk=n)
PP - (2.32)
q(n_l)Zﬁko
x(kly)=8 _Q(”‘1)+nz_15 T k=12,...,n-1 (2.33)
o 1oq t2B | 20 .
r f(y11y2|k’a’18)_ ﬁar(a"_yl)r(a"' yz)(n+ﬂ)a+y (234)

© tk=0.a.8) T(afk+p)*(n-k+p)"T(a+y)

My modeli Mo modeliyle karsilastirildiginda, Mx modeli Bayes faktortidiir.
2.7.1. Coklu Degisim Noktas1 Analizi

Degisim noktasi birden fazla oldugu zaman; sabit bilinen degisim noktasi i¢in,
2.22 ve 2.27 denklemleri genellestirilerek ¢oklu degisim noktast analizinin temeli
olusturulur. k=1{k,,Ky,.K, } degisim noktalari pozisyonlari
k, <k, <...o.. <k, oldugunda A4 zGamma(a,ﬁ) oldugunda i=1,2,........ J+1’e kadar

bagimsiz olarak varsayilmaktadir. k’nin tiim boliimler iizerinde esit olarak dagildigi

varsayildiginda,
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K
Yi= zxj ko =0 K., =n

j=kig+1

k’nin belirli bir b6liim altinda marjinal olabilirligi, Mx modelinde,

f(ylk,a,ﬂ)ﬂj% (2.35)

Mk ve Ms bayes faktorii modelleri karsilastirildiginda asagidaki esitlik kullanilmaktadir.

_ tlyk.a.B)

B = t(yfs, @, 5)

Eger a« —0ve [ — 0giderse,

i+1

ﬁ(k|y)ooni‘y' . (2.36)

Biitiin i degerleri i¢in yi>0 oldugunda (2.36)’daki esitlige gore Jeffreys Onseli
a =Y, oldugu kabul edildiginde,

Alyika faTlaty k —kg+8) =12+, (2.37)

Degisim noktast maksimum sayist bilinmedigi durumda, R’nin maksimum

oldugu durumda r degisim noktasinda h, uygun boliimlerin sayisini1 gosterdiginde,

M, modelinde B;,bayes faktorii olarak tanimlandiginda, r degisim noktalar1 ile modeli

k’ya gore degisim noktasina sahip olmayan Mo modeliyle karsilastirildiginda asagidaki
esitlik ortaya ¢ikmaktadir.

tykap)  pen+p)” & Tla+y,)

= 2.38
(=00 8) " T (e + y) Kk —k,, + ) (239

r J—
ﬂkO f
Degisim noktasi sayisi r sonsal dagilim ile asagidaki esitlikteki gibi gosterilmektedir.

77



P(I’ :O|y)_ R
Z:(;Zk: f(y|r = j,k)P(r=j,k)
_ f(yr=0)
Z{;hjlgf(yh: j.k)
{“gh"?%y
Ayrica,
ShEstlke=i)|
P(r=tly)=| =

k
h'> f(yk,r=t)
k

-1

-nTel ST,
k =0 k

=h*> B,P(r=0ly) t=1,2,.......R.
k

2.7.2. Coklu Degisim Noktasina Alternatif Yaklasim

Chib (1998) coklu degisim noktast modellerine yeni Bayesyen Yaklasim
Onermistir. Degisim noktas1 modeli ¢izilmis belirli bir gézlem ile gelen rejimi gosteren
gizli ayrik durum degiskeni agisindan formiile edilmistir. Bu durum degiskeni kisith
gecis olasiliklart ile ayrik zamanli ayrik durumlu oldugunda, durum degiskeninin
simdiki degeri veya yeni bir deger olmasi durumunda diger bir degere gecis yapabilir.
Chib (1996)’in Markov zinciri Monte Carlo yontemleri kullanilarak model tahmin
edilir. Bu yaklasim degisim noktasi sayisi bilindiginde, ancak hesaplama sonucunda
orneklem biiyiikliigii ve degisim noktasi sayis1 artmamaktadir. Degisim noktasi sabit

oldugunda uygun o6nsel gereklidir fakat belirsiz 6nsel etkisinin ¢ok az oldugundan emin
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olmak gerekir. Chib yonteminin Poisson modelinde nasil uygulandigi asagida

acgiklanacaktir.

r’yi degisim noktasi olarak varsaydigimizda, her bir zaman periyodu i¢in kesikli

degisken st igin, t zamanindaki sistemin durumu, X degiskeni {1’2’ """ ’r+1}’e kadar

=k

tamsayr  degerleri  almaktadir. S oldugunda, f (Xi X 2 ) burada

matrisi asagidaki gibidir:

P, P, O 0
0 Py P 0
P=
O 0 prr pr,r+1
| 0 0 . 0 1 |

Zincir t=1’de baglar, t+1°de sona erer. Bu nedenle s; degiskenini ya mevcut

durumda birakacagiz ya da bir sonraki asamaya tasimamiz gerekmektedir. Gegis

durumlarinda degisim noktalarinin belirlenmesi K, = {k, K, ,.....,K, } gerekmektedir.

Chernoff ve Zacks (1964) bu modeli genellestirerek her bir zaman noktasindaki
olasiliklarin degisme ihtimalinin siirekli oldugunu O©ne slirmiislerdir. Yao (1984)
degisim noktasi icin ayni modeli belirtmis ancak paramatrelerin ortak dagilimi {Qk}
degisim noktalarindan bagimsiz ve degistirilebilir oldugunu ortaya koymustur. Carlin ve
arkadaslar1 (1992) tarafindan parametreler i¢in benzer degistirilebilir modeller tek bir
degisim noktast baglaminda, incelenmis olup, Inclan&Tiao(1994) ise ¢oklu degisim
noktasini incelemiglerdir.

Markov zinciri Monte Carlo Simiilasyonu asagidaki gibi simiile edilerek bulunur:

{st}’nin Simiilasyonu

’S“} daha sonra simiilasyon 6rnekleme olusur. Bu da,
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e s, igin f(s,4[X,S, =r+LA,P)

X, 5", A,P)

e s, ,icin f(s,,

e s,igin f(s,X,S%AP)
s,=1 oldugunda Chib (1996) asagidaki esitlikteki gibi gostermistir.
(X, S A, Phof (5,]X ., P)f (5,5, P)

S,,; kosulunda st degiskeni sadece iki olas1 deger alabilir.

: Iiginp;
f(st+1|st:|,P): T
i+1 icin 1-p;
2.8. MARKOV ZINCiRI MONTE CARLO SIMILASYONUNDA
DEGISIM NOKTASI ANALIZINI ARASTIRAN CALISMALAR

Degisim noktas1 analizi birgok alanda yaygin olarak kullanilmaktadir. Carlstein,
Muller ve Siegmund (1994)’un kitabinda sagkalim analizi, zaman serisi ve goriintii
analizi uygulamalar ile frekans¢1 yaklasimla degisim noktast sorunlarina deginen
bir¢ok makale bulunmaktadir. Poisson siirecinde tek bir degisim noktasi i¢in olusturulan
Bayesyen istatistiksel analizde Raftery&Akman (1986); Carlin, Gelfand & Smith
(1992); Raftery (1994)'nin yapmis olduklari ¢aligmalar dikkat ¢ekmektedir. Birden fazla
degisim noktasi analizinde calisma sayist oldukca azdir. Son yillarda, Green (1995)
Poisson siireci igin birden fazla degisim noktas1 ve birden fazla hata oranlarini tahmin
etmek i¢in tersinir atlamali markov zinciri monte carlo simiilasyonunu 6nermistir. Chib
(1998) tarafindan gizli markov modelleri agisindan degisim noktas1 modelleri yeniden
formiile edilerek, hesaplama i¢in MCMC algoritmasi onermektedir. Green ve Chib'in
kullanmis olduklar1 tersinir atlamali markov zinciri monte carlo simiilasyonu
algoritmalar1 uygulamalar1 ¢6zme agisindan oldukea kolaylik saglamaktadir.

Bayes bakis acisiyla tehlike hizi ¢aligmalarinda degisim noktasiyla ilgili olan
sorunlara Achcar & Bolfarine (1989); Arjas &Gasbarra (1994); Ghosh, Joshi, &
Mukhopadhyay (1998); ve Ebrahimi, Gelfand, Ghosh, & Ghosh (1997) deginmislerdir.
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Arjas & Gasbarra’in ¢aligmalar1 disinda diger ¢alismalarda tek degiskenli degisim
noktas: analizine agirlik verilmistir.

Frekans¢1 degisim noktasi arastirmacilart Worsley (1986) ve Siegmund (1988)
iken Raftery ve Akman (1986) Bayesyen modellerinde stirekli tek degisim noktasi
modelini aragtirmiglardir. Broemeling ve Grequrich (1996) kesikli tek bir degisim
noktast modelini Onerirken, Carlin, Gelfand ve Smith (1992) Gibbs o6rneklemini
kullanarak tek bir degisim noktasi i¢in ¢alisma yapmuslardir. Green (1995) tersinir
atlamal1 algoritmayla ¢oklu degisim noktasini analizini kullanmastir.

Degisim noktasi probleminin binom degiskeni dizisi Hinkley&Hinkley (1970)
tarafindan incelenmistir. Ustel ve poisson degiskenlerin degisim noktasi dizileri
Worsley (1986); Haccou, Meelis&Geer (1988); Jandhyala&Fotopoulos (1999, 2001);
Boudjelaba, MacGibbon&Sawyer (2001); ve Fotopoulos&Jandhyala (2001) tarafindan
incelenmistir. Loader (1992) degisim noktas1 modelinde homojen olmayan degisim
noktas1 model analizini kullanmaktadir.

Literatiirde, bir¢ok ¢alisma ¢oklu degisim noktasi analizine yer verilmektedir.
Henderson&Matthews (1993) poisson rassal degiskenlerin birden fazla degisim
noktasini incelemislerdir. Yapmis olduklari calismada, birden ¢ok degisim noktasi
aramak i¢in ikili segmentasyon islemi uygulamiglardir. Chen ve Gupta (1997) bagimsiz
Gauss rassal degisken dizisi i¢in ¢oklu varyans testi uygulamiglardir. Ayrica Chen ve
Gupta (2007)’de yapmis olduklar1 ¢alismada Bayesyen Yaklasimi kullanarak iki
degisim noktali modeli olusturmuslardir.

Degisim noktas1 probleminde bir¢cok arastirmaci parametrik yaklagimi
kullanmigtir. Parametrik yaklasimi kullanan arastirmacilar Chernoff ve Zacks (1964),
Hinkley (1970), Hinkley v.d. (1980), Siegmund (1986) ve Worsley (1979, 1986)’dir.
Parametrik olmayan testler ve tahminler ise (Brodsky ve Darkhovsky, 1993; Lombard,
1987; Gombay ve Huskova, 1998) tarafindan kullanilmigtir. Olabilirlik oran test
istatistiginin biiyiik 6rneklem {izerinde kapsamli tartigmalar1 ise Gombay ve Horvath
(1996), Csorgo ve Horvath (1997) tarafindan yapilmistir.

Tirkiye’de yapilmis olan calismalara bakildiginda calismalarin sinirli sayida
oldugu goriilmektedir. Tagcioglu (2011) yapmis oldugu doktora tezinde biligsel radyo

aglar1 i¢in degisim noktasi analizine dayali genis bant spektrum algilama durumunu
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incelemistir. Yigiter (2012) yapmis oldugu calismada deprem verilerini kullanarak

degisim noktas1 analizi yapmustir.
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UCUNCU BOLUM:

UYGULAMA

3. TURKIYE’'DEKi MADEN KAZASI VERILERIYLE DEGIiSiM
NOKTASI ANALIZININ UYGULAMASI

Calismanin bu boéliimiinde ikinci boliimde detayli olarak anlatilan degisim
noktast analizinin bir uygulamasi yapilmistir. Bu amagla Tiirkiye’deki 1983 ve 2014
yillar1 arasinda komiir madenlerinde meydana gelen kazalarin yillik olarak kayitli olan
verilerle  kazalarin “oraninin” degisimine bakarak, degisimin oldugu sene tahmin
edilmeye calisilmistir. Boyle bir degisim aninin neyi gosterdigi ortaya konulmustur. Bu
dogrultuda, degisim noktas1 analizinin nasil yapildigi, sonuglarin nasil yorumlandigini
ve Bayes formiillerini hesaplamamizi saglayan Markov Zinciri Monte Carlo Simiilasyon
teknigi kullanilmistir. Kazalarin sayisinin tiimiinii iki Poisson dagiliminin ortak dagilimi
tizerinden modellenmis ve bu dagilimlarin birinci Poisson’dan ikincisine gegtigi an
hesaplanmistir. R paket programi yardimiyla yillar itibariyle meydana gelen
degisimlerin degisim noktasi analizi yapilmistir. Calismanin bulgularina gecilmeden

once; Tiirkiye’deki maden kazalariyla ilgili bilgi verilmistir.

3.1.  Tiirkiye’de Maden Kazalari

Madencilik, gecmisten giliniimiize kadar siiregelen en temel sektorlerden biri
olmustur. Modern yasami desteklemesinin yanisira diinyanin en eski ve en onemli
sektorlerinden birisi madencilik sektoriidiir. Calisilan ortamda ¢ok fazla risk ve tehlike
olmast ve bunlarin hepsinin dnlenmesinin kolay olmamasidan dolayr da diinyanin en
riskli meslekleri arasindadir (Bilim&Dursun, 2015: 2). Ulkemizdeki is kazalarina
sektorel bazda bakildiginda 9%10,44’le 1s kazalarinin en fazla madencilik ve tas
ocakcilig1 sektdriinde oldugu gériilmektedir (TUIK, 2013). 1941 yilindan beri 3 binden
fazla kisi maden kazalarinda hayatini kaybetmis, 100 binden fazla insan ise
yaralanmistir. Maden kazalarinin en biiyiik sebepleri; gociik, grizu patlamasi ve
yanginlardir. Sadece komiir sektoriinde, 1991-2008 doneminde is kazalar1 ve meslek
hastaligr nedeniyle toplam 2554 kisi hayatin1 kaybederken, siirekli i goremez hale
gelenlerin sayis1 ise 13087’ ulasmistir (SGK Istatistikleri). Kazalarin en ¢ok goriildiigii
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il Zonguldak olmustur. 13 Mayis 2014 tarihinde Tiirkiye’nin en biiylik maden kazasi
Manisa’nin Soma ilgesinde meydana gelmis ve 301 kisi hayatin1 kaybetmistir. Diinya
iilkeleri arasinda Tiirkiye “Oliimlii maden kazalar1 siralamasinda” ilk sirada yer
almaktadir. Diinya’nin diger iilkelerinde maden kazalar1 nicelik ve nitelik olarak
azalirken, Tirkiye’de bu durum giderek artmaktadir. Sorunun bir diger iiziicii boyutu
olaylar sonucu meydana gelen sakatlanmalar ve meslek hastaliklarina iligkindir. “En
basta yasama hakki olmak tlizere is saglig1 ve giivenligi hakkina agik¢a aykiri diisen bu
ac1 olaylarin ve gelismelerin, “madenciligin dogasi/ riski” ya da “ka¢imilmaziik”
kavramlari ile agiklanabilmesine olanak yoktur” (Soma Maden Faciasi Raporu, 2014:
145).

“Kazalarin baslica nedenlerinin alt yap1 ve teknoloji ile ilgili Onlenebilir
sorunlardan kaynaklanmasi, denetim ve yaptirimlarin tekrar gozden gegirilmesi
gerekliligini ortaya koymaktadir. Kazalar sonucu yasanan kayiplar ile birlikte ekonomik
boyutun da incelenmesi ve konu ile ilgili yapilan ¢alismalar da dikkate alinarak bu tiir
kayiplarin onlenmesi i¢in bir madencilik sektorii stratejisi belirlenmesi gereklidir.”

(TEPAV Raporu, 2010: 6).

Madencilik sektoriinlin diger sektorlere gore yiiksek riskli olmasi, meydana
gelen kazalarin Oniinlin alimamayacagt ya da en azindan zararlarin minimize
edilemeyecegi anlamina gelmemektedir. Olaylarin seyri Tiirkiye’de madenlerin ve
maden politikalarinin yeniden yapilandirilmasimi gerekli kilmaktadir. Ancak o6zellikle
maden politikalarindan kaynaklanan nedenlerle bu gereklilige uygun davranilmadig:
gibi; glinlimiizdeki Ozellestirme uygulamalar1 ile olsun, isletme hatalar1 ile olsun
facialara adeta davetiye cikarilmaktadir. Olgular, facialarin neden oldugu
magduriyetlerin azalacaglr konusunda iyimserlik asilamaktan uzaktir (Tiirkiye Barolar
Birligi Maden Facias1 Raporu, 2014: 24).

“Komiir madenciligi tehlike tahminleri, acil sistemlerin yonetimi agisindan insan
yasaminda ¢ok onemlidir. Afet ozelliklerinin tanimlanmasi durumunda, bu tahminler
onemli rol oynamaktadir. Bu 6zellikler kazalarin frekans dagilimi ve diger felaketlerin
biiyiikliigii dagilimidir. Her bir istatistiksel dagilimi agiklayan gergek parametreler
vardir” (Calisma ve Sosyal Giivenlik Bakanligi, KOBI'ler i¢in Is Sagligi ve Giivenligi
Yonetim Rehberi — Maden Sektorii, 2011: 44).
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Yapacagimiz uygulamada, tek bir degisim noktasi icin poisson siireci
incelenecektir. Poisson siirecinin segilmesinin amaci, maden kazalarini belirli bir zaman
icinde meydana gelmektedir. Analizde, A;,4, ve rtahminleri elde edilecektir.
Simiilasyon sonucunda Tiirkiye’nin maden kazalar1 verilerinden yararlanarak tahminler
ortaya konulacaktir.

3.2. Poisson Degisim Noktas1 Modeli

Tiirkiye’nin 1983 ile 2014 yillar1 arasinda meydana gelen maden kazalarinin
degisim noktasi analizi yapilacaktir. Komiir verilerinde, meydana gelen afetlerin yillari

ve o yilda meydana gelen kazalarin sayisi1 gosterilmektedir.

R programina ait kod sayfast EK-1’de verilmistir.
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Grafik 3. 1: Tiirkiye’deki Komiir Madenlerindeki Yilik Patlama Sayisi

Grafik 3.1.’de yillar itibariyle kazalarin sayisinda bir degisiklik oldugu garfikte
goriilmektedir. Frekans vektorleri bazi yillarda sifir oldugunda o yili atar, bu nedenle
degisim noktas1 analizi siralanarak uygulanir. 1900’Ih yillarda kazalarin oranlarinda
diisiis oldugu goriilmektedir. Boylece ilk modeldeki sayisal degerlerin bagimsiz Poisson
ortalamalarmma sahip I'zaman once A, ve I zamanindan itibaren A, oldugunda
A,< A oldugu beklenir. Bu olasi bir durumdur. Birden fazla degisim noktas1 oldugu

diistiniilebilir. Bayesyen analiz i¢in li¢ parametrenin 6nsel dagilimina ihtiyacimiz vardir
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(T'; 4, ; A,). Eger parametreleri bagimsiz ve kojeguate formda ele alirsak, sonsal
dagilim analitik olarak bulunabilir (Gamerman & Lopes, 2006: 143), fakat gerg¢ek
onseller bagimsiz dagilima sahiptir (4,;4,). Gilks ve arkadaslar1 (1996)’da Markov

zinciri Monte Carlo simiilasyonu ¢erg¢evesinde yeniden agirliklandirilarak daha fazla
karmasik radyo karbon tarihleme i¢in uygulama yapmanin daha kolay oldugunu ortaya
koymuslardir.

R programina ait kod sayfast EK-1’de verilmistir.

Yi ‘deki 1 degeri ilk y1l olan 1983 yilindaki kazalarin sayisin1 gostersin. Degisim
noktasinin k yilda ortaya ¢iktigini varsayalim ve i yildaki kazalarin sayisi poisson rassal
degisken oldugunda,

Y, = Poisson (1)  i=1,.....K
Y~ Poisson(1) i=k+1,...,n
2014 yilinda biten n=32 tane olmak {izere gézlem vardir.
Bayesyen modelin bagimsiz onsellere sahip oldugunu varsaydigimizda,
k ~Uniform (1,2,........,n)

u~Gamma (0.5,b,)
A ~Gamma (0.5,b,)

Do D

Ilave edilen “tve "2 parametreleri pozitif ¢oklu ki-kare rassal degisken olarak

bagimsiz dagilirlar. Bunun sonucunda,
by|Y, u, A,b, k ~ Gamma(0.5,  +1)
b,|Y, 1, A,b, k ~ Gamma(0.5, 1 +1)

k
S, = Y, =S5 — . -
K Zi:l tve S =50 ~S¢ Gibbs smeklemini uygulamak i¢in, tam olarak belirtilmis

u,A,b veb,

kosullu dagilimlara ihtiya¢ vardir. icin kosullu dagilimlar asagida

verilmistir.

H]y, 2,0,,b, k ~ Gamma(0.5+ S,k +b, )
Ay, 1.,,b, k ~ Gammal0.5+S;,n—5+b, }
b,|y, 1, 4,b, .k ~ Gamma(0.5, us +1);
b,|y, 11, 2,0,k ~ Gamma(0.5, 4 +1),
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Degisim noktasi olan k’nin sonsal dagilimi ise olabilirlik fonksiyonudur.

L(Y;k, 2, 2)
> LY )

f(klY,,2,b.b,)=

(3.1)

Sk
L(Y;k, p2,A)= ek“—ﬂ)(%j

Degisim noktas1 analizinde model tanimlanirken, Gibbs 6rneklem algoritmasi

(G(a,b)Gamma(sekil = a,oran =b)

dagilimini tanimlar).

1. 1:n’e kadar k rassal olarak belirlendiginde, ve A0y, 0, 08N o adar
tanimlanir.

2. Herbir iterasyon i¢in t=1,2....."ye kadar tekrarlanir.

) G(0.5+ 8, g k(t-2)+by(t-2)),,  u(t) lugturalur.
b) G(05+ Sy n—K(t-1)+b,(t-1). . (1)
o) G05, u(t)+1)-gey b1(8) ousturutur,
d) GO5.A(t)+1)-gen 02(t) opusturutur.

e) Muibyb,

olusturulur.

degerleri 3.1°deki esitlik glincellenerek multinominal

dagilimdan k(t) olusturulur.

f) X (t) = (:u(t)’ ﬂ’(t)’ bl (t)’ b2 (t)’ k(t)) (Her bir deger kabul
edilmektedir.)
g) t’ye kadar artmaktadir.

Asagida belirtildigi gibi Gibbs ornekleyicisi ¢iktisindaki degerler, 200 adet burn-

in atildiktan sonra elde edilmistir. Tahmin edilen degisim noktasi ortalamasi k= 36.

N

Poisson u  ortalamasi 0,3 ve Poisson A ortalamasi 0,1 dir.
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HISTOGRAM VE MARJINAL YOGUNLUKLAR
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Grafik 3.3: Komiir Madenciligi Kazas1 I¢cin Degisim Noktas1 Analizinden Ortaya
Cikan M, A, Ve K ‘Nin Dagilim
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Sonsal dagilimlar Markov Zinciri Monte Carlo simiilasyonu yardimiyla da
uygulanabilir. Chib (1998)’in uyguladig1 R paket programi altinda MCMCpack arayiizii
yiiklenerek MCMCpoissonChange C++ kodlu altyapiya sahiptir. Bu durum oranlar i¢in
bagimsiz gamma Onselleri ve gecis noktalar1 i¢in beta onsellerine sahiptir.

R programina ait kod sayfas1 EK-1’de verilmistir.

~ ———Traceof (Intercept) regimel

A g PPN

1000 1200 1400 1600 1800 2000 0.0 02 04 06 08 10 12
Trace of (Intercept) regime? Density of (Intercept) regime?

T T T T T T T T T T
1000 1200 1400 1600 1800 2000 1 2 3 4

Grafik 3.4: iz ve Yogunluk Grafikleri

Grafik 3.4°’de MCMC uygulamasi sonucunda elde edilen iz grafikleri ve
yogunluk grafikleri gorilmektedir. Bu grafiklerde, hata terimlerine ait varyans
tahminlerinin iterasyon boyunca olusturduklari zincirler goriilmektedir. Iterasyonlar
boyunca olusan zincirlerin kuvvetli oldugu sdylenebilir. Biitiin degerlerin belirli bir
bolgede sabit, otokorelasyonun olmadigini ve yakinsamanin saglanmis oldugu
goriilmektedir. Buradaki her 100 iterasyonda giincellenen 1000 iterasyon i¢in olan

grafiklerdir.
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MCMCpoissonChange Posterior Sample
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Grafik 3.5: ACF Grafigi

Grafik 3.5°de varyanslara iliskin otokorelasyon fonksiyonlar1 grafiksel olarak
gosterilmektedir. Grafikte gézlem degerlerinin diislisii hizli oldugu goriilmektedir. Hata
terimine ait varyansin Monte Carlo tahmininin standart hatasinin kiigiik oldugu

sOylenebilir.
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Posterior Regime Probability
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Grafik 3.6: Sonsal Olasilhiklar
Yukaridaki grafikte her daire c¢izgisi her bir rejimin degisen olasiliklarini
gostermektedir. Rejim olasiligr 1°den baglayip O civarinda diisiis gostermektedir. Bu
deger 2000’11 yillara denk gelmektedir. Tahminler sonucunda 2000 ile 2005 yillar

arasinda maden kazalarinda Poisson degisim noktasina sahip oldugu goriilmektedir.
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Tim bu bilgiler gosteriyor ki, m=1 degisim noktasini ariyoruz ve ortalama
sayilar 4, i¢in gamma (1,1) onseli belirtilir. Bu yaklagimla, MCMC’ye gore yapilmis

tiim kodlama ve tasarimlarin hizli ama genel olmadig belirtilir.

05

04

03

02

1985 1990 1995 2000 2005 2010 2015

Sekil 3.1. Yillar itibariyle Felaket Oranlarinin Sonsal Dagiimi. (Kirmizi Kesikli
Cizgi Medyan1 Gosterir.)

MCMC tekrarlamali bir diizen olarak parametrelerin baslangic degerlerini
saglamamiz i¢in vardir. Her bir ¢alisma icin ayr1 baslangi¢ degerleri veya rassal
sonuglart verecek bir liste fonksiyonu saglamak miimkiindiir. 2003 yilinda Poisson

degisim noktas1 oldugu gortilmektedir.
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SONUC VE ONERILER

Bayesyen yaklasim, istatistiksel model se¢iminde ve hipotez testlerinde yaygin
olarak kullanilmaktadir. Son yillarda kullanimi artan MCMC yontemi ile elde edilen
modellerin sonsal dagilimlarin1 kullanan Bayesyen model se¢im problemlerinde 6zel
olarak kullanigl olup,pek cok caligmada kullanilmaktadir. En ¢ok kullanilan MCMC

yontemleri, Gibbs drnekleme algoritmasi ve Metropolis-Hasting algoritmasidir.

Bu c¢alismada, Bayes analizi MCMC yontemleriyle hesaplanarak, R yazilim
programiyla, maden kazalar1 verileri kullanilarak Markov Zinciri Monte Carlo
Simiilasyonu degisim noktasi analizi yapilmistir. Boylelikle her bir parametreye iliskin

sonsal dagilimlar1 hesaplayarak, marjinal sonsal dagilim grafikleri ortaya ¢ikarilmistir.

Tiirkiye’nin 1983 ile 2014 yillar1 arasinda meydana gelen maden kazalarinin
degisim noktast analizi yapilmistir. Komiir verilerinde, meydana gelen afetlerin yillari
ve o yilda meydana gelen kazalarin sayis1 gosterilmekedir. R kodlar1 R programina
girilerek analizler yapilmustir. Ilk olarak yillar itibariyle meydana gelen maden
kazalarinin ¢izgi grafigi ¢izilmistir. Grafikte, 1900’l1 yillarda kazalarin oranlarinda

diisiis oldugu goriilmiistiir.

2000’11 yillarda gozlenen azalma giderek artmistir. Bu yillardaki komiir
sektorlindeki degisiklikler, 2000’li yillarin sonlarina dogru emek verimliliginin iyice
diismesine neden olmustur. Olas1 bir nedensel baglanti endiistriyel kaza oranlarinin
isyerinde sosyal iliskilerin isleyisi durumuna bagli oldugunu iddia eden Dwyer
tarafindan Onerilmektedir. Kaza oranlarindaki artisa mesai gibi yiiksek isgiicii
verimliligi de iliskili olabilir. Analizde kullanilan Gibbs 6rneklemi tahmin i¢in uygun
bir yontemdir. Ciinkii, biitiin sonsal dagilimlari vermektedir. Yapilan analizler
sonucunda iz grafikleri, histogram ve marjinal yogunluklari hesaplanmistir. Yapilan

analiz sonucunda, tahmin edilen degisim noktast ortalamasi k= 36. Poisson

N A

H ortalamasi 0,3 ve Poisson 4 ortalamasi 0,1 bulunmustur. Daha sonra, yapilan MCMC

analizi sonucunda 2003 yilinda Poisson degisim noktasi bulunmustur.
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MCMC analizi sonucunda bulunan 2003 yilinin maden kazalariyla ilgili olarak
bir kirilma noktasi oldugu goriilmiistiir. Tas komiirli tiretiminin TTK ve taseronlari
tarafindan yapilmasi disinda 2000 yili sonrasinda 6zel isletmeler tarafindan da {iretim
yapilmaktadir. Kazalar sonucu meydana gelen 6liim sayilarina TTK ve 6zel isletilen
maden ocaklart ayriminda bakildiginda milyon ton iiretim basina diigen 6liim sayisinin
ozel isletmelerde daha fazla oldugu gériilmektedir. Ozel isletmeli maden ocaklarinda
2000 yilindan itibaren iiretim yapilmakta fakat asil {iretim artis1 2005 yilindan itibaren
goriilmektedir. Ozel ocaklarda iiretim basma diisen 6liim sayisinin, 2003 yilinda bir
sicrama gostermesinin nedeni 2002 yilina gére hem diretimin diismesi hem de kaza

sonucu dlen kisi sayisinin iki katina ¢ikmasidir.

Literatiirde konu ile ilgili ¢aligmalar ve iilke drnekleri ile, maden ocaklarinda
kullanilan sistemlerin ve teknolojinin kazalarin meydana gelmesi ve 6liim oranlarinin
seviyesi ile iliskili oldugu goriilmektedir. Modern tekniklerin kullanildig1 bir maden
ocagl ile klasik yontemler ile calistirllan bir maden ocaginin karsilastirildigr bir
calismada yeni teknolojilerin kullanilmasinin klasik yontemlere gore hem verimliligi
arttirdigt hem de kazalar sonucu zarar goren kisi sayisimi azalttigi gosterilmistir.
Bununla birlikte is gilivenligini gelistirmek iizerine sistematik egitim programlarinin

etkisi lizerinde 6nemle durulmaktadir (Sari, Duzgun, Karpuz ve Selcuk, 2004).

Konu ile ilgili uzmanlarin goriisleri de, kazalar sonucu meydana gelen 6liimlerin
1 saghgr ve giivenligi konusundaki eksik uygulamalardan kaynaklandigin
desteklemektedir. Kazalar ve oliimlerin nedenleri arasinda havalandirma sistemlerindeki
sorunlar, kagis yollar1 yetersizligi, kisisel koruyucu donanimlarin yetersizligi gibi
altyap1 ve teknolojik sorunlar sayilmaktadir. Bu tiir problemlerin dnlenebilir oldugu ve
15 saghigt ve giivenligi ile ilgili denetim ve yaptirim yetersizliklerinden kaynaklandigi

uzerinde 6nemle durulmaktadir.

Tiirkiye’de maden ocaklarinda meydana gelen patlamalar ve yanginlarin
nedenleri arastirildiginda; genel nedenlere benzer sekilde {iretim yOnteminin
gereklerinin tam olarak yerine getirilmemesi, liretim plan ve projesinin bulunmamasi ve

havalandirmadaki eksiklik ve aksakliklar ilk siralarda yer almaktadir (Gtliyagiiler, 2002).
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Sonug¢ olarak, tek asamali yapilan poisson degisim noktasi analiziyle 2003

yilinin maden kazalar1 sonucunda degisim noktasi oldugu goriilmiistiir.
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Terimler Sozliigii

A More Formal Derivation: Resmi Tiiretme

An Informal Derivation: Resmi Olmayan Tiiretme
Aperiodic: Periyodik Olmayan

Burn-in: Bellege yazmak

Conjugate Prior: Eslenik Onsel

Diffuse: Yaygin

Ergodic: Ergodik

Expectation Maximization: Beklenti Maksimizasyonu
Flat: Sabit

Gaussianquadrature: Karesel Gauss

Importance sampling: Onem Orneklemesi
Irreducible: Indirgenemez

Null: Bos

Periodic: Periyodik

Prior Distrubition: Onsel Dagilim

Posterior Distrubition: Sonsal Dagilim
Recurrence: Geri Doniislii

Reversible Jump M-H: Tersinir Atlamali M-H
Stationary: Duraganlik

Uniform: Tek diize
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EK-1: R KODLARI

Uygulamada isletilen R programina ait kod sayfas1 asagida verilmistir.

library(changepoint) #for komiir,

data(coal)
coalData<-read.csv("C:/Users/burcu/Desktop/komiir.txt")
#display the data

coalData
y.kaza
119833
219840
319850
41986 0
51987 1
619880
719890
81990 2
919910
101019921
111119930
12121994 0
131319951
14141996 0
15151997 0
16 16 1998 0
17 17 1999 0
18 18 2000 0
19192001 0
20202002 0
212120032
22 22 2004 2
232320051
24 24 2006 1
25252007 8
26 26 2008 0
27 27 2009 1
282820104
292920111
303020123

O©oo~NoolhwN -
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313120132
32322014 2

year <- floor(komiir)
data(komiir)

y <- table(year)
plot(y) #a time plot

y<-floor(komiir[[1]])

y<-tabulate(y)

y<-y[1983:length(y)]

Komiir madenciligi kazalarmin yillik sayisinin Siralanmast:
3000100201001

0000000022118

0141322

R Kodlar:

post.k post.mu post.lambda
[1,] 36.9130 0.6146246 0.09067994
[2,] 35.7095 0.6258379 0.09179542
[3,] 34.5105 0.6336644 0.09351841

[4,] 37.3080 0.6188674 0.09066087

R kodu asagidaki gibidir:

> ## D is an integer vector of N = 32 counts.

> library(MCMCpack)
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> fit <- MCMCpoissonChange(D ~1, m=1,c0=1,d0 =1,
+ burnin = 1000, mcmc = 1000)
> plot(fit); par(mfrow=c(1,1))
> acfplot(fit); effectiveSize(fit)
(Intercept)_regimel (Intercept)_regime2
782.2126 1000.0000

> summary(fit)

Iterations = 1001:2000
Thinning interval = 1
Number of chains = 1
Sample size per chain = 1000

1. Her bir degiskenin ortalama, standart sapma ve ortamalarin standart hatasi:

Ortalama  Standart Sapma Standart Hata Zaman Serisi Standart Hata

regimel  0.4669 0.1623 0.005133 0.005804
regime2  2.1423 0.4316 0.013648 0.013648
2. Kartiler

25% 25% 50%  75% 97.5%
regimel 0.2044 0.3481 0.4452 0.5596 0.8525

regime2 1.3952 1.8333 2.1143 2.4064 3.0682

> plotState(fit)

> plotChangepoint(fit, start = 1983)
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