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TURKCE OZET

Karar agaclari, siniflama ve regresyon probleminin ¢oziimiinde ¢ok asamal1 ve ardisik
bir yaklasim ile karmasik yapidaki verileri asamali bir hale doniistiirerek basit bir karar verme
islemini gergeklestirmektedir. Sagkalim agaglari ve ormanlari iSe parametrik ve yari
parametrik modellerin popiiler parametrik olmayan bir alternatifidir. Bu yontemler diger
yontemlere gore oldukca esnek olup daha 6nceden belirlenmeden etkilesimlerin otomatik
olarak ortaya konulmasini saglarlar.

Kosullu c¢ikarsama agaglart (KCA) yontemi, iyi tanimlanmis kosullu ¢ikarsama
prosediirleri i¢inde agac tabanli regresyon modellerinin parametrik olmayan bir sinifidir.
Kosullu c¢ikarsama agaglar1 yontemi siniflayici, siralayici, sayisal, sansiirlii ve bunlara ek
olarak coklu yanit degiskenleri ve rasgele 6lcekle Olceklendirilmis ortak degiskenleri iceren
tlim regresyon problemlerinde uygulanabilir.

Kosullu ¢ikarsama ormanlari (KCO), c¢ok sayida KCA’nin birlestirilmesiyle
gerceklestirilen bir sagkalim ormani yontemidir. KCO yontemi, sansiirlenme varliginda
topluluk 6grenmesi icin birlestirilmis ve esnek bir yapr dnermektedir. Bu yontem sagdan
sanstirlii veriler i¢in hastalarin sagkalim zamaninin tahmininde kullanilir.

Rasgele sagkalim ormanlar1 (RSO) yontemi, rasgele ormanlar yonteminin bir
uzantisidir. Bu yontemde rasgelelik iki sekilde tanimlanmaktadir. Ilk olarak agacin biiyiimesi
icin verinin rasgele olarak bootstrap drnekleminden ¢ekilmesi, ikinci olarak ise agacin her bir
diiglimiinde ayirma i¢in ortak degiskenlerin alt kiimelere rasgele olarak secilmesidir. RSO
yontemi, diisiik genelleme hatasini siirdiiriirken zengin sinif ayrimlart saglamaktadir.

Bu calismada KCA, KCO ve RSO yontemleri aciklanmis ve simiilasyon ¢alismasi ile
sagkalim ormanlar1 yontemleri olan KCO ve RSO’nun performanslari karsilastirilmistir.
Simiilasyon ¢aligmasindan elde edilen sonuglara gére RSO yonteminin KCO’ ya gore daha iyi

performans gosterdigi belirlenmistir.

Anahtar Kelimeler: Agac-tabanli yontemler, Kosullu Cikarsama Agaglari, Kosullu

Cikarsama Ormanlari, Rasgele Sagkalim Ormanlari.
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INGILIZCE OZET

Comparison of Tree-Based Methods Used in Survival Data

Decision trees, carry out a simple decision process by transforming data which are in a
complex structure to a gradual form, using multi stage and sequantial approach in
classification and regression problems. Survival trees and forests are popular non parametric
alternatives of parametric and semi-parametric survival models. These methods are more
flexible than the other methods and provide putting forward the interactions automatically
which have not been determined before.

Conditional inference trees (Ctree) is a non-parametric class of regression trees
embedding tree-structured regression models into a well defined theory of conditional
inference procedures. It is applicable to all kinds of regression problems, including nominal,
ordinal, numeric, censored as well as multivariate response variables and arbitrary
measurement scales of the covariates.

Conditional inference forests (Cforest) is a survival forest method which is conducted
by combining a large number of Ctrees. Cforest propose an unified and flexible framework
for ensemble learning in the presence of censoring. The methodology is utilized for predicting
the survival time of patients for right cencored data.

Random survival forests (RSF) methodology extends Breiman’s random forests (RF)
method. In RF, randomization is introduced in two forms. First, a randomly drawn bootstrap
sample of the data is used to grow a tree. Second, at each node of the tree, a randomly
selected subset of covariates are chosen as candidate variables for splitting. In addition, RSF
enables to approximate rich classes of functions while maintaining low generalization error.

In the present study, Ctree, Cforest and RSF methods have been explanined in detail
and the performances of the survival forest methods namely Cforest and RSF have been
compared with the simulation study. According to results the simulation part of the study, it is

determined that the RSF method performs better than the other two tree-based method.

Keywords: Tree-Based Methods, Conditional Inferences Trees, Conditional

Inferences Forests, Random Survival Forests.
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1. GIRIS

Agac tabanli yontemler, bir problemi olusturan veri setlerinin yapisina gore bir agag
yapist seklinde siiflandirma ve regresyon modelleri olusturmaktadir. S6z konusu agag
yapilarinin olusturulmasinda kullanilan karar kurallarinin anlasilabilir olmasi yontemin
kullannmin1 yaygin hale getirmistir. Karar agaglari, siniflama ve regresyon probleminin
¢coziimiinde ¢ok asamali ve ardisik bir yaklasim ile karmasik yapidaki verileri asamali bir
hale doniistiirerek basit bir karar verme islemini gergeklestirmektedir (Safavian ve ark.,
1991).

Siniflama ve regresyon agaglar1 (SRA) bagimsiz degiskene ait hi¢gbir 6n kosul one
stirmeden kesikli ya da siirekli bagimli degiskenin smif {iyeligini tahmin etmeye yarayan
parametrik olmayan bir analiz yontemidir. Bu modeller kategorik ya da siirekli bir ya da
birden fazla bagimsiz degiskenin kombinasyonlarini kullanarak tekrarlamali ikili homojen
boliinmelerle bagimli degiskendeki degisimi ortaya c¢ikarmayi ve bagimli degiskenin
degerlerini tahmin etmeyi saglamaktadirlar. Bagimsiz degiskenlerin bagimli degisken
iizerindeki etkisinin ve aralarindaki etkilesimin gorsel olarak ortaya konulmasi karar agaci
modelleri ile miimkiindiir. Aga¢ modellerinin isleyis yapisi, bagimsiz degiskene ait temel
basit sorulardan alinan cevaplarin olusturdugu yollar1 (aga¢ dallar) takip etmektedir. Bu
yollar ise (aga¢ dallar1) bagimli degiskeni hangi bagimsiz degisken ya da degiskenlerin
etkiledigini gosterir. Genel olarak eger bagimli degisken kategorik ise yontemin adi
siniflandirma agaci, siirekli ise regresyon agaci olarak isimlendirilmektedir. (Breiman ve
ark., 1984).

Siniflama ve regresyonda kullanilan aga¢ tabanli yontemler ilk olarak sosyal bilimler
alaninda uygulanmis olup (Morgan ve Sonquist, 1963) sonrasinda istatistik alaninda
yapilan ¢alismalarla agac tabanli yontemlerin uygulamali ve teorik yonleri ele alinarak
agac yapilar1 icin yeni algoritmalar Onerilmistir (Brieman,1984). Ayn1 donemlerde karar
agaclar1 makine 6grenme ve mithendislik alanlarinda kullanilmaya baslanmistir (Breiman

ve ark., 1984; Morgan ve Sonquist,1963).

Agag topluluklarina iligkin yontemlerle ilgili olarak bagging, boosting ve rastgele
orman olarak adlandirilan ¢esitli yontemler 6nerilmistir. Bagging tahmin edicilerin ¢oklu
versiyonlariin iiretilmesi ve kiimelenmis tahmincilerin elde edilmesinde bu c¢oklu
versiyonlarin kullanilmasi igin ‘bagging trees’ yontemi Onerilmistir (Breiman, 1984).

Tahmin edicilerin ¢oklu versiyonlari, 6grenme setinin boostrap tekrarlarinin yapilmasiyla



elde edilmistir ve kiimeleme boostrap tahminlerinin ortalamasinin alinmasiyla
gerceklestirilmistir. Sonrasinda rastgele seg¢ilmis alt uzayda olusturulan ¢oklu agaglarin
birlestirilmesi igin rastgele karar ormanlari yontemi Onerilmistir (Ho, 1995). Agac
yapraklarindaki sonsal olasilik tahminlerinin ortalamalarinin birlestirilmesi i¢in bir karar
ormani yontemi olan rasgele alt uzay yontemi Onerilmis olup (Ho, 1998) bu yontem
bagging ve boosting yontemleriyle karsilagtirilmistir.

Sagkalim analizi tipta cesitli hastaliklara iligskin risk, prognostik etkenler, tedavi
basaris1 vb. verilerin incelenmesinde biiylik 6nem tasimakta ve tibbin birgok alaninda
uygulanmaktadir. Sagkalim analizinin amaclar;; farkli zamanlarda sagkalim olasilig
tahminlerinin elde edilmesi, sagkalim siiresi dagiliminin tahmin edilmesi, farkli hasta
gruplarinin yasam siiresi dagilimlarinin karsilastiritlmasi olarak siralanabilmektedir.
Sagkalim analizindeki en Onemli gelismeler, yasam fonksiyonlarinin tahmini igin
gelistirilen Kaplan-Meier yontemi (Kaplan ve Meier,1958), iki yasam dagilimini
karsilastirmaya olanak saglayan log-rank testi (Mantel ve Haenszel,1959) ve sagkalim
analizinde sik¢a kullanilan yontemlerden biri olan yasam siiresi iizerinde etkili olan

faktorlerin belirlenmesinde kullanilan Cox regresyon (Cox,1972) modelidir.

Sagkalim analizinde kullanilan Cox regresyon analizinin varsayimlari, bagimsiz
degiskenlerin hazard fonksiyonu {izerindeki etkilerinin loglineer olmasi ve bagimsiz
degiskenlerin loglineer fonksiyonu ile hazard fonksiyonu arasindaki iliskinin ¢arpimsal
olmasidir. Bu iki varsayima ek olarak gozlemlerin birbirinden bagimsiz olmalari ve hazard
oraninin zamana gore degismemesi, yani sabit olmasi gerekmektedir (Cox, 1972). Cox
regresyon gibi yar1 parametrik yontemlerin yani sira hizlandirilmis basarisizlik zamani
(Accurated Failure Time - AFT) yontemi gibi parametrik yontemler de onerilmistir (Wei,
1992). Sagkalim agaglar1 ve ormanlar1 ise parametrik ve yar1 parametrik modellerin
popiiler parametrik olmayan bir alternatifidir. Bu yontemler diger yontemlere gore oldukga
esnek olup, belirli ayirma kriterleri kullanilarak bagimsiz degiskenler ile bagimli degisken
arasindaki etkilesimlerin ortaya konulmasini saglarlar. Ayrica, tek bir agac birimleri
bagimsiz degiskenler dikkate alinarak sagkalim ozelliklerine gore dogal olarak
smiflandirilabilirken, agaglarin kombinasyonu ile olusturulan aga¢ kiimeleri ile oldukga
giiclii tahmin edici araglar elde edilebilmektedir.

Bu tez caligmasinin amaci sagkalim verilerinde kullanilan aga¢ tabanli yontemlerden
rasgele sagkalim ormanlari (Random Survival Forests - RSO) ve kosullu gikarsama

ormanlar1 (Conditional Inference Forests - KCO) yontemlerinin orantisal hazard



varsayiminin saglandigi ve saglanmadigr durumlarda, sansiirlii sagkalim fonksiyonunun
farkli tahmin edicilerinin kullanilmasi durumunda ve farkli 6rneklem biiyiikliiklerinde

performanslarinin degerlendirilmesidir.



2.GENEL BILGILER
2.1.Agac¢ Tabanh Yontemler

Agac tabanli yontemler ortak degisken uzayini ayrik bolgelere tekrarli olarak ayirirlar
ve bunlara karsilik gelen verileri gruplara (diigiimlere) bolerler. Bdliinecek her bir diigiim
icin diigiimden elde edilen iki ¢ocuk diiglim arasindaki dagilimin ayrimi i¢in bir ayirma
Olciitii hesaplanir. Her bir ortak degisken i¢cin miimkiin tim diigiimler degerlendirilir ve
cocuk diigiimleri en iyi ayiran ayirma noktasi ve buna karsilik gelen degisken se¢ilir. Bu
prosediir diigiim sayisini artiracak sekilde her bir diigiim sadece birkag birim igerene kadar
tekrarli olarak uygulanir. Sonug olarak elde edilen model ikili bir agag olarak gosterilebilir.
Son olarak aga¢ elde edildikten sonra agact budamak ve boyutunu yeniden diizenlemek

i¢in ¢esitli kurallar bulunmaktadir (Akpinar,2000).

Bir aga¢ modelinde bagimsiz degiskenler X; ve X, olarak ele alinirsa, X; ve X,; [—1;
+1] tamm arahiginda degisen diizgiin dagilimdan rasgele olarak segilen n; ve n,
biiyiikliikteki 6rneklemlerin degisken degerlerine carpma kurali uygulandiginda asagidaki
sonuglar elde edilir. Bu sonuglara gore; X; . X, > 0 ise sonug pozitif, X; . X, <0 ise sonug
negatiftir. Bu ornekte bagimli degisken pozitif ve negatif olmak iizere iki seviyeye sahip
olmaktadir (Akpinar,2000).

X,<0 X;=0 X,<0 X,>0
Terminal Terminal Terminal Terminal
Diigiim Diigiim Diigiim Diigiim

+ - +

Sekil-1. Ornek Aga¢ Modeli

Aga¢ modellerinde karar verme noktalarina diigiim denmektedir. Sekil-1’deki agac

modelinde baslangic diiglimii, gbzlem degerlerinin tiimiinii ihtiva eden ve en karmasik



diiglim olan kok diiglimii ya da aile digimiidiir. Kok digimii iki alt diigiime (g¢ocuk
diigiimiine) boliniir. Cocuk diigiimlerinde heniiz karar verme gerceklesmemistir. Kok
diigiiminden her c¢ocuk diigiimiine bolinme gergeklestigi icin cocuk diglimil aile
diiglimiine gore daha homojendir. Daha sonra ¢ocuk diiglimleri ayirma kriterleri dikkate
almarak karar noktalarina yani terminal diigiimlere ulasilir. Terminal diiglimlerde ele
alman Ozelliklerin siif iyelikleri tanimlanir. Terminal diiglimler agactaki en homojen
diigiimler oldugu i¢in daha sonra boliinme gerceklesmemektedir.

Agac modellerinde, baslangi¢ diiglimiinden baslayarak ikili tekrarli ayirmalarla daha
homojen alt gruplara wulasilip karar noktalarinda bagimli degiskenin durumu
tanimlanmaktadir. Bu sekilde regresyon agaclarindaki diigiim noktalarinda yer alan
gozlemler sahip olduklar1 bagimsiz degiskenin degerlerine gore iki cocuk diiglimden uygun

olana atanirlar.

2.2.Agac¢ Tabanh Yontemlerde En Sik Kullanilan Algoritmalar
2.2.1. AID (Automatic Interaction Detection) Algoritmasi

Sosyal ve ekonomik olaylar1 daha giivenilir bir sekilde gosterebilmek i¢in standart
istatistiksel tekniklerin disinda yeni analiz tekniklerinin gelistirilmesi amaci ile Morgan ve
Sonquist tarafindan Onerilen otomatik etkilesim belirleme (Automatic Interaction
Detection-AlID) algoritmasi, karar agaci temelli ilk algoritmadir. Bu teknik en kuvvetli ve
en iyi tahmini gerceklestirebilmek icin bagimli ve bagimsiz degiskenler arasindaki tiim
iliskilerin incelenmesine dayanir. Teknikte en kuvvetli iliskiye sahip bagimsiz degisken
bulundugunda veri kiimesi bu bagimsiz degisken degerlerine gore ikiye ayrilmakta ve
siireg miimkiin boliinmeler tamamlanincaya kadar devam etmektedir. Ilk temelleri AID
yontemi ile atilan karar agaci modelleri cesitli algoritmalar ile siirdiiriilmistiir (Akpinar,

2000).

2.2.2.CART (Classification and Regression Trees) Algoritmasi

AID adli karar agact algoritmasimnin devami niteliginde olup orantisal, esit aralikli,
sirali ve isimsel Olcekle oOlgiilen degiskenler olmak iizere tiim degisken tiirleri i¢in
kullanilabilen smiflandirma ve regresyon agaglar1 (Classification and Regression Trees-
CART) algoritmas1 siniflandirma ve regresyon problemlerinde bir ¢oziim olarak

kullanilabilir.



CART, biitiin bagimsiz degiskenleri kullanip verileri alt gruplara ayirarak olusturulan
bir agactir. Siiflama ve regresyon agaclarinin en basinda herhangi bir parcalanma
icermeyen ve bagimli degiskenin yer aldigi kok diigiimii bulunur. Ilk olarak bu kék
digiimii iki par¢aya ayrilir. Bu iki parcaya ¢ocuk diigiimleri adi verilir. Regresyon
agacinin olusturulmasinda temel prensip, bagimli degiskenin maksimum homojenligi
saglayacak sekilde yinelemeli olarak iki ¢cocuk diiglime ayrilmasidir. Ayrilma ve bolinme
sonucu olusan diigiimler, alt kiime olarak da adlandirilir. Agacin olusturulma siirecinde
bagimli degiskenlerde yinelemeli olarak olusturulan herhangi bir c¢ocuk diigiimde
homojenlik miimkiin oldugunca saglanmissa bu diigiimlerde artik par¢alanma siireci sona
erer ve bu diigiim terminal olarak adlandirilir. Bu siirecte ¢esitli safsizlik dlgiitleri (Gini,
Twoing, Ordered Twoing ve Least 15 Squared Deviation) kullanilarak modele alinan
biitiin agiklayic1 degiskenler test edilir ve en iyi agiklayic1 degisken sirayla secilir. Sonugta
yeni olusacak olan diigimde en yliksek homojenligi saglayacak sekilde agiklayici
degiskenin kesim degeri (eger agiklayici degisken kategorik ise kategorisi) belirlenir
(Morgan ve Sonquist,1963; Brieman,1984).

2.2.3.CHAID (Chi-squared Automatic Interaction Detector) Algoritmasi

CART’1n disinda en ¢ok kullanilan karar agaci algoritmalarindan biri olan ki-kare
otomatik etkilesim belirleyici (Chi-squared Automatic Interaction Detector-CHAID)
algoritmas1 en iyi bolmeyi hesaplamak igin istatistiksel olarak anlamli bir farkliligin
olmadigi, hedef degiskene uyan ciftlerde tahmin degiskeninin olas1 kategori ciftini
birlestirmesiyle olugturulmustur. Bu algoritma istatistiksel anlamlilik konseptine sahip
olan ve durdurma kriterinin hipotez testlerine dayandigi ilk algoritmadir. Bu algoritma
istatistiksel bir testin anlamliligin1 kriter olarak kullanarak bir potansiyel 6n kestirici
degiskenin tiim degerlerini degerlendirir. Bagka bir ifade ile bagimli degiskene gore
homojen olarak degerlendirilen tiim degerleri birlestirir ve diger tiim degerleri heterojen
(benzer olmayan) olarak degerlendirir. Ardindan karar agacindaki ilk dalin formuna gore
en iyi On kestirici degiskenin se¢ilmesiyle her bir diigiimiin, segilen degiskenin homojen
degerlerinin bir grubunu olusturmasini saglar. Bu siire¢ aga¢ tamamiyla biiyliyene kadar
siirer. Kullanilan istatistiksel test, bagimli degiskenin 6lciim diizeyine baghdir. Ozellikle
biiyiik veri setlerine uygun olan, diger algoritmalara gore daha basit olan bir algoritma
kullanilarak ikili olmayan (bir diiglimden ikiden fazla dal ¢ikabilen) agaclar olusturur. Hem
strekli hem de kategorik degiskenler icin regresyon tipi ya da smiflandirma tipi

problemlerde uygulanabilmektedir.



Algoritma siniflandirma tipi problemlerde her adimda en iyi bolmeyi elde etmek igin

ki-kare testini, regresyon tipi problemlerde F- testini kullanmaktadir (Kass, 1980).

2.24.CRUISE (Classification Rule with Unbiased Interaction Selection and
Estimation) Algoritmasi

Siniflandirma kurali ve yansiz etkilesim se¢im ve tahmin (Classification Rule with
Unbiased Interaction Selection and Estimation-CRUISE) yo6nteminde, her bir diigiimde
veriye dogrusal diskriminant analizi yapilarak ayirma gerceklestirilir. CRUISE, CART ve
hizli yansiz etkin istatistiksel aga¢ (Quick Unbiased Efficient Statistical Tree-QUEST)
metotlarinda ortak amag, her bir terminal diigiimdeki 6rneklemin olabildigince saf oldugu
bir aga¢ elde etmektir. CRUISE yonteminin hizli ¢alisan bir algoritma olmasi ve az sayida
dala sahip karmagik olmayan agaclar olusturmas: gibi avantajlart bulunmaktadir (Kim,

2011).

2.2.5.QUEST (Quick Unbiased Efficient Statistical Tree) Algoritmasi

Isimsel ortak degiskenler, kukla degiskenler kullanilarak sirali degiskenlermis gibi ele
alindiginda degisken seciminde yanlhilik ortaya c¢ikmaktadir. Bu problemi ortadan
kaldirmak i¢in Onerilmis olan QUEST algoritmasinda siirekli ortak degiskenler igin
varyans analizinden elde edilen p degerleri kullanilirken, isimsel ortak degiskenler i¢in ise

ki-kare testinden elde edilen p degerleri kullanilmaktadir (Loh ve Shih,1997).

2.2.6.GUIDE (Generalized Unbiased Interaction Detection and Estimation)
Algoritmas

Stirekli bagimli degiskenler icin yansiz degisken se¢imi saglanmasi amaciyla
gelistirilmis olan bir bagka algoritma olan genellestirilmis yansiz etkilesim belirleme ve
tahmin  (Generalized Unbiased Interaction Detection and Estimation-GUIDE)
algoritmasinda ise modelden elde edilen artiklarin isareti ile her bir ortak degisken
arasindaki iliski ki-kare testinden elde edilen p degeri ile dl¢lilmektedir. Bu algoritmada
stirekli ortak degiskenler degisken se¢ciminden once dort diizeye kategorize edilmekte fakat
daha sonra modeller her bir diigiim iginde kategorize edilmemis ortak degiskenlere

uydurulmaktadir (Loh, 2002).



2.3.Sagkalim Analizi

Belirli bir hastaliga yakalanmig olan bir bireyin hastalik tanis1 konulduktan sonra veya
tedaviye basladiktan sonra daha ne kadar siire hayatta kalabilecegini ve hastaligin ne
kadar siire icerisinde tekrar niiksedebilecegini tahmin etmek ya da sagkalim siiresini
etkileyen faktorleri incelemek amaciyla gelistirilmis yontemler biitiinii Sagkalim analizi
olarak adlandirilmaktadir. Sagkalim analizi, arastirict tarafindan tanimlanan herhangi bir
olgunun ortaya ¢ikmasia kadar gegen siirenin incelenmesinde kullanilan ¢oziimleme
yontemleri toplulugudur. Bu analizler belirli bir siire i¢inde n sayidaki bireyden elde
edilen hayatta kalma siirelerinin dagiliminin yapisini inceleyerek, hayatta kalma siiresini
etkiledigi disiiniilen degiskenleri iceren modeller kurup bu yolla parametre tahmini
yapmay1l amaglayan tekniklerdir. Sagkalim analizinde sik¢a gegen basarisizlik terimi,
arastirilan durumun denekte goriilmesi durumu olarak aciklanabilir. Basarisizlik, canlilar
icin genelde 6liim veya hastalik anlamina gelir (Aalen, 1982).

Sagkalim analizinin temel amaglar ise asagidaki gibi ifade edilebilmektedir (Aalen,
1982):

e Tedaviden sonra hastalarin beklenen sagkalim siirelerinin tahmini, genel sagkalim ve

/veya hastaliksiz sagkalim egrilerinin elde edilmesi,

e Sagkalim karakteristiklerinin tahmin edilmesi ve yorumlanmasi,
e Hastaliklarin dogal seyrinin incelenmesi,

e Bagimsiz degiskenler ile sagkalim siiresi arasindaki iligkinin incelenmesi.

2.3.1.Sagkahm Siiresi

Sagkalim analizinde, calisma periyodunun baslangicindan (6rnegin tami tarihi,
tedaviye baslama tarihi, tibbi girisim tarihi vb.); 6liim, tedavi basarisizifi, hastaligin
niiksii, bir hastaligin ortaya ¢ikmasi ve bazen de tedaviye yanit, iyilesme gibi olumlu olan
belirli bir olaya kadar gegen siire sagkalim siiresi olarak tanimlanir (Lee ve Wang, 2003;
Zhao, 2008).

Sagkalim analizinde diger siire kavrami da izlem siiresidir. Izlem siiresi, ilgilenilen
olayin gergeklesip ger¢eklesmedigini gozlemlemek igin bir ¢aligmadaki bireylerin ne kadar

takip edilecegini belirten siiredir ve ¢alisma bagslangicinda belirlenir (Altman,1990).



Sagkalim siiresi, tedavi ve hastalik ile ilgili olmasinin yaninda; tipta bir cihazin (isitme
cihazi, platin vb) dmrii, ya da dis hekimliginde bir dolgunun, bir implantin dmrii de olabilir
(Van Belle ve Fisher, 1993; Kim ve Dailey,2008). Sagkalim siiresi; ilgilenilen olaya bagl

olarak yil, ay, hafta, giin gibi zaman birimleri olabilmektedir (Kleinbaum ve Klein,2005).

2.3.2.Sagkalim Analizinde Veri Tiirleri

fleriye doniik izleme calismalarinda en sik karsilasilan problemlerin basinda,
deneklerin arastirma periyodu siiresince tam olarak izlenememesi ve uzun siiren
izlemelerde hastalara uygulanan tedavi yontemlerindeki olas1 degisiklikleri gosterebiliriz.
Bir ¢alismada, ilgilenilen olay bir bireyin sagkalim siiresi oldugunda, her bir bireyin
caligmanin baglangicindan sonuna kadar gézlem altinda bulundurulmasi ¢esitli nedenlerden
dolay1 olanaksizdir ve tam olarak izlenemeyen hastalar, izlendikleri siire kadariyla
coziimlemeye alinir. Bu durumda veri sanstirliidiir denir. Genel olarak 3 tip sansiirlii veri
bulunur. Bunlar; sagdan sansiirlii veriler, soldan sansiirlii veriler ve aralik sansiirlii

verilerdir.

I. Sagdan Sansiirleme

Basarisizlik olarak adlandirilan (6lim, bozulma, c¢ilirime vb.) olay, calisma i¢in
belirlenen bir sonlanim noktasina ya da ¢alisma sonug¢lanana kadar gergeklesmezse, bireyin
yasam siiresinin uzunlugu calismanin sonlanma zamaninin sag tarafina gecer. Boyle bir
durumda, bu bireyin yasam siiresi kesin olarak bilinmeyecek ve birey gozleme
alinmayacaktir. Yani, bireyin sagkalim siiresi sansiirlenecektir. Bu tip sansiirlemeye

“sagdan sansiirleme” denir.

ii. Soldan Sansiirleme

llgilenilen olaymn belli bir zamandan 6nce gergeklestiginin bilindigi, ancak kesin
olarak zamanmin bilinmedigi durumda soldan sansiirlii veriler ortaya ¢ikar

(Stevenson,2009).

iii. Aralik sansiirlii veriler

Calisma periyodu igerisinde, ilgilenilen olaymn iki zaman arasinda gerceklestigi
bilindiginde fakat kesin olarak hangi zamanda meydana geldigi bilinmediginde ortaya

c¢ikan veri tipidir (Stevenson, 2009; Klein ve Moeschberger, 2005).
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2.3.3.Sagkalim Analizinde Kullanilan Bazi Onemli Fonksiyonlar

Sagkalim siirelerini tanimlamak i¢in temel olarak 3 tip fonksiyon kullanilmaktadir.
Bunlar; olasilik yogunluk fonksiyonu, sagkalim fonksiyonu ve hazard fonksiyonudur. Bu

durumda asagidaki tanimlar verilebilir.

i. Olasihik Yogunluk Fonksiyonu

T sagkalim siiresini gosteren bir siirekli rasgele degisken olmak tiizere T rasgele
degiskeninin olasilik yogunluk fonksiyonu basarisizlik zamaninin tam olarak t aninda

olmasi olasiligidir. Olasilik yogunluk fonksiyonu asagidaki gibi tanimlanir:

P(t<T <t+At)
At

f(®) = Jim )

ii. Sagkalim Fonksiyonu

Sagkalim fonksiyonu S(t), T rasgele degiskeninin belirlenmis bir sagkalim siiresi

t’den daha biiyiik olmas1 olasiligin1 vermektedir. Bu tanima gore;

SO =P(T>t)=[_ f(s)ds 0<t<oo (2)

Sagkalim fonksiyonunda t, kuramsal olarak O ile oo arasinda bir deger aldigindan

sagkalim fonksiyonu diizgiin bir egri seklinde olur.
Tiim sagkalim fonksiyonlar1 su li¢ 6zelligi tasimaktadir (Kleinbaum, Klein );

1. Artmayan fonksiyonlardir. t arttik¢a sagkalim fonksiyonu monoton azalir.

2. t=0 aninda S(t) =S(0) =1 esitligi mevcuttur. Bu higbir denegin t=0 aninda
tanimlanan olayr yagamamis oldugunu ve sagkalim olasiliginin 1’e esit oldugunu
gosterir.

3. t=o00 anindaS(t) = S(c0) = 0 esitligi mevcuttur. Bu c¢alisma periyodu teoriksel
acidan limitsiz bir sekilde arttiginda artik hicbir denegin hayatta kalmayacagini ve

sagkalim olasiliginin 0 olacagini gosterir.
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Yukarida tanimlanan ¢ oOzellik sagkalim fonksiyonlarinin teorik oOzellikleridir.
Gergekte sagkalim fonksiyonlari basamak seklinde elde edilir. Ayrica sagkalim siireleri
uygulamada hig¢bir zaman sonsuz olamayacagindan ve ¢alisma siiresi boyunca tanimlanan

olay1 baz1 bireyler yasamayacagindan S(t) sifir olmak zorunda degildir.

iii. Hazard Fonksiyonu

Hazard fonksiyonu, t anindaki basarisizligin kosullu yogunluk fonksiyonu olarak
tanimlanir. Hazard fonksiyonu, t zamanina kadar ilgilenilen olaymn gergeklesmedigi
bilindiginde, [t,t + At] araliginda gerceklesmesi olasiligidir ve ilgilenilen olayin anlik
olasiligini veren bir fonksiyondur (Aalen, 1982). Hazard fonksiyonu esitlik-3’deki gibi

tanimlanir :
 PtST<t+At |T>0)
h(t) = Alél—nm At ®

w. Kiimiilatif Hazard Fonksiyonu
Kiimiilatif hazard fonksiyonu t zamanina kadar hesaplanan basarisizlik hizlarmin

kiimiilatif fonksiyonudur, Kiimiilatif hazard fonksiyonu H(t) ile gosterilir (Aalen, 1982).
Esitlik-4’deki gibidir;

H(t) = ft h(s)ds (4)
s=0

Hazard fonksiyonuyla sagkalim fonksiyonu arasindaki iligki esitlik-5’deki gibidir;
H(t) = —logS(t) veya exp(—H(t)) = S(¢) (5)

2.4.Sagkalim Verilerinde Kullamlan Aga¢c Tabanh Yontemler

Sagkalim verilerinde aga¢ tabanli yontemler, tamamlanmis veriler igeren geleneksel
regresyon ve siniflandirma agaci yontemlerinin bir uzantisidir. Sagkalim verilerinin analizi
icin gelistirilmis diger parametrik ve yar1 parametrik modellerin parametrik olmayan bir

alternatifi olarak gelistirilmislerdir (Gordon ve Olshen,1985). Tek bir aga¢ kullanilarak
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olusturulan modellerin tahmin performansini artirmak i¢in gelistirilmis olan rasgele
ormanlar yonteminin sansiirlii verilere uyarlanmasi ile sagkalim verileri i¢in ¢esitli agac

toplulugu yontemleri 6nerilmistir (Brieman, 2001).

2.4.1.Kosullu Cikarma Agaclar1 (Conditional Inference Trees- KCA) Yontemi

Tekrarli  bolme  algoritmalarinda  ¢esitli  safsizlik  Olgiitleri  yaklagimlart
kullanilmaktadir. Bu yaklagimin asir1 uyum ve ortak degiskenler arasindan se¢im yanlilig
olmak iizere iki temel dezavantaji bulunmaktadir. Asir1 uyum problemiyle ilgili olarak
algoritmanin istatistiksel anlamliliginin test edilmesi ve safsizlik 6l¢iitiindeki gelismenin

anlamli olup olmadiginin ortaya konulmasi gerekmektedir (Mingers, 1987).

Kosullu ¢ikarsama agaglart (KCA) permiitasyon testlerini kullanarak algoritmanin
dagilimsal oOzelliklerini dikkate alan bir istatistiksel yaklagim One slirmektedir. KCA,
bagimli degisken ile ortak degiskenler arasindaki iligkiyi Olgen, istatistiklerin kosullu
dagilim1 dikkate alinarak, farkl 6l¢eklerde Ol¢iilmiis ortak degiskenler arasindan yansiz bir
se¢cim yapilmasini saglamaktadir. Ayrica, ortak degiskenlerden herhangi biri ve bagimli
degisken arasinda anlamli bir iligki olup olmadigini belirlemek ve bdliinmenin
durdurulmasinin gerekli olup olmadigini belirlemek amaci ile c¢oklu test prosediirleri

uygulanmaktadir (Hothorn ve ark.,2006b).

2.4.1.1.Notasyon ve Algoritma

T gercek Oliim zamani ve C sansiirlenme zamani olmak iizere, T = min(T, C ) bagimli
degisken ve A= (T <C ) durum degiskenidir. X' = X; X ..X X, O6rneklem uzaymndan
gelen p boyutlu ortak degiskenler vektori X = (Xl, ...,Xp) olarak verilsin. Ortak

degiskenlerin herhangi bir Olgekte Ol¢lilmiis oldugu durum ele alinmistir. X ortak

degiskenleri verildiginde T bagimli degiskenin kogullu dagilimi Frx seklinde gosterilmek
lizere, Frix ' mnin esitlik-6’daki gibi ortak degiskenlerin bir fonksiyonuna bagl oldugu

varsayilsin.

Fra=F(T | Xy, X)) (6)
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L, baz1 Xj; (j=1,..,p ; i=1,..,n) ortak degisken degerlerinin eksik oldugu, bagimsiz ve
aynt dagilima sahip goézlem degerlerinin n birimlik rasgele 6rneklemi olan “’6grenme

orneklemi’’ olmak iizere esitlik-7’deki gibi verilsin.
Lz{(Ti,Ai,Xi) i = 1,...,71} (7)

Olusturulan agagtaki her bir diigiim icin bir birim agirliklart vektorii bulunmaktadir.
Birim agirliklart vektori w = [wy, ...w,]| seklinde gosterilsin. Bir birim agirliklari
vektoriiniin elemanlarinin herbiri ilgili degiskenin gozlem degerleri bu diigimde yer
aliyorsa agirlik vektdriinde karsilik gelen degeri 1, yer almiyorsa 0°dir. Ornegin; 5 adet
gozlem degerinden olusan bir degiskenin 1. ve 3. gozlemleri bir diigiime, 2. 4. ve 5.
gozlemleri ise diger diiglime ayrilsin. Bu durumda ilk diigiime karsilik gelen agirlik
vektori w = [1 0 1 0 0] olacaktir. Sirali ikili ayirma gergeklestiren algoritma adimlari

asagidaki gibidir (Hothorn ve ark., 2006b):

Adim-1: w birim agirliklar i¢in p tane ortak degiskenlerden herhangi biri ile bagimli
degisken arasinda bagimsizlik oldugu yoniindeki genel yokluk hipotezi test edilir. Eger bu
hipotez reddedilemiyorsa durulur. Diger durumda T ile en gii¢lii iliskiye sahip j*’nc1 ortak

degisken olan X~ secilir.

Adim-2: X;-'1, A* ve X;:/A" bi¢iminde iki ayrik kiimeye ayiracak A" ¢ X+ kiimesi
segilir. Wso; V& W birim agirhklar, tim i=1,...,n’ler igin iki alt grubu wg,; =
wi I(Xj+; € A") Ve Wy = w; I(Xj+; € A") fonksiyonlar ile belirlenir. Burada I(.)

indikator fonksiyondur.

Adim-3: Adim-1 ve Adim-2 wg, Ve Wgys birim agirliklart modifiye edilerek tekrar

edilir. Adim-1°de w birim agirliklart ile tanimlanan her bir diigiimde genel bagimsizlik

yokluk hipotezi asagidaki gibidir.

14
Hy = ﬂHg
j=1

Buradaki ; p tane kismi hipotez ise asagidaki gibi tanimlanmaktadir:

Hy:Frix; =Fr ;j=1,..,p
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Belirledigimiz bir a anlamlilik diizeyinde H, hipotezi reddedilemediginde bolme

durmaktadir. Genel H, hipotezi reddedildiginde T ile her bir X;, j=1,..,p ortak

degiskeni arasindaki iliski kismi hipotezler olan H({ hipotezleri ile test edilmektedir. Bu
hipotez i¢in test istatistikleri veya p degerleri kullanilarak en c¢ok iligkili olan ortak
degisken secilmektedir. w; agirliklar1 0 ya da 1 degerini alabilmektedir. w; = 1 birim
agirhiklarina karsilik gelen elemanlarin tiim permiitasyonlarinin simetrik grubu S(£, w) ile
gosterilsin. Bu durumda T ile X;,(j = 1,...,p) arasindaki iligski asagida verilen dogrusal

test istatistigi ile dl¢iiliir (Hothorn ve ark., 2006b).

n
Ti(L,w) = vec() wig; (Kdh(To (T, .. T)))) € RPN ®
i=1
Burada g;: X; » RPj X ortak degiskeninin rasgele olmayan doniistimudiir.

Siirekli ortak degiskenler icin g;;(x) = x birim transformasyonu da uygulanabilir. Rank
ya da dogrusal olmayan transformasyonlar da mimkiindiir.  Etki fonksiyonu h :
T X T™ - R, simetrik permiitasyondaki yanit degiskenlerine (T4, ....T,)’ e bagl olup
esitlik-9°daki gibi elde edilir. Sagkalim verilerinde ise h, log-rank skoru olarak secilebilir
(Segal,1988). Esitlik-8’deki vec operatorii pxq boyutlu bir matrisi pq boyutlu siitun

vektoriine doniistiiriir.
n
BT Ty o TD) = ) wil(Te ST i=1,..m ©
k=1

T; (L, w)’nin dagilim Hg hipotezi altinda X; ve T “nin ortak dagilimina baghidir, fakat
bilinmemektedir. Bu nedenle permiitasyon testlerinden yararlanilir. Bagimli degiskenin
o € S(L,w) seklindeki permiitasyonlar: verildiginde H, hipotezi altinda T;(£,w)’ nin
kosullu beklenen degeri p; € RP/? ve kovaryanst ),; € RPi9*Pi% Strasser ve Weber

tarafindan asagidaki esitlik-10"da oldugu gibi verilmistir (Hothorn ve ark., 2006b)

1y = E (T, w)|S(Lw)) = vec(() wig;(0) E (| S(£,w)") (10)
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= —W_Vf V(R S(LW) ® (Z wig; (K ® wig; (X))

1 ,
v AU RICY W))®(2 wig;(X;i)) ®(Z wig; (X))

Burada w = Y-, w; birim agirliklarinin toplami, @ ise kroneker ¢arpimi olup etki

fonksiyonunun kosullu beklenen degeri

E(h|S(Lw)) = w Z Wih(T, (Ty, ... T,)) € RY (12)
i
ve g X q boyutlu kovaryans matrisi esitlik-13’de oldugu gibidir.

V(R ISCEw) = w™ Y wih(Ty (T, . To)) = B (b1 S W) (T (T . To)

—E(h|S(Lw))’ (13)

Bu kosullu beklenen deger ve kovaryans kullanilarak esitlik-8°de verilen T;(L,w) €
RP9 dogrusal istatistigi p € {pl, ...,pp} degerleri icin standartlastirilabilir. Orjinal ¢ok

degiskenli dogrusal istatistik olan t € RP? ‘yu tek degiskenli test istatistigine doniistiiren
esitlik-14’de verilmistir (Hothorn ve ark., 2006b).

(t— Wk

e

Bagka bir alternatif ise Cqyqq(t, i, 2) = (t —p)Z* (t — p)" “dir. Ancak bu X ‘nin

Cmax(t, i, 2) = kgila)zgq

(14)

Moore-Penrose tersi olan X*’y1 igerdigi i¢in hesaplama bakimindan daha karmagiktir.
Ayrica biitiin ortak degiskenler ayni olgekte olmadiginda yani j = 2,...,p i¢in p; = p;
olmadiginda ¢ = (t-,,uj,Z'j), j=1,..,p test istatistikleri yansiz bir sekilde
karsilastirilamaz. Yansiz bir degisken secimi gergeklestirmek icin p degeri Olgegine
gecilmelidir. Ciinkii ¢(T;(£L, w),p;, 2;) test istatistiginin kosullu dagilimi igin p degerleri

farkl1 6lgeklerde Ol¢lilmiis olan ortak degiskenler arasinda direk olarak karsilastirilabilirler.
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Adim-1’de minimum p degerine sahip olan ortak degiskenler secilir. Bu ortak

degisken j* = argminj_, , P; olmak iizere X/ ile gosterilir. Burada P; esitlik-15’de

oldugu gibi hesaplanir ve Hg hipotezi icin p degeridir.
Pj = IP)H(])(C(T](L, W),,LLJ,ZJ) = C(t',ﬂj,Zj) I S(L, W)) (15)

Ancak bu yaklagim kayip degerlere sahip 6grenme Orneklemleri icin ¢ok uygun
degildir. Genel H, hipotezini test etmek icin yaygin olarak kabul edilen yaklagimlar
Py, ...,B, degerlerine dayanan ¢oklu test prosediirleridir. Coklu test prosediirlerine
Bonferroni diizeltmeli p degeri ve min p degeri yeniden 6rnekleme yaklasimi 6rnek
verilebilir. Eger diizeltilmis p degerlerinin minimumu o degerinden kiiciikse H, hipotezi
rededilir aksi durumda algoritma durdurulur. Bu durumda elde edilecek agacin

biiyiikliigiinii belirleyecek tek parametre a olacaktir (Hothorn ve ark., 2006b).

Sekil-2’de KCA yontemi ile elde edilmis 6rnek bir agac verilmistir.

=<-0.186 »-0.186

<0346 =-0246
/ N

1 Node 2 (n=79) 1 Node 4 (n=39) 1 Node 5 (n=82)
0.8 0.8 08
06 06 06
04 04 - 04 |
0.2 02 - 02 -
0 T T 1171 0 T T 1 T7T1 0 I S s e

005115225335 005115225335 005115225335

Sekil-2. Ornek KCA Agaci
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2.4.1.2. Ayirma Kriteri

Adim-1’de secilen ortak degisken Xj*'l, Adim-2’de ikiye bdlmek i¢in permiitasyon
testi kullamlir. Bolmenin uyumu, T;(L,w) test istatistigin 6zel durumu olan X; '

mimkiin tiim A alt gruplarinin test istatistigi esitlik-16’da oldugu gibi hesaplanir.
n
TA(Lw) = vec (Z w; 1(X;.; € AA(Ty, (T, ... Tn)’> € RY (16)
i=1

Bu dogrusal istatistik, {T;|lw; >0ve X;; € 4;i=1,..,n} ve {T;|lw; > 0veX ¢
A;i= 1,..n} orneklemleri arasindaki uyumsuzlugu oOlgen iki Srneklem test istatistigi
verir. Kosullu beklenen deger uj’* ve kovaryans Efl sirastyla esitlik-10 ve esitlik-11’deki
gibi hesaplanmaktadir. Bu beklenen deger ve kovaryans kullanilarak TjA* (£, w)’nin
standartlagtirilmis test istatistigi c(tﬂ,uf*,zjﬁ) elde edilir. Bu test istatistiklerinden

maksimum olana karsilik gelen ayrim A* ile gosterilir. Miimkiin tim A altkiimeleri

tizerinden maksimize edilen test istatistigi esitlik-17’deki gibidir (Hothorn ve ark., 2006b).
A* = argmax, c(t?, u}f‘*,ZJé) (17)

Daha sonra algoritmanin Adim-2’de belirtildigi gibi wg; Ve wggy birim agirliklar,
tim i=1,...,n’ler i¢in iki alt grubu we,;; = w; I( Xj+; € A") Ve Wegs; = w; I( X+ € AY)
fonksiyonlart ile belirlenir ve agirliklar modifiye edilerek algoritmada Adim-1 ve Adim-2
tekrar edilir.

Cok yiiksek o degeri ile agacin veriye asirt uyum gostermesini engellemek icin son
adim olarak agag¢ ¢esitli ydntemlerle budanmalidir. Ornegin, terminal bolmeler o anlamlilik
diizeyinde anlamli oluncaya kadar biitiin terminal diigiimler elimine edilebilir. Burada o
basta belirlenen a’dan oldukga diisiik bir deger olarak alinir. Bu yaklagim ilk olarak Segal
(1998) tarafindan verilmistir. Alternatif bir yaklasim ise Molinaro, Dudoit ve van der Laan
(2004) tarafindan onerilen agirliklandirma semasidir. Bu semada w(x) birim agirliklarinin

tahmini i¢in agirlikli Kaplan-Meier fonksiyonu kullanilir (Hothorn ve ark., 2006b).
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2.4.2. Kosullu Cikarsama Ormanlar: (Conditional Inference Forest -KCO) Yontemi

X ortak degiskeni verildiginde T bagimh degiskenin kosullu dagilim fonksiyonunun
f:X = R fonksiyonu ile X’e bagl oldugu varsayilsm. Bu durumda Frjx = Fripx
olmaktadir. Kosullu sansiirleme sagkalim fonksiyonu G(T |X) = P(C >t | X = x)
biciminde verilsin. ¥, f regresyon fonksiyonu i¢in tiim aday tahminciler olan y: X —
R’lerin fonksiyon uzayi olsun. f regresyon fonksiyonu tahmini, tam veri kayip fonksiyonu
olan L;om (T, lp(X)) ile tanimlanan risk fonksiyonunun beklenen degeri minimize edilerek
bulunur. Ancak sansiirlii gézlem oldugunda tiim verilere ulasilamayacagindan tam veri
fonksiyonu hesaplanamaz. Dolayisiyla tam veri fonksiyonu yerine, goézlenen veri
fonksiyonu L = (T,¥(X) | n) kullanilir. Bu durumda gozlenen veri fonksiyonunun
beklenen degeri esitlik-18’de verildigi gibi elde edilir. Burada tam veri fonksiyonunun
beklenen degerinin P € ¥ aday tahmincilerine gére minimize edilmesi amaglanmaktadir

(Hothorn ve ark., 2006a).

ErxLeam (T, (X)) = j LCT,p(X) | )dFpax =Epax L(T,$X) | 7) (18)

Esitlik-18’de n nuisance parametresidir ve kosullu sansiirlenme sagkalim fonksiyonu
olarak alinabilir. Gdzlenen kayip veri fonksiyonu, G(T | X )~ kullanilarak esitlik-19’daki
gibi tanimlanabilir (Hothorn ve ark., 2006a).

L(T,9X) |1 6) = L(T. X)) = (19)

G ( TIX)
Goriildugi gibi esasinda tam veri kayip fonksiyonu, X ortak degiskeni verildiginde T
zamanindan sonra sansiirlenme olasiliginin tersi ile agirliklandirilir. Bu durumda gézlenen

veri kayip fonksiyonunun beklenen degeri esitlik-20’deki gibi elde edilir.

Erpx L(T,Y(X) | G) . .

- n—liZL(Ti,lp(x,-) 1G) =n‘1;L(Tut/)(XJ | G)m (20)

Regresyon fonksiyonu tahmincisi f bu esitligin aday tahminciler ¥ € W’ye gore
minimize edilmesi ile elde edilir. Burada G kosullu sansiirlii sagkalim fonksiyonu
bilinmemektedir ve yerine onun tahmincisi G kullanilmaktadir. G tahmincisi olarak
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parametrik olmayan tahmin edici, Cox tahmin edicisi veya toplamsal Aalen regresyon
tahmin edicisi kullamilabilir. Burada w; = A; G(T; | X;)™' olmak iizere, w =
(w1, w,,..,wy,) IPC ( sansiirlii agirliklarin ters olasiligi - inverse probability of censoring
weights) olarak adlandirilir. Hothorn ve arkadaslart esitlik-20°de verilen gozlenen veri
kayip fonksiyonunun beklenen degerini minimize eden 1 degerlerini bulmak i¢in kosullu
sagkalim  ormanlar1  (conditional  inference  forest-  cforest)  algoritmasini

onermislerdir(Hothorn ve ark., 2006a).

2.4.2.1. Algoritma

Gozlenen ogrenme oOrmeklemi £ = {(T;,A, X,);i=1,..,n} ve w;=A;G(T; |
X;)"V’den w agirhik vektorii hesaplanir. Eger 6grenme 6rneklemi sansiirlii gézlem degeri
iceriyorsa bu gozlemler igin A;= 0 oldugundan w; = 0 olur. Algoritmanin adimlar1 ise
asagidaki gibidir (Hothorn ve ark., 2006a):
Adim 1:m =1ve M > 1 olarak ayarlanir.
Adim 2 : n ve (3, w;)"'w parametreli multinomial dagilimdan birim sayilarmin bir
rasgele vektori v,;, = (Vi) - Umn) gekilir.
Adim 3 : Bir regresyon agaci ile X' 6rneklem uzay1 K(m) tane hiicrelere ayrilarak m,, =
(Rm1, -» Rmkm)) parcalari olusturulur. Bu agag¢ birim sayilar1 vy, ile 6grenme 6rneklemi
L kullanilarak olusturulur. £ 6grenme 6rnekleminin permiitasyonlarinda i’nci gozlem v,y,;
kez yer alir.

Adim 4 : m birer artirtlarak m = M olana kadar adim 2 ve adim 3 tekrarlanir.

Adim-3’de, Adim-2’de belirlenen 6grenme 6rneklemi kullanilarak kosullu ¢ikarsama
agaclari (ctree) algoritmasi ile bir sagkalim agaci elde edilir. Algoritma sonunda M tane
KCA elde edilmis olacaktir.

T, olusturulan m’nci sagkalim agaci , J,(x) x ortak degisken degeri ile m’nci
agactaki terminal diugimii gostersin. Her bir x degeri tek bir terminal diiglimde yer
alacaktir.

N;(s) = I(T; < s,A;=1) ve Z;(s) = I(T; > s) olmak iizere;

n

Wia(,) = ) Vil (X; € T GHi(5) 21)
Zn(s,2) = ) vl (X; € Tn()) Zi(5) (22)
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elde edilir. Burada N;;,(s,x) ile Z;,(s,x) sirasiyla x ortak degisken degerine karsilik
gelen terminal diigimdeki s zamanina kadar olan sansiirsliz olaylarin sayisini ve s
zamaninda risk altindaki birim sayisimi verir. Bu durumda x ortak degisken degeri

verildiginde t zamani i¢in topluluk sagkalim fonksiyonu esitlik-23’de oldugu gibidir.

. M _ N:(s, x)
cfores — __4&m=1-""m
) H<1 2%=1Za(s.x)> 23

Bu esitlik asimptotik olarak esitlik-24’¢ esittir.

exp <_ t ZnM'l=1 N;t(sl X)> (24)

s=0 ZnM1=1 Z;kn(si x)

x ortak degiskenli bir birimin sagkalim siiresinin tahmin edilmesi istendiginde tahmin
agirliklariin hesaplanmasi gerekmektedir. x ortak degisken degerine sahip i’nci birim igin

tahmin agirligi a;(x) olarak gosterilir ve esitlik-25’deki elde edilir.

M k(m)
ai(x) = Z VUmi Z I(Xl € Rmk ve x € R‘mk); i=1,..,n (25)
m=1 k=1

a;(x) tahmin agirhigi, x degerinin 6grenme orneklemindeki i’nci birim ile kag defa ayni
hiicreye diistiigli hesaplanarak x ile X; (i = 1, ...,n) arasindaki benzerligi 6l¢er (Brieman,

1996 ; Hothorn ve ark.,2004).

2.4.3. Rasgele Sagkalim Ormanlar ( Random Survival Forest-RSO) Yontemi

Ishwaran ve arkadaslar1 (2008a) tarafindan gelistirilen rasgele sagkalim ormanlar
yontemi bir topluluk 6grenme yontemi olup birden fazla sagkalim agacimin sonucunu
birlestirerek bir risk tahmin modeli olusturur. Rasgele ormanlar yontemi, rasgele
orneklemeyi ve topluluk yontemlerindeki gelistirilmis 6zellikleri igcermesi nedeniyle daha
iyl genellemeler sunar ve gecerli tahminlerde bulunur. Miimkiin oldugunca birbirinden

farkli agaglar olusturarak da diisiik korelasyon yapisinda bir topluluk elde edilir.

20



2.4.3.1 Algoritma

Kullanilan genel algoritma asagidaki gibidir:
Adim-1: Orijinal veriden M tane bootstrap 6rneklemi gekilir. Her bir bootstrap 6rneklemi
orijinal verinin ortalama %37’sini digsarida birakmalidir. Digarida birakilan veri out-of-bag
data (OOB) olarak adlandirilmaktadir.
Adim-2: Her bir bootstrap orneklemi i¢in bir sagkalim agaci olusturulur. Agacin her
diigiimiinde, rasgele olarak \/E aday degiskeni seg¢ilir. Diiglim, ¢cocuk diigiimler arasindaki
sagkalim farkini maksimize eden aday degiskenler kullanilarak ayrilir.
Adim-3: Her bir terminal diigiimde en az 1 tane ilgilenilen olay, gézlenen birim kalana
kadar bolme islemine devam edilir.
Adim-4: Her bir agac icin kiimiilatif hazard fonksiyonu (KHF) hesaplanir. Topluluk
kiimtilatif hazard fonksiyonunu elde etmek i¢in ortalama alinir.
Adim-5: OOB verisini kullanarak topluluk kiimiilatif hazard fonksiyonu i¢in tahmin hatasi

hesaplanir (Ishwaran ve ark., 2008a).

2.4.3.2. Ayirma Kriteri

Rasgele sagkalim ormanlar1 yonteminde ayirma kriteri Onemli bir unsurdur.
Algoritmada ayirma kriteri olarak iki yontem kullanilabilmektedir. Bunlardan ilki log-rank
ayrimi, ikincisi ise log-rank skor ayrimidir (Segal, 1988; Ciampi ve ark., 1986; Hothorn ve
Lausen, 2003).

i. Logrank Ayirma Kriteri

T; ;i =1,..,n, I’nci birimin sagkalim zaman1 olmak iizere X § ortak degiskeni i¢in bir
diigiimdeki ayrim, ¢ kesim noktasina gore X; < c¢ Ve X; > ¢ seklinde gosterilsin. z =
1,..,N igin s; <5, < - <s, bir diigimdeki ayrik 6liim zamanlar1 olsun. N:}ld (54,%),
m’nci agag i¢in  d=1,2’nci ¢ocuk diiglimlerinde s, zamaninda Olen kisilerin sayisini
gostersin. Ny (S5, x) =N, (S5, x) + Ny (S5, x) bigimindedir. Z;,;(s,,x), m’nci agag icin
d=1,2’nci ¢ocuk diigiimlerinde s, zamaninda risk altindaki birim sayisin1 gostermek {izere,
Z0(spx) = Z54(s,x) +Z5,(s,x)  olur ve  Zhi(sp,x)=#T; >s,,x; <c},
Zm2(52, %) = #{T; = s, ,x; > ¢} olur. Burada x;, i’nci birim i¢in X; ortak degiskeninin
aldigi degerdir. ny, d’nci ¢ocuk diigiimdeki gozlenen toplam birim sayist olsun. Bdylece
ny = #{i:x; <cjve mn, =#{i:x; >c}olmak lizere n=n;+n, dir. X; ortak
degiskeninin ¢ kesim degeri i¢in log-rank test istatistigi esitlik-26’daki gibidir.
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LogRank(X;, c)

IY%(SZ'XJ')>
Zin(s2. X))
Zr1(s2, X)) Zri(s0. %) Zi(s2,X;) — Nii(s2, X)) ~
N mi\°z»“j __“mi\°z> m j j % )
j S G T e L

lev=1 <~;11(Sz» Xj) - Z;LI(SZ' Xj)

(26)

|L0 gRank(X i C) |, diigiim ayrimi i¢in bir dl¢ii vermektedir. |Lo gRank (X i c)| ol¢iim
degeri ne kadar biiyiik olursa iki terminal diigiim arasindaki fark o kadar biiyiik olur ve en

iyi ayrimi verir. Ortak degiskenler arasinda ve kesim degerleri arasinda biitiin X; ortak

degiskenleri ve ¢ kesim noktalar1 icin |LogRank(X;,c*) > |LogRank(Xj, c)| degerini
veren X; ortak degiskeni ve c* kesim degeri bulunarak en iyi ayrim belirlenir (Segal, 1988,

Hothorn ve Lausen, 2003).

ii. Logrankskor Ayirma Kriteri

Diger bir ayirma kurali, Hothorn ve Lausen (2003) tarafindan 6nerilen log-rank skor
ayrim kuralidir. Bu kurali tammlamak igin X; ortak degiskeninin aldigi degerlerin x; <
X, < --- < x,, olarak siralandig1 varsayilsin. Her bir T; sagkalim zamani i¢in ranklar esitlik-

27°deki gibi elde edilir.

ry
— A Z B 27
%= Lin—T+1 @7

Burada I}, = #{s: Ty < Ty} esittir. Bu durumda log-rank skor istatistigi esitlik-28’de
oldugu gibi elde edilir.

inSc a; —na

, n
n(1-— 71)535

Esitlikte @ ve s2 sirasiyla ranklarin rneklem ortalamasi ve &rneklem varyansini

LogRankskor(Xj, c) =

(28)

gostermektedir. LogRankskor(Xj, c), digim ayrimi i¢in log-rank skor Ol¢iisii

vermektedir. Bu degeri maksimum yapan X; ortak degiskeni ve ¢ kesim degeri segilir.

2.4.3.3. Topluluk Kiimiilatif Hazard Fonksiyonunun (KHF) Elde Edilmesi

Ishwaran ve arkadaglar1 (2008a) tarafindan 6nerilen rasgele sagkalim agaglarinda agac

toplulugu, agag tabanli Nelson-Aalen tahmin edicilerinin birlestirilmesi ile olusur. m’inci
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bootstrap orneklemi i¢in olusturulan agacin her bir terminal diigiimiindeki Nelson-Aalen

tahmin edicisi ile kosullu kiimiilatif hazard fonksiyonu esitlik-29daki gibi elde edilir.

“Nin(s,%)

H,(tlx) =f0 7 (5.%) (29)

Bir topluluk KHF’sini hesaplamak i¢in M tane sagkalim agaci {izerinde ortalama alinir

ve topluluk KHF’si esitlik-30’daki gibi elde edilir.

M
Ho(th) = 32 ) At 1) (30)
i=1

Unutulmamalidir ki ormandaki her aga¢ bagimsiz bootstrap 6rneklemini kullanarak
biiyiir. Ayrica bir diigiimdeki tiim birimler ayn1 KHF’ye sahiptir. Dolayisiyla i’nci birim

icin KHF, x;’nin terminal diigiimii i¢in Nelson-Aalen tahmin edicisidir.

H,(t|x)=H,(t|x;) i=l,...n igin x;, i’nci birimin j boyutlu ortak degiskenler
vektoriidiir. Eger m’nci bootstrap 6rneklemi igin i, OOB birimi ise I;,, = 1 aksi durumda
I; m = 0 olsun. Bu durumda OOB i¢in topluluk KHEF’si esitlik-31de verildigi gibidir.

%=1 Lim ﬁm( tlx)

He(tlx) = M (31)

m=1 Ii.m

Rasgele sagkalim agaclari igin topluluk sagkalim fonksiyonu ise esitlik-32’deKi
gibidir.

M
.Sqrsf(tlx):exp(—%Z Am(tlx)> (32)

2.4.3.4. Rasgele Sagkalim Ormanlar1 Yonteminin Ozellikleri

2.4.3.4.1. Genelleme Hatasi

Veri setinden bir bootstrap drneklemi secildiginde bazi gdzlemler aga¢ olusturma
asamasinda yer almaz. OOB olarak adlandirdigimiz bu gozlemler ile genelleme hatasina
yonelik bir i¢ tahmin yapilir. OOB hata oranini elde etmek i¢in her agag OOB veri seti igin

bir siif degeri tahmin eder ve bu tahminler kaydedilir. Herhangi bir noktada her bir
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gozlem i¢cin OOB oldugu agaglardaki hata orani tahminlerinin ortalamasi aliarak
genelleme hatas1 hesaplanabilir. Genel bir hata orani ise tim gozlemlerin ortalamasi

alinarak hesaplanabilir (Ishwaran ve ark., 2008a).

2.4.3.4.2. Parametrelerin Ayarlanmasi

Rasgele sagkalim ormanlari yonteminde karar ormani olusturulurken belirlenmesi
gereken iki parametre vardir; bunlardan ilki her diigiimde rasgele secilecek olan degisken
sayisi ikincisi olusturulacak agag sayisidir. Yontem bu parametrelerin se¢iminde hassas bir
yapt gostermez. Breiman, bu parametrelerin se¢imi i¢in bazi onerilerde bulunmustur. Pek
cok siniflandirma problemi i¢in her diiglimde rasgele secilecek olan degisken sayisi \/E
olarak alinir. Burada p, veri setindeki bagimsiz degisken sayisin1 gostermektedir.

Rasgele sagkalim ormanlar1 yonteminde ormana daha fazla sayida agac eklemek asirt
uyumun olusmasina neden olmamaktadir. Olusturulan agaglarin sayisi igin ilgilenilen
onemli nokta agaclarin yeterli biiyiikliikte olmasidir. Bu say1, OOB hata oran1 kullanilarak
kontrol edilir. OOB hata orami belli bir aga¢ sayisindan sonra sabit bir degere

yakinsamaktadir (Ishwaran ve ark., 2008a).

2.5. G Kosullu Sansiirlii Sagkalim Fonksiyonunun Tahmininde Kullanilan Tahminciler

i. Parametrik Olmayan Tahmin Edici

G(T | X) = P(C > t| X = x) sansiirlenme zamanlarinin kosullu sagkalim fonksiyonu
ve K(t) herhangi bir kernel fonksiyonu olmak iizere Graf ve ark. (1999) tarafindan

kullanilan parametrik olmayan tahmin edicisi esitlik-33’deki gibi verilmektedir (Gerds ve
Schumacher, 2007).

IG(T 1 X)—G(TIX") |
X —Xx'|

Grnonpar = {G: sup; <K(t) > o} (33)

ii. Cox Tahmin Edicisi
a regresyon Kkatsayist ve Hy(t) baslangi¢ kiimiilatif hazard fonksiyonu ile Cox

regresyon tahmin edicisi esitlik-34’deki gibi verilmektedir (Gerds ve Schumacher, 2007).

Geox = {Gonyr): G(T 1 X) = exp{—exp(a’X)Hy(t)}; a € R%} (34)
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iii. Aalen Tahmin Edicisi
a(t) zamana bagl regresyon katsayisi ile toplamsal Aalen regresyon tahmin edicisi
esitlik-35’deki gibi verilmektedir (Gerds ve Schumacher, 2007).

Gaglen = {Ga: G(T1X)=exp {—f X'a(s).ds }} (35)
s=0

2.6. Model Performansinin Degerlendirilmesinde Kullamlan Olgiitler

2.6.1. Brier Skoru

Sagkalim analizinde model performansini degerlendirmek igin ¢esitli Olgiitler
bulunmaktadir. Bunlardan bir tanesi zamana bagli beklenen Brier skorudur. Brier skoru
modelin trettigi olasilik degeri ile durum degiskeninin gercek degeri arasindaki farkin
kareli ortalamasmin beklenen degeri olarak tanimlanmaktadir. Skorun diisiik olmasi
istenilen bir durum olup skor ne kadar sifira yakinsa yapilan sinif tahminleri o kadar
glivenilirdir. t zamani igin i’nci birimin durumu A;= [ (Tl- < t), ve X ortak degiskeni
verildiginde i’nci birim i¢in t zamaninda tahmin edilen sagkalim olasihg1 S(¢t | X;) olarak

gosterilsin. Bu durumda Brier skoru esitlik-36’daki gibidir.

BS(t,8) = E[I(T; > t) = S(t 1 X;)?] (36)
Burada beklenen deger, 6grenme setinde bulunmayan i’nci birimin verisine bagli
olarak hesaplanmaktadir. Brier skoru igin kritik degerlerden ilki %33’tiir. Bu U[O0,1]
dagilimmdan c¢ekilen rasgele say1 ile tahmin edilen riske karsilik gelir. Ikincisi %25
degeridir ve her birim i¢in %50 risk tahminine karsilik gelmektedir. Bir diger kriter ise tiim
bagimsiz degiskenlerin ¢ikarildigi modelden elde edilen Brier skor degeridir (Ishwaran ve
ark., 2008a).
Artik kareler ise esitlik-37°de verilen sansiirlenme agirliklarinin ters olasiliklar
kullanilarak agirliklandirilir.
I(T; < t)A; N I(T; > ¢t)
G(Ti—1X)  G(I1Xy)

Wi(t) = (37)

Burada G(t|x) = P(C; >t | X; = x) i. birim i¢in sansiirlenme zamanlarinin kosullu
sagkalim fonksiyonunun tahminidir. Eger bir bagimsiz veri seti D,, mevcutsa beklenen
Brier skoru esitlik-38’deki gibidir.
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BS(t,S) = % z W,(O{I(T; > t) = S(t | X)}? (38)

i€Dy,

Burada n, D,’deki birim sayisidir (i=1,....,n) ve S oOgrenme verisinden
hesaplanmaktadir. Esitlik-38’deki agirliklar parametrik olmayan tahmin edici, Cox
regresyon modeli veya toplamsal Aalen regresyon modeli ile optimal olarak tahmin

edilebilirler (Mogensen ve ark.,2012).
i. Brier Skorunun Hesaplanmasinda Kullamlan Capraz Gegerlilik Yontemleri

Modelin dogrulugunun test edildigi capraz gecerlilik yonteminde veri baslangicta test
ve egitim verisi olarak tesadiifi olarak ayrilir. Egitim verisi modelin kurulumu (egitimi)
asamasinda kullanilir. Test verisi model kurulumunda kullanilmaz modelin dogrulugu bu

yeni veri seti tizerinde test edilir (Kurtz, 1948; Moiser, 1951).

Basit capraz gegerlilikte; veri setinin %5-%33’1liik bir kismi test verisi olarak
ayrilmakta ve modelin 6grenme asamasinda bu kisim kullanilmamaktadir. Geriye kalan
kistm iizerinde ise model kurulmakta ve gergek degerler ile tahmin degerleri

karsilagtirilarak modelin dogrulugu hesaplanmaktadir (Krus ve Fuller,1982).

Cift capraz gegerlilik ve coklu capraz gegerlilik, veri setinin sinirli sayida olmasi
durumunda kullanilmaktadir. Bu ydntemler, modelleme asamasinda biitiin veri setinin
kullannmina imkan saglamaktadir. Veri seti, bir bolimii egitim verisi diger boliimii test
verisi olmak tizere tesadiifi olarak iki esit pargcaya ayrilir ve bu sekilde bir dogruluk
hesaplamasi yapilir. Ardindan test verisi ile egitim verisi yer degistirilerek yeniden bir
dogruluk hesaplamasi yapilir ve dogruluk degerlerinin ortalamasi alinarak modelin

dogruluk orani hesaplanir. Bu algoritma ¢ift capraz gecerlilik olarak tanimlanmaktadir.

Coklu capraz gecerlilik yontemi ise, her verinin bir kez egitim bir kez de test verisi
olarak kullanabilecegi gegerlilik yontemlerinin genellenmis halidir. Bu yontemde, veri n
adet esit gruba ayrilir. Bir grup test olarak geriye kalan (n-1) grup ise egitim verisi olarak
kullanilmaktadir ve bu durum n kez tekrar edilir. Yine dogruluk degerlerinin ortalamasi

alinarak modelin dogruluk orani belirlenir (Efron ve Tibshirani, 1997).

Agag tabanli yontemlerin tahmin performansinin ortaya konulmasi i¢in ¢esitli ¢apraz
gegerlilik yontemleri onerilmistir. Bunlar asagidaki gibi siralanabilir (Ishwaran ve ark.,

2008a).
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e Goriinen Tahmini ( Apparent Estimate — AppErr)

D, veri setindeki n (i=1,....,n) birimden hesaplanan tahmin hatasinin “gériinen
tahmini” esitlik-39’daki gibidir.

AppErr(t,S) = %ZiEDn W, (O{(T; > t) = S(t 1 X))} (39)

e Bootstrap Capraz Gegerlilik Tahmini (Bootstrap Cross-Validation Estimate-
BootCvErT)

Bootstrap capraz gecerlilik yaklasimi, D,, veri setini ¢ok sayida D, Ogrenme
orneklemlerine ve bunlara karsilik gelen D,\D, test drneklemlerine ayirir. Burada B
bootstrap Orneklem sayisi olmak iizere b=1,..,.B bi¢imindedir. Bootstrap 6rneklemleri
orijinal veri setinden iadeli ya da iadesiz olarak secilebilirler. Bootstrap 6grenme 6rneklemi
kullanilarak model elde edilir. Karsilik gelen test drneklemleri ile artiklar elde edilir. Son
olarak tahmin hatasinin “bootstrap ¢apraz gegerlilik tahmini” biitiin test setleri tizerinden

ortalama alinarak esitlik-40’daki hesaplanir.

B
BootCvErr(t,§) = %Z Zi z W,OU(T; > £) — 5yt | XD (40)
b

b=1 " ieDy\Dp

Bootstrap yontemi yerine koyulmadan yapildiginda Z,, n’den daha kiigiik olan
kullanici tarafindan belirlenen sabit bir sayidir ve bootstrap érneklemlerinin biiyiikliigiini
vermektedir. Bootstrap yontemi yerine konularak yapildiginda ise Z,, D, bootstrap
ornekleminden ¢ekilmeyen birimlerin sayisidir. Yerine konularak elde edilen “bootstrap
capraz gecerlilik tahmin edicisi” esitlik-41°’de verilen toplamsal ifadenin sirasinin
degistirilmesi ile elde edilir. Burada K;, i’nci birim ¢ikartildiginda elde edilen bootstrap

orneklemlerinin sayisidir.

1% _ 3 .
=Y D WOU(T > ) = St XP (41)

i=1 ' b:i€Dy\Dp
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e k Kath Capraz Gegerlilik Tahmini (k Fold Cross Validation Estimate-
CrossvalErr)

“k katli capraz gecerlilik’te bootstrap capraz gecerlilikten farkli olarak G6grenme
orneklemlerinin sayis1 k olarak alimr. Dy, veri seti k alt kiimeye (D;,j = 1,.., k) ayrlir.
J’nci alt kiimenin yer almadig1 D,,\D; veri seti ile §j’ler elde edilir. j'nci veri seti olan D;

ise test veri seti olarak kullanilir.

Tahmin hatasinin ¢apraz gegerlilik tahmini esitlik-42’deki gibidir.

k
w1 _ ~ . ,
crossvalErr(t,S) = EZ Z W;(O{(T; > t) = $;(¢ 1 X))} (42)
j=1 iEDj
e Birini Disarida Birak Tahmini (Leave-One-Out Cross Validation Estimate-

loocvErT)

Birini digarida birak (leave-one-out) capraz gegerlilik yaklagimi k kath capraz
gecerlilik yaklasimina benzerdir. D,' = D,\{(T;, X;)} egitim seti S;’ler elde edilir ve
{(T;, X;)} tizerinde gegerliligi kontrol edilir. Tahmin hatasinin birini digarida birak (leave-
one-out) tahmini esitlik-43’deki gibidir.

loocvErr(t,S) = lk z W, ()U(T; > t) = Si(t | X))} (43)

i€Dy

e Efron’un 0.632 Tahmini (Efron’s 0.632 estimate-Boot632Err)

Tahmin hatasinin “bootstrap.632 tahmini”, goriinen tahmin hatas1 ve bootstrap ¢apraz
gecerlilik tahmin hatasinin agirlikli dogrusal kombinasyonudur ve esitlik-44’de oldugu gibi
elde edilir.

Boot632Err(t,S) = (1 —0,632) - AppErr(t,S) + 0,632 - BootCvErr(t,S)  (44)

0,632 sabiti Orneklem biyiikliginden bagimsizdir ve i. birimin bootstrap
ornekleminden iadeli olarak secilme olasiligina karsilik gelir. Esitlik-45°deki gibi ifade
edilir.

PAT, XD} €D =1— (1= 1/p)" =~ (1 —e™?) ~ 0,632 (45)
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e Efron ve Tibshirani’nin 0.632+ tahmini( Efron&Tibshirani’s 0.632+ Estimate-
Boot632plusErr)

Tahmin hatasinin “bootstrap.632+ tahmini” goriinen tahmin hatasi, bootstrap ¢apraz
gecerlilik tahmin hatast ve esitlik-48’de verilen bilgisizlik tahmini (no information

estimate) ile esitlik-46’daki gibi elde edilir.

Boot632Err(t,S) = (1 0,632 ) AppErr(t,S)
00 rr(t,S) = (1-0368- ) ppETrT(t,
0,632

‘B Err(t,$ A
T 0368 o) 00tCvETT(t,S) (46)

min (BoothErr(t, S), NoInfErr(t, 5’)) — AppErr(t, 5’)
NoInfErr(t, §) — AppErr(t, §)

w = (47)

BootCvErr(t,S) < AppErr(t,S) oldugu 6zel durumda w = 0,632 olarak alinur.

o Bilgisizlik Tahmini (No Information Estimate- NolInfErr)

“Bilgisizlik tahmini” bootstrap.632+ tahmini i¢in gerekli olup esitlik-48’deki gibi
verilmistir (Efron ve Tibshirani, 1997; Gerds ve Schumacher, 2007).
N 1 _ . A
NoInfErr(t,S) = = Z Z W (O{(T; > t) = Si(t 1 X)}? (48)
jEDy, i€Dy

2.6.2. integrali Ahnmis Brier Skoru (Integrated Brier Score- IBS)

Tahmin hatalar1 IBS ile agagidaki gibi 6zetlenebilir:

1(* A
IBS(TH,1) = ;] TH(t,S)dt (49)
t=0
Burada TH yukarida belirtilmis herhangi bir yontemle elde edilmis tahmin hatasidir.t

ise maksimum gézlem zamanidir (7 > 0) (Ishwaran ve ark., 2008a).

2.6.3. Harrel’in Uyum Indeksi (Concordance Index - C indeks)

Uyum indeksi (C-indeks) rasgele segilmis bir birimde ilgilenilen olay1 (6liim) ilk kez
yasayan birimin daha kotii tahmin edilen sonug¢ degerine sahip olmasi olasiligini tahmin
eder. C-indeks degeri 1’e ne kadar yakinsa model performansinin o kadar iyi oldugu

sOylenebilir. C-indeksinin onemli bir 0Ozelligi sagkalim performansini Slgen diger
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indekslerden farkli olarak degerlendirmenin sabit tek bir zaman noktasina dayanmamasidir

(Hothorn ve ark., 2006a).
C-indeksi asagidaki adimlar takip edilerek hesaplanir.

Adim-1. Veri seti tizerindeki miimkiin tiim birim giftleri olusturulur.

Adim-2. Bu giftlerden daha kisa sagkalim zamanina karsilik gelen birim sansiirlii ise ¢ift
ihmal edilir. Eger ¢iftlerden her ikisi yasiyor ve T; = Tj ise 1, j ¢iftleri ihmal edilir. “Izin
verilebilen”, thmal edilmeyen ¢iftlerin toplam sayis1 olarak ifade edilebilir.

Adim-3. T; # T; oldugunda her bir izin verilebilen ¢ift i¢in eger daha kisa sagkalim
zamanina sahip olan daha koétii tahmin sonuclarina sahipse 1, eger tahmin sonuclari esit
ise 0,5 degerini alir. Her bir izin verilebilir ¢ift i¢in T; = T; oldugunda fakat her ikisinin
birden 6lii olmadigr durumda 6lii olan daha kotii tahmin sonucuna sahipse 1, aksi halde
0,5 degerini alir. “Uyumlu”, izin verilebilen tiim ¢iftlerin aldiklar1 degerlerin toplamini

gosterir.

. ’ Uyuml
Admm-4. C-indeksi, C = — Y larak tanimlanir.
Izin Verilebilen
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3. GEREC ve YONTEM

Bu tez calismasinda, sagkalim verilerinde kullanilan gilincel agag¢ tabanli yontemlerden
RSO ile KCO yontemlerinin performanslarinin karsilagtirilmasi amaciyla farkli senaryolar
altinda simiilasyon calismasi yapilmistir. Ayrica RSO yonteminin kendi iginde farkli
ayirma kriterlerinin kullanilmasi durumundaki performansi ve kosullu sansiirlenme
sagkalim fonksiyonunun tahmini i¢in Aalen, Cox ve parametrik olmayan tahmincilerin
performansi degerlendirilmistir (Gerds ve Schumacher, 2007). Bunun igin iki farkli
senaryo ile veri tiiretimi yapilmistir. ilk senaryoda orantisal hazard varsayimimin
gerceklestigi durum dikkate alinirken, ikinci senaryoda orantisal hazard varsayiminin
saglanmadigl durum dikkate alinmistir (Ishwaran ve ark.,2010; Zhu ve Kosorok, 2012).
Her iki senaryoda da her ayrimda rasgele se¢ilen bagimsiz degisken sayisi kriteri, degisken
sayis1 p’nin karekokii olarak almmustir. Orneklem biiyiikliigii 100,200 ve 300 olarak
belirlenmistir. Olusturulan agac¢ sayist M=100, bootstrap tekrar sayis1 (yerine koymadan)
B=100 olarak alinmis olup, test seti (out of bag data) toplam orneklem biiytikliigliniin
%37 sini, egitim seti (in bag data) ise %63 linii kullanmaktadir. Her terminal diiglimde yer
alacak birim sayist 6 ile smirlandirilmigtir. Simiilasyon c¢alismasi 1000 tekrar ile
yuriitilmistiir.

Senaryo 1:
Bagimsiz degisken sayisi p=25 olarak almmustir. X = (Xy,...,X35), Zjj = pli-il

(p=0,9) ve kosegen elemanlar 1 olmak tizere X,, varyans-kovaryans matrisli, ortalamalar

pXp
vektori [0]le olan ¢ok degiskenli normal dagilimdan tiiretilmistir. Sagkalim siireleri
by=0,1 olmak iizere = by x Y72, X; ortalamali iistel dagilimdan bagimsiz olarak
tiiretilmigtir. Sansiirlenme zamanlar H /2 ortalamalr iistel dagilimdan bagimsiz olarak
tiiretilmistir. Durum degiskeni A= 1 (T <cC ) seklinde elde edilmistir. Bu senaryo icin
sansiirlenme oran1 yaklasik %30 olarak elde edilmistir.
Senaryo 2:

Bagimsiz degisken sayis1 p=25 olarak almmustir. X = (Xy,...,X35), Zjj = pli-Jl
(p=0,75) olmak iizere X, varyans-kovaryans matrisli ortalamalar vektorii [0],y; olan
cok degiskenli normal dagilimdan tiiretilmistir. Sagkalim siireleri ortalamast u = 0,1 X

|Zi5=1Xi| +0,1 X| 12;521Xl-| ortalamali log normal dagilimdan bagimsiz olarak

tiretilmistir. Sansiirlenme zamanlart u + 0,5 ortalamali log normal dagilimdan
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tiiretilmistir. Orneklem biiyiikliigii 100, 200 ve 300 olarak alinmistir. Durum degiskeni A=
I (T <C ) seklinde elde edilmistir. Bu senaryo i¢in sansiirlenme orani yaklasik olarak %30
olarak elde edilmistir. Olusturulan model performanslar1 IBS ve C indeksi ile
degerlendirilmistir.

Simiilasyon ¢aligmasinda R 3.4.1 programinda pec, party, randomForestSRC paketleri

kullanilmistir (Hothorn ve ark., 2005; Mogensen ve ark., 2012a; Ishwaran ve ark., 2008b).
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4. BULGULAR

Sagkalim verilerinin analizinde kullanilan aga¢ tabanli orman yontemleri olan RSO ve
KCO yontemlerinin performanslarinin karsilastirilmasi i¢in oransal hazard varsayiminin
saglandigr durum olan senaryo 1 ve orantisal hazard varsayiminin saglanmadigi senaryo 2
dikkate alinarak yapilan simiilasyon ¢alismasi ile elde edilen bulgular tablolar (4.1- 4.12)
araciligiyla sunulmustur. Sunulan tablolarda, calismada belirlenmis olan ti¢ farkli 6rneklem
biiytikligii (100, 200, 300) ile IPC agirliklarinin hesaplanmasinda kullanilan ii¢ tahminci
olan Aalen, Cox ve parametrik olmayan tahminciler i¢in iki farkli ayirma kriterine sahip
olan RSO yontemi ve KCO yonteminin C-indeksve IBS o6lgiitlerine iliskin ortalama ve

standart hata degerleri sunulmustur.
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Tablo 4-1. Orneklem biiyiikliigiiniin n=100 oldugu ve oransal hazard varsayimimin saglandig
durumda farkli sagkalim zamanlari i¢in RSO ve KCO yonteminin C-indeks olgiitiine gore

ortalama ve standart hata degerleri

. Sagkalim zamam
C-indeks
(senaryo 1, n=100) 0,5 2 3,5
X Sj- X Sﬁ x SJ_(:
RSO_
(logrank-parametrik olmayan) 0,9111 | 0,0007 | 0,8780 | 0,0010 | 0,8639 | 0,0016
RSO
(logrank-Cox) 0,9133 | 0,0006 | 0,8808 | 0,0009 | 0,8652 | 0,0009
RSO
(logrank-Aalen) 0,9202 | 0,0004 | 0,8887 | 0,0008 | 0,8689 | 0,0008
RSO
(logrankskor-parametrik olmayan) | (8849 | 0,0009 | 0,8477 | 0,0010 | 0,8165 | 0,0012
RSO
(logrankskor-Cox) 0,8868 | 0,0008 | 0,8481 | 0,0009 | 0,8268 | 0,0011
RSO
(logrankskor-Aalen) 0,8927 | 0,0007 | 0,8575 | 0,0008 | 0,8309 | 0,0010
KCO
(parametrik olmayan) 0,8333 | 0,0010 | 0,8205 | 0,0020 | 0,7931 | 0,0024
KCO
(Cox) 0,8319 | 0,0009 | 0,8249 | 0,0010 | 0,8126 | 0,0011
KCO
(Aalen) 0,8319 | 0,0009 | 0,8249 | 0,0010 | 0,8126 | 0,0011
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Tablo 4-2. Orneklem biiyiikliigiiniin n=200 oldugu ve oransal hazard varsayimimin saglandig
durumda farkli sagkalim zamanlari i¢in RSO ve KCO yonteminin C-indeks olgiitiine gore

ortalama ve standart hata degerleri

C-indeks Sagkalim zamam

(senaryo 1, n=200) 0,5 2 3,5
x Sz x Sz x Sz
(ogrank-parametrik olmayany | 0:9675 | 0,0008 | 0,8786 | 0,0009 | 0,8639 | 0,0016
(logrankeCox) 0,9678 | 0,0007 | 0,8908 | 0,0008 | 0,8652 | 0,0009
(logrank-Aalen) 0,9680 | 0,0005 | 0,8987 | 0,0007 | 0,8689 | 0,0008
(logrankskor-parametrik olmayan) | 0:8850 | 0,0009 | 0,8475 | 0,0010 | 0,8170 | 0,0017
i Ton. W 0,8870 | 0,0008 | 0,8485 | 0,0009 | 0,8281 | 0,0011
ogran B Aclo 0,8935 | 0,0007 | 0,8590 | 0,0008 | 0,8309 | 0,0010
arametrk en) 0,8689 | 0,0010 | 0,8249 | 0,0020 | 0,793L | 0,0024
o 0,8689 | 0,0010 | 0,8596 | 0,0010 | 0,8126 | 0,0011
Aot 0,8769 | 0,0009 | 0,8596 | 0,0010 | 0,8126 |0,0011
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Tablo 4-3. Orneklem biiyiikliigiiniin n=300 oldugu ve oransal hazard varsayimimin saglandig
durumda farkli sagkalim zamanlari i¢in RSO ve KCO yonteminin C-indeks olgiitiine gore

ortalama ve standart hata degerleri

C-indeks Sagkalim zamam

(senaryo 1, n=300) 0,5 2 3,5
x Sx x Sx x Sz
ogrank-parametrik oimayan) | 0:9838 | 0,0009 | 0,8886 | 0,0010 | 0,8739 | 0,0012
(lograeCox) 0,9857 | 0,0006 | 0,8908 | 0,0009 | 0,8752 | 0,0006
logrank Aalen) 0,9869 | 0,0004 | 0,8990 | 0,0007 | 0,8789 | 0,0003
logrankskor-parametrik olmayan) | 0:8950 | 0,009 | 0,8475 | 0,0012 | 0,8276 | 0,0014
o . 0,8965 | 0,0006 | 0,8485 | 0,0010 | 0,8381 | 0,0011
ogranksiMBalen) 0,8970 | 0,0005 | 0,8590 | 0,0008 | 0,8509 | 0,0010
parametiicom 0,8879 | 0,0010 | 0,8249 | 0,0020 | 0,7931 | 0,0024
Co 0,8889 | 0,0010 | 0,8596 | 0,0010 | 0,8125 |0,0013
Al 0,8969 | 0,0009 | 0,8596 | 0,0010 | 0,8126 | 0,0011
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Tablo 4-4. Orneklem biiyiikliigiinin n=100 oldugu ve orantisal hazard varsayiminin
saglanmadigl durumda farkli sagkalim zamanlar1 igin RSO ve KCO yonteminin C-indeks

oOlgiitliine gore ortalama ve standart hata degerleri

Sagkalim zamam

C-indeks
(senaryo 2, n=100) 0,5 2 35
x Sz x Sz x Sz

(|ogrank-par§msgtrik olmayan) 0,9802 | 0,0002 | 0,9434 | 0,0004 | 0,9076 | 0,0006
(log rzr?ISCox) 0,9801 | 0,0002 | 0,9435 | 0,0004 | 0,9079 | 0,0006
(log raﬁiialen) 0,9834 | 0,0001 | 0,9552 | 0,0002 | 0,9282 | 0,0002
(log rankskor-paRrSa(rJnetrik olmayan) | 0,9801 | 0,0002 | 0,8576 | 0,0015 | 0,8265 | 0,0009
(|ograni§;2,r_00x) 0,9799 | 0,0002 | 0,8581 | 0,0009 | 0,8368 | 0,0006
(Iograanic?r-Aalen) 0,9825 | 0,0002 | 0,8775 | 0,0008 | 0,8409 | 0,0002
(paramegi(ij((()ﬂmayan) 0,9323 | 0,0012 | 0,8602 | 0,0010 | 0,8342 | 0,0011
:f:%xo) 0,9324 | 0,0012 | 0,8603 | 0,0010 | 0,8361 | 0,0009
(Ea(fe(:]) 0,9336 | 0,0010 | 0,8605 | 0,0009 | 0,8398 | 0,0008

37



Tablo 4-5. Orneklem biiyiikliigiinin n=200 oldugu ve orantisal hazard varsayiminin
saglanmadigi durumda farkli sagkalim zamanlar1 igin RSO ve KCO yonteminin C-indeks

oOlgiitliine gore ortalama ve standart hata degerleri

Sagkalim zamam

C-indeks
(senaryo 2, n=200) 0,5 2 35
x Sz x Sz x Sz

(|ogrank-par§msgtrik olmayan) 0,9765 | 0,0009 | 0,9385 | 0,0005 | 0,9056 | 0,0010
(log rzr?ISCox) 0,9789 | 0,0003 | 0,9436 | 0,0003 | 0,9083 | 0,0004
(log raﬁig\alen) 0,9795 | 0,0001 | 0,9462 | 0,0002 | 0,9152 | 0,0003
(log rankskor-paRrSa(rJnetrik olmayan) | 0,8950 | 0,0017 | 0,8675 | 0,0015 | 0,8275 | 0,0018
(|ograni§;2,r_00x) 0,8970 | 0,0005 | 0,8785 | 0,0007 | 0,8381 | 0,0010
(Iograanic?r-Aalen) 0,8995 | 0,0003 | 0,8990 | 0,0005 | 0,8409 | 0,0007
(paramegi(li(?)lmayan) 0,9015 | 0,0015 | 0,8194 | 0,0016 | 0,8002 | 0,0012
:f:%xo) 0,9028 | 0,0010 | 0,8291 | 0,0009 | 0,8013 | 0,0008
(E;f;,)n,) 0,9041 | 0,0002 | 0,8291 | 0,0009 | 0,8035 | 0,0005

38



Tablo 4-6. Orneklem biiyiikliigiinin n=300 oldugu ve orantisal hazard varsayiminin
saglanmadigl durumda farkli sagkalim zamanlar1 igin RSO ve KCO yonteminin C-indeks

oOlgiitliine gore ortalama ve standart hata degerleri

Sagkalim zamam

C-indeks
(senaryo 2, n=300) 0,5 2 35
x Sz x Sz x Sz

(Iogrank-parsmsgtrik olmayan) 0,9948 | 0,0008 | 0,9100 | 0,0012 | 0,8839 | 0,0011
(log rzr?gc;ox) 0,9957 | 0,0005 | 0,9108 | 0,0010 | 0,8852 | 0,0006
(log raﬁiialen) 0,9969 | 0,0003 | 0,9120 | 0,0004 | 0,8889 | 0,0002
(log rankskor-paRrSa(rJnetrik olmayan) | 0,8970 | 0,0009 | 0,8475 | 0,0010 | 0,8576 | 0,0012
(|ograni§;2,r_00x) 0,8985 | 0,0006 | 0,8585 | 0,0008 | 0,8581 | 0,0011
(Iograanic?r-Aalen) 0,8990 | 0,0005 | 0,8690 | 0,0007 | 0,8609 | 0,0010
(paramegﬁ(%mayan) 0,8979 | 0,0013 | 0,8749 | 0,0020 | 0,7998 | 0,0022
:f:%g) 0,8989 | 0,0010 | 0,8896 | 0,0010 | 0,8125 | 0,0009
(Ea(fe(:]) 0,8989 | 0,0009 | 0,8896 | 0,0010 | 0,8126 | 0,0005
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Tablo 4-7. Orneklem biiyiikliigiiniin n=100 oldugu ve oransal hazard varsayimimin saglandig
durumda farkli sagkalim zamanlar1 i¢in RSO ve KCO yonteminin IBS 6l¢iitiine gore ortalama

ve standart hata degerleri

IBS AppErr BootCvErr NolInfErr Boot632plusErr
(senaryo 1, n=100) T S % Ss % S % S
RSO
RSO
(logrank-Cox) 0,0292 | 0,0042 | 0,1646 | 0,0253 | 0,2814 | 0,0050 | 0,1384 | 0,0258
RSO
(logrank-Aalen) 0,0286 | 0,0021 | 0,1630 | 0,0156 | 0,2787 | 0,0038 | 0,1372 | 0,0168
RSO
. 0,0300 | 0,0070 | 0,1745 | 0,0380 | 0,3050 | 0,0120 | 0,1439 | 0,0289
(logrankskor-parametrik olmayan)
RSO
(logrankskor-Cox) 0,0295 | 0,0068 | 0,1736 | 0,0293 | 0,3014 | 0,0090 | 0,1424 | 0,0280
RSO
(logrankskor-Aalen) 0,0287 | 0,0035 | 0,1720 | 0,0166 | 0,2987 | 0,0058 | 0,1412 | 0,0267
KCO
(parametrik olmayan) 0,1010 | 0,0200 | 0,1534 | 0,0210 | 0,2576 | 0,0104 | 0,1386 | 0,0225
KCO
(Cox) 0,1007 | 0,0191 | 0,1512 | 0,0198 | 0,2399 | 0,0098 | 0,1384 | 0,0210
KCO
(Aalen) 0,0974 | 0,0120 | 0,2489 | 0,0127 | 0,2342 | 0,0090 | 0,1363 | 0,0133

AppErr: Goriinen tahmin, BootCvErr: Boostrap Capraz Gegerlilik Tahmini, NoInfErr: Bilgisizlik Tahmin hatasi, Boot632plusErr: 0.632+
tahmini
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Tablo 4-8. Orneklem biiyiikliigiiniin n=200 oldugu ve oransal hazard varsayimimin saglandig
durumda farkli sagkalim zamanlari igin RSO ve KCO yo6nteminin IBS 6l¢iitiine gore ortalama

ve standart hata degerleri

IBS AppErr BootCvErr NolInfErr Boot632plusErr
(senaryo 1, n=200) T S % Ss % S % S
RSO
(logrank-parametrik olmayan) 0,0288 | 0,0036 | 0,1640 | 0,0335 | 0,2845 | 0,0050 | 0,1379 | 0,0259
RSO
(logrank-Cox) 0,0282 | 0,0022 | 0,1626 | 0,0233 | 0,2794 | 0,0045 | 0,1373 | 0,0238
RSO
(logrank-Aalen) 0,0276 | 0,0019 | 0,1615 | 0,0145 | 0,2767 | 0,0028 | 0,1362 | 0,0148
RSO
(logrankskor-parametrik olmayan) | 0,0290 | 0,0070 | 0,1645 | 0,0367 | 0,3030 | 0,0110 | 0,1418 | 0,0260
RSO
(logrankskor-Cox) 0,0285 | 0,0068 | 0,1636 | 0,0291 | 0,2914 | 0,0085 | 0,1412 | 0,0270
RSO
(logrankskor-Aalen) 0,0277 | 0,0035 | 0,1620 | 0,0164 | 0,2867 | 0,0050 | 0,1409 | 0,0167
KCO
(parametrik olmayan) 0,1008 | 0,0197 | 0,1514 | 0,0187 | 0,2456 | 0,0094 | 0,1376 | 0,0215
KCO
(Cox) 0,0987 | 0,0172 | 0,1508 | 0,0166 | 0,2297 | 0,0066 | 0,1368 | 0,0200
KCO
(Aalen) 0,0961 | 0,0110 | 0,1469 | 0,0115 | 0,2210 | 0,0050 | 0,1338 | 0,0113

AppErr: Goriinen tahmin, BootCvErr: Boostrap Capraz Gegerlilik Tahmini, NoInfErr: Bilgisizlik Tahmin hatasi, Boot632plusErr: 0.632+
tahmini
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Tablo 4-9. Orneklem biiyiikliigiiniin n=300 oldugu ve oransal hazard varsayimimin saglandig
durumda farkli sagkalim zamanlari igin RSO ve KCO yo6nteminin IBS 6l¢iitiine gore ortalama

ve standart hata degerleri

IBS AppErr BootCvErr NolInfErr Boot632plusErr
(senaryo 1, n=300) T S % Ss % S % S
RSO
(logrank-parametrik olmayan) 0,0275 | 0,0032 | 0,1628 | 0,0325 | 0,2275 | 0,0045 | 0,1365 | 0,0247
RSO
(logrank-Cox) 0,0271 | 0,0020 | 0,1616 | 0,0228 | 0,2283 | 0,0037 | 0,1355 | 0,0222
RSO
(logrank-Aalen) 0,0265 | 0,0012 | 0,1609 | 0,0136 | 0,2247 | 0,0018 | 0,1320 | 0,0136
RSO
(logrankskor-parametrik olmayan) | 00285 | 0,0063 | 0,1635 | 0,0357 | 0,3020 | 0,0100 | 0,1417 | 0,0249
RSO
(logrankskor-Cox) 0,0283 | 0,0064 | 0,1626 | 0,0271 | 0,2904 | 0,0075 | 0,1410 | 0,0260
RSO
(logrankskor-Aalen) 0,0276 | 0,0027 | 0,1617 | 0,0154 | 0,2357 | 0,0040 | 0,1401 | 0,0147
KCO
(parametrik olmayan) 0,1006 | 0,0177 | 0,1513 | 0,0167 | 0,2454 | 0,0094 | 0,1366 | 0,0215
KCO
(Cox) 0,0977 | 0,0162 | 0,1504 | 0,0146 | 0,2294 | 0,0066 | 0,1358 | 0,0200
KCO
(Aalen) 0,0951 | 0,0106 | 0,1459 | 0,0105 | 0,2308 | 0,0050 | 0,1328 | 0,0113

AppErr: Goriinen tahmin, BootCvErr: Boostrap Capraz Gegerlilik Tahmini, NoInfErr: Bilgisizlik Tahmin hatasi, Boot632plusErr: 0.632+
tahmini
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Tablo 4-10. Orneklem biiyiikliigiiniin n=100 oldugu ve orantisal hazard varsayimimin
saglanmadig1 durumda farkli sagkalim zamanlar1 i¢in RSO ve KCO yonteminin IBS 0lgiitiine

gore ortalama ve standart hata degerleri

IBS AppErr BootCvErr NolInfErr Boot632plusErr
(senaryo 2, n=100) T S % Ss % S % S
RSO
(|Og rank-parametrik 0|mayan) 0,0296 0,0056 | 0,1658 | 0,0350 | 0,2840 0,0054 0,1379 | 0,0269
RSO
(logrank-Cox) 0,0290 | 0,0042 | 0,1642 | 0,0243 | 0,2804 | 0,0044 | 0,1374 | 0,0248
RSO
(logrank-Aalen) 0,0285 | 0,0021 | 0,1627 | 0,0146 | 0,2777 | 0,0032 | 0,1362 | 0,0158
RSO
(|Ogranksk0r_parametriko|mayan) 0,0297 0,0070 | 0,1743 | 0,0370 | 0,3040 0,0116 0,1429 | 0,0279
RSO
(logrankskor-Cox) 0,0292 | 0,0068 | 0,1732 | 0,0283 | 0,3004 | 0,0087 | 0,1414 | 0,0270
RSO
(logrankskor-Aalen) 0,0295 | 0,0035 | 0,1718 | 0,0156 | 0,2977 | 0,0054 | 0,1402 | 0,0257
KCO
(parametrik olmayan) 0,1007 | 0,0200 | 0,1531 | 0,0200 | 0,2566 | 0,0102 | 0,1376 | 0,0215
KCO
(Cox) 0,005 | 0,0191 | 0,1508 | 0,0188 | 0,2389 | 0,0097 | 0,1374 | 0,0200
KCO
(Aalen) 0,0964 | 0,0120 | 0,1479 | 0,0117 | 0,2332 | 0,0087 | 0,1353 | 0,0123

AppErr: Goriinen tahmin, BootCvErr: Boostrap Capraz Gegerlilik Tahmini, NoInfErr: Bilgisizlik Tahmin hatasi, Boot632plusErr: 0.632+
tahmini
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Tablo 4-11. Orneklem biiyiikliigiiniin n=200 oldugu ve orantisal hazard varsayimimnin
saglanmadig1 durumda farkli sagkalim zamanlar1 i¢in RSO ve KCO yonteminin IBS 0lgiitiine

gore ortalama ve standart hata degerleri

IBS AppErr BootCvErr NolInfErr Boot632plusErr
(senaryo 2, n=200) T S % Ss % S % S
RSO
(|Og ran k-parametrik 0|mayan) 0,0278 0,0026 | 0,1630 | 0,0325 | 0,2835 0,0040 0,1369 | 0,0249
RSO
(logrank-Cox) 0,0272 | 0,0012 | 0,1616 | 0,0223 | 0,2784 | 0,0035 | 0,1363 | 0,0228
RSO
(logrank-Aalen) 0,0266 | 0,0009 | 0,1605 | 0,0135 | 0,2757 | 0,0018 | 0,1352 | 0,0138
RSO
(|Ogranksk0r_parametriko|mayan) 0,0280 0,0060 | 0,1635 | 0,0357 | 0,3020 0,0100 0,1408 | 0,0249
RSO
(logrankskor-Cox) 0,0275 | 0,0058 | 0,1626 | 0,0281 | 0,2904 | 0,0075 | 0,1405 | 0,0260
RSO
(logrankskor-Aalen) 0,0267 | 0,0025 | 0,1610 | 0,0154 | 0,2857 | 0,0040 | 0,1402 | 0,0157
KCO
(parametrik olmayan) 0,1007 | 0,0187 | 0,1504 | 0,0177 | 0,2446 | 0,0084 | 0,1366 | 0,0205
KCO
(Cox) 0,0977 | 0,0162 | 0,1506 | 0,0156 | 0,2287 | 0,0056 | 0,1358 | 0,0195
KCO
(Aalen) 0,0951 | 0,0100 | 0,1459 | 0,0105 | 0,2300 | 0,0043 | 0,1328 | 0,0108

AppErr: Goriinen tahmin, BootCvErr: Boostrap Capraz Gegerlilik Tahmini, NoInfErr: Bilgisizlik Tahmin hatasi, Boot632plusErr: 0.632+
tahmini
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Tablo 4-12. Orneklem biiyiikliigiiniin n=300 oldugu ve orantisal hazard varsayimimnin
saglanmadig1 durumda farkli sagkalim zamanlar1 i¢in RSO ve KCO yonteminin IBS 0lgiitiine

gore ortalama ve standart hata degerleri

IBS AppErr BootCvErr NolInfErr Boot632plusErr
(senaryo 2, n=300) T S % Ss % S % S
RSO
(logrank-parametrik olmayan) 0,0265 | 0,0022 | 0,1618 | 0,0315 | 0,2817 | 0,0035 | 0,1358 | 0,0237
RSO
0,0261 | 0,0010 | 0,1606 | 0,0218 | 0,2773 | 0,0027 | 0,1352 | 0,0222
(logrank-Cox)
RSO
0,0255 | 0,0002 | 0,1608 | 0,0126 | 0,2737 | 0,0008 | 0,1347 | 0,0126
(logrank-Aalen)
RSO
. 0,0275 | 0,0053 | 0,1625 | 0,0347 | 0,3010 | 0,0098 | 0,1407 | 0,0239
(logrankskor-parametrik olmayan)
RSO
0,0273 | 0,0054 | 0,1616 | 0,0261 | 0,2902 | 0,0065 | 0,1400 | 0,0250
(logrankskor-Cox)
RSO
0,0266 | 0,0017 | 0,1607 | 0,0144 | 0,2847 | 0,0030 | 0,1399 | 0,0137
(logrankskor-Aalen)
KCO
) 0,1005 | 0,0167 | 0,1503 | 0,0157 | 0,2444 | 0,0084 | 0,1356 | 0,0205
(parametrik olmayan)
KCO
(Cox) 0,0967 | 0,0152 | 0,1501 | 0,0136 | 0,2305 | 0,0056 | 0,1348 | 0,0197
KCO
0,0941 | 0,0104 | 0,1449 | 0,0102 | 0,2284 | 0,0040 | 0,1318 | 0,0103
(Aalen)

AppErr: Goriinen tahmin, BootCvErr: Boostrap Capraz Gegerlilik Tahmini, NolnfErr: Bilgisizlik Tahmin hatasi, Boot632plusErr: 0.632+
tahmini
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5. TARTISMA ve SONUC

Ik agag tabanli yontemler tek bir aga¢ yapisi olusturmaktaydi ve elde edilen tahmin
kurallarinin yorumlanmasi kolaydi. Ancak elde edilen modellerin basitligi zayif dogruluk
tahminleri ile sonlanmaktaydi (Zhu ve Kosorok, 2012). Agac¢ tabanli yontemlerde tahmin
dogrulugunu arttirmak i¢in aga¢ topluluklarinin kullanilmas: fikri ilk olarak Brieman
(1996) ve Dietterich (2000a) tarafindan ortaya konulmus ve daha sonra Brieman (2001)
tarafindan Onerilen rasgele ormanlar adi verilen yontem aga¢ topluluklart igin genel bir
cergeve saglayarak en popiiler yontem olmustur.

Sagkalim verilerinde agag tabanli yontemlerin kullanilmasi ise ilk olarak ayirma kriteri
olarak Kaplan-Meier egrileri arasindaki uzaklik oOlgiitiinii kullanan Gordon ve Olshen
(1984) tarafindan onerilmistir. Daha sonra Ciampi ve arkadaslar1 (1986) olabilirlik-orani
istatistigine dayali ayirma kurallar1 olusturmustur ve sonrasinda Segal (1988) parametrik
olmayan diiglimler i¢indeki homojenlik yerine diigiimler arasindaki bdlmeye dayanan
logrank test istatistiginin Harrington-Fleming siniflamasin1 kullanmigtir. Sansiirlii veriler
icin aga¢ tabanli yontemlerin aga¢ topluluklari yontemlerinde kullanilmasina yonelik
olarak diiglimler i¢in {iistel log-olabilirlige dayanan bir yontem ve martingal artiklarinin
hata kareleri kayb1 ile CART algoritmasinda dogrudan kullanilan bir yontem Onerilmistir
(Davis ve Anderson, 1989; Therneau ve ark., 1990). Hothorn ve ark. (2004) bagging
sagkalim agaglarini 6nermis ve tek sagkalim agaci kullanan modellerle karsilastirmiglardir.
Hothorn ve ark. (2006a) sansiirlii agirliklarin ters olasiligini kullanarak sagdan sansiirlii
veriler i¢in sagkalim siiresinin agirlikli tahminini veren KCO yontemini dnermislerdir.

Bu tez ¢alismasinda, sagdan sansiirlii veriler i¢in onerilen ampirik risk fonksiyonunu
minimize etmeyi amacglayan ve birbirinden farkli agaglar olusturarak diisiik korelasyon
yapisinda bir topluluk elde eden KCO yontemi (Hothorn ve ark., 2006a) ve sagdan
sansiirlii veriler i¢in Onerilen, Brieman’nin (2001) rasgele ormanlar yonteminin bir uzantist
olan RSO yontemi (Ishwaran ve ark., 2008a) ele alinmis olup, yontemlerin C-indeks ve
IBS olgiitlerine gore karsilastirilmast amaglanmastir.

Calismada C-indeks Olgiitiine gore; biitiin durumlarda RSO yonteminin KCO
yontemine gore daha yliksek C- indeks ortalama degerlerine ve daha diisiik standart hata
degerlerine sahip oldugu goriilmiistiir. Orneklem biiyiikliigii bakimindan incelendiginde,
orneklem biiyiikligiindeki artis ile birlikte her iki senaryo ve her iki yontem igin C-indeks
ortalama degerlerinin arttigi ve standart hata degerlerinin diistiigii gozlenmistir. G tahmin

edicileri olan parametrik olmayan tahmin edici, Cox tahmin edicisi ve Aalen tahmin edicisi
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dikkate alindiginda, RSO yonteminde Aalen tahmincisinin en iyi sonug¢ verdigi, parametrik
olmayan tahmincinin ise Aalen ve Cox tahmincisinden daha diisiik degerlere sahip oldugu
gozlenmistir. KCO yonteminde ise parametrik olmayan tahmincinin daha diisiik C-indeks
ortalama degerlerine sahip oldugu, Cox ve Aalen tahmincisinde ise benzer diizeyde
sonuglar elde edildigi goriilmistiir. RSO yontemi kendi i¢inde kullanilan iki farkli ayirma
kriteri bakimindan incelendiginde logrank ayriminin daha yiiksek C-indeks ortalama
degerlerine ve daha diisiik standart hata degerlerine sahip oldugu saptanmistir. Caligmada
incelenen orantisal hazard varsayiminin saglandigi durum ile orantisal hazard varsayiminin
saglanmadigr durum karsilastirildiginda, orantisal hazard varsayiminin saglanmadig
durumda her iki yonteminde daha iyi performans gosterdigi goriiliirken, RSO’da orantisal
hazard varsayiminin saglandigi durumda KCO’ya gore daha fazla bir diislis oldugu
gozlenmistir.

Calismada IBS olgiitine gore; biitiin durumlar igin her iki senaryoda ve biitin G
tahmin yontemleri icin RSO yonteminin KCO ydnteminden daha diisiik IBS ortalama ve
standart hata degerleri verdigi goriilmiistiir. Orneklem biiyiikliigiiniin artis1 ile birlikte
biitiin durumlarda IBS &lgiitiine gore model performansmnin arttig1 gozlenmistir. G tahmin
edicileri olan parametrik olmayan tahmin edici, Cox tahmin edicisi ve Aalen tahmin edicisi
dikkate alindiginda, biitiin yontemler ve her iki senaryo ic¢in Aalen tahmincisinin daha
disiik hata degeri verdigi goriilmiistir. RSO kendi i¢inde incelendiginde ise logrank
ayriminin daha diisiik IBS ortalama degerlerine ve standart hata degerlerine sahip oldugu
saptanmistir. Caligmada incelenen orantisal hazard varsayiminin saglandigi durum ile
saglanmadigi durum karsilastirildiginda, orantisal hazard varsayiminin saglanmadigi
durumda biitiin yontemlerin daha iyi performans gosterdigi gézlenmistir.

Mogensen ve ark. (2012) yaptiklart ¢alismada pec paketinde yer alan COST veri setini
kullanarak RSO, KCO ve Cox regresyon modellerinin performanslarini IBS o6lgiitiine
incelemisler ve bazi ¢apraz gecerlilik yontemlerine gore yontemlerin performanslarinm
benzer bulmusken bazilarma goére RSO yoOnteminin performansini daha yiiksek
bulmuglardir. Mogensen ve ark. (2012) yaptigi ¢alisma bir simiilasyon c¢alismasi
olmamakla birlikte, bu tez ¢alismasindaki simiilasyon ¢alismasina gore RSO yontemi daha
yiiksek performans gostermistir.

Gerds ve Schumacher (2007) IBS degerlerinin hesaplanmasinda kullanilan G
tahmincisi i¢in marjinal Kaplan-Meier, Cox, Aalen ve parametrik olmayan tahmincileri

kullanmiglardir. Ancak Kaplan-Meier tahmincisinin sansiirlenme mekanizmasinin ortak
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degiskenlere bagl oldugu durumlarda potansiyel bir hata verecegini, bu nedenle sansiirlii
sagkalim fonksiyonunun ortak degiskenlere bagli oldugu durum igin diger {i¢ tahmin
edicinin kullanilmasin1 6nermislerdir. Yaptiklart simiilasyon c¢aligmasinda ise Aalen
tahmincisinin  Cox tahmincisine gore daha iyi oldugunu belirtmislerdir. Bu tez
calismasindaki simiilasyon sonuglarina gérede Aalen tahmincisinin her iki yontemde de
daha iyi performans gosterdigine saptanmistir.

1986 yilinda Ciampi olusturulan karar agaclarindaki iki ¢ocuk diigimii karsilastirmak
icin logrank test istatistiginin kullanilmasini 6nermistir. Ishwaran ve arkadaslar1 (2008a),
11 veri seti iizerinde RSO yontemini farkli ayirma kurallarina gére uyguladiklarinda
logrank ayrimi kullanarak elde edilen modelin daha yiiksek C-indeks degeri verdigini
belirtmislerdir. Bu tez calismasinda elde edilen simiilasyon calismasi sonuglarina gore
RSO yonteminde orantisal hazard varsayiminin saglandigi ve saglanmadigi durumda
logrank ayriminin logrank skor ayrimina goére daha yliksek performans gosterdigine
saptanmistir.

Sonug olarak, RSO yonteminin KCO’ya gore daha iyi performans gosterdigi ortaya
konulmustur. Her iki yontem i¢in Aalen tahmin edicisinin diger tahmin edicilere gore daha
iyl bir performans gosterdigi sOylenebilir. Orantisal hazard varsayiminin saglanmadigi
durumda her 1ki yontemin de performansi daha iyi bulunmustur. Ayrica RSO y6nteminin,
kendi i¢inde kullanilan iki farkli ayirma kriterinden biri olan logrank ayriminin, logrank

skor ayirma kriterine gore daha iyi performans gosterdigi goriilmektedir.
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SIMGELER ve KISALTMALAR

I’nci birim igin tahmin agirlig:

. Tahmin hatasinin gériinen tahmini

Brier Skoru
Bootstrap ¢apraz gegerlilik tahmini

. Tahmin hatasinin bootstrap.632 tahmini

Sansiirlenme zamani
Uyum indeksi

. Gozlenen ¢ok degiskenli dogrusal istatistik olan t € RPY ‘yu

gercel dogruya haritalayan tek degiskenli test istatistigi

. Tahmin hatasinin ¢apraz gegerlilik tahmini
. Durum degiskeni

t zamani igin i’nci birimin gergek durumu

. Beklenen deger

: Bagiml degiskenin kosullu dagilimi

: Aday tahminciler

: Aday tahmincilerin fonksiyon uzay1

. Brier skorun hesaplanmasinda kullanilan n birimlik veri seti

D,, veri setinden elde edilen b’inci bootstrap
orneklemi(6grenme drneklemi)
D,, veri setinden Dy, veri seti ¢gikartildiginda elde edilen veri seti

: X ortak degiskeninin rasgele olmayan dontisimii
. Kosullu sansiirlii sagkalim fonksiyonu tahmincisi
. Kosullu sansiirleme sagkalim fonksiyonu

Parametrik olmayan tergresyon tahmin edici

. Cox regresyon tahmin edicisi

Nelson Aalen tahmin edicisi
Etki fonksiyonu
Hazard fonksiyonu

. Kiimiilatif hazard fonksiyonu

. Baslangig kiimiilatif hazard fonksiyonu

. Topluluk kosullu kiimiilatif hazard fonksiyonu

. OOB i¢in topluluk kiimiilatif hazard fonksiyonu

Nelson-Aalen tahmin edicisi ile kosullu kiimiilatif hazard
fonksiyonu

. Varyans-Kovaryans matrisi

Kroneker ¢arpim

: Ogrenme &rneklemi
. Tam veri kayip fonksiyonu

. Gozlenen veri kayip fonksiyonu

log-rank test istatistigi
log-rank skor istatistigi

. Tahmin hatasinin birini disarida birak (leave-one-out) tahmini

Bilgisizlik tahmini (no information estimate)
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=3

. Out of Bag data
' H} hipotezi igin p degeri
. Ranklarin 6rneklem varyansi

Sagkalim fonksiyonu
i’nci birim i¢in t zamaninda tahmin edilen sagkalim olasilig1

. Kosullu ¢ikarsama ormanlari i¢in topluluk sagkalim

fonksiyonu

. Rasgele sagkalim agaglari i¢in topluluk sagkalim fonksiyonu

. Gergek 6liim zamani

. m’nci sagkalim agact

. x ortak degisken degeri ile m’nci agagtaki terminal digiimii

: Tile X;,(j=1,..,p) arasindaki iliskiyi 6lgen dogrusal test

istatistigi

: X/’ mimkiin tim A alt gruplarinin test istatistigi

]

. Birim agirliklart vektori
. Birim agirliklarinin toplami

Sag birim agirlig
Sol birim agirlig

. Ortak degiskenler matrisi
. T ile en giiglii iliskiye sahip j*’nc1 ortak degisken
: Bagiml degisken

i’nci birimin sagkalim zaman
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